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ΠΕΡΙΛΗΨΗ 
Η παρούσα διδακτορική διατριβή (Δ.Δ.) άπτεται της μελέτης των χρονικά εξελισσόμενων 
συστημάτων με σκοπό την ανάπτυξη μεθοδολογιών για την μοντελοποίησή τους και κατ’ 

επέκταση την χρήση τους στο πρόβλημα της πρόβλεψης της κατανάλωσης του ηλεκτρικού 
φορτίου από υποσταθμούς μέσης και υψηλής τάσης. Η λειτουργία τους βασίζεται στην 
αλγοριθμική προσαρμογή της σχέσης που περιγράφει την είσοδο και την έξοδο των δεδομένων 
αυτών σε μορφή χρονικών ακολουθιών ή χρονοσειρών. Βασικός σκοπός της διδακτορικής 

διατριβής είναι να προτείνει και να διερευνήσει την εφαρμογή νέων μεθόδων μηχανικής  μάθησης 
με και χωρίς επίβλεψη για την πρόβλεψη χαρακτηριστικών από χρονοσειρές. Κατά συνέπεια, ένα 
σημαντικό τμήμα του θεωρητικού μέρους της εργασίας καταλαμβάνει η ανάλυση χρονοσειρών 
ως εργαλείο της μοντελοποίησης χρονικά εξελισσόμενων συστημάτων  και η μελέτη της 

πρόβλεψης χρονοσειρών. Στη συνέχεια διεξάγεται μια ενδελεχής βιβλιογραφική ανασκόπηση 
σχετικά με τις μεθόδους που έχουν προταθεί για την πρόβλεψη του ηλεκτρικού φορτίου. Μέσα 
από αυτή αναδεικνύονται συγκεκριμένα ερευνητικά κενά που προκύπτουν κατά την διερεύνηση 
του ανωτέρω προβλήματος. Αρχικά, παρατηρείται ότι παρά  το γεγονός ότι ένας μεγάλος αριθμός 

μεθοδολογιών μηχανικής μάθησης (Μ.Μ.) έχει προταθεί για την πρόβλεψη του ηλεκτρικού 
φορτίου, εντούτοις καμία από αυτές δεν δύναται να υπερέχει όλων των υπολοίπων. Αυτό 
οφείλεται κυρίως στη ύπαρξη μη γραμμικότητας και τις  διαφορετικές στοχαστικές ιδιότητες που 
χαρακτηρίζουν τις χρονοσειρές κατανάλωσης του ηλεκτρικού φορτίου. Ένας επιπλέον 

παράγοντας που επιδεινώνει τα χαρακτηριστικά αυτά προέρχεται από το νέο μοντέλο δικτύου που 
επιβάλλει η μετάβαση από τα συμβατικά στα λεγόμενα έξυπνα δίκτυα (smart grids). Σαν 
αποτέλεσμα, το περιβάλλον του έξυπνου δικτύου εισάγει την αμφίδρομη ροή ισχύος ανάμεσα 
στους χρήστες και στο δίκτυο κοινής ωφέλειας, με αποτέλεσμα τα δεδομένα του φορτίου να 

περιέχουν μετρήσεις παραγωγής και κατανάλωσης, και οι χρονοσειρές του μικτού φορτίου όπως 
ονομάζεται, να παρουσιάζουν υψηλή αβεβαιότητα. Κρίνεται λοιπόν αναγκαία, η αναζήτηση 
πρωτοπόρων και εύρωστων μεθόδων Μ.Μ. ικανών να αντιμετωπίσουν αποτελεσματικά τα 
προαναφερθέντα φαινόμενα και να επιδείξουν καθολική υπεροχή έναντι άλλων ανταγωνιστικών. 

Μια ακόμη έλλειψη που εντοπίστηκε ήταν η απουσία ενασχόλησης με την πρόβλεψη του μικτού 
φορτίου, σε αντίθεση με την εκτεταμένη μελέτη της πρόβλεψης της παραγωγής ή της 
κατανάλωσης ηλεκτρικής ενέργειας μεμονωμένα. Με βάση τις επισημάνσεις αυτές, προτάθηκε η 
ανάπτυξη τριών νέων μεθόδων πρόβλεψης. Η πρώτη εξ αυτών βασίζεται στην θεωρία της αραιής 

αναπαράστασης (sparse representation - SR) και της εκμάθησης λεξικού (dictionary learning), με 
κύρια πρόταση την ενσωμάτωση των ατόμων και των αντιστοίχων αραιών συντελεστών σε μια 
ιεραρχική - δενδροειδή δομή. Η ανωτερότητα της προτεινόμενης μεθόδου έγκυται στη χαμηλή 
της πολυπλοκότητα και στην εγγενή της ικανότητα να αναπαριστά αποδοτικά τα μη γραμμικά 

χαρακτηριστικά του μικτού φορτίου, παραμένοντας ανθεκτική σε φαινόμενα υπερπροσαρμογής. 
Η επόμενη μεθοδολογία που προτείνεται αφορά σε ένα ανσάμπλ μοντέλο το οποίο εκπαιδεύεται 
από διάφορες μεθόδους Μ.Μ. Συγκεκριμένα συνδυάζονται τεχνικές από: τεχνητά νευρωνικά 
δίκτυα (Τ.Ν.Δ), γραμμική παλινδρόμηση (ΓΠ), παλινδρόμηση με χρήση διανυσμάτων 

υποστήριξης (support vector regression – SVR), τυχαία δάση (random forests – RF) και αραιή 
αναπαράσταση. Οι τελικές τιμές πρόβλεψης υπολογίζονται με τη βοήθεια ενός online μηχανισμού 
απόφασης που βασίζεται στη στάθμιση των υπο-μοντέλων σύμφωνα με την πρότερη απόδοσή 
τους. Το σύνολο των προτεινόμενων μεθοδολογιών πρόβλεψης ολοκληρώνεται με ένα μοντέλο 

νευρωνικών δικτύων Γράφων (Graph neural networks - GNN), το οποίο ενισχύεται με τις 
ιδιότητες των Γράφων ορατότητας (Visibility graphs). Σύμφωνα με την προσσέγγιση αυτή, η 
οποία αποκαλείται νευρωνικό δίκτυο Γράφων ορατότητας (Visibility graph neural network - 
VGNN), οι χρονοσειρές του μικτού φορτίου μετασχηματίζονται σε ένα μη κατευθυντικό Γράφο 

χρησιμοποιώντας το κριτήριο της φυσικής ορατότητας μεταξύ των κόμβων ενός Γράφου και στη 
συνέχεια χρησιμοποιείται ένας πίνακας γειτνίασης για την εκπαίδευση ενός GNN. Επόμενο βήμα 



 

αποτέλεσε η αξιολόγηση των προτεινόμενων μεθόδων. Το πεδίο εφαρμογής για την πειραματική 
δοκιμή τους αντλείται από τον τομέα των έξυπνων δικτύων (smart grids). Συγκεκριμένα, 

προτάθηκε η πρόβλεψη του μικτού ηλεκτρικού φορτίου με χρήση πραγματικών δεδομένων από 
υποσταθμό (Υ/Σ) υψηλής και μέσης τάσης (ΥΤ/ΜΤ). Ύστερα από την αναλυτική εισαγωγή στα 
έξυπνα δίκτυα και την ουσιώδη συμβολή τους στην πρόβλεψη του φορτίου και κατ’ επέκταση 
στην αποδοτική λειτουργία τους, ακολουθεί η περιγραφή του πειραματικού πρωτοκόλλου των 

προαναφερθέντων προσομοιώσεων. Σύμφωνα με τα παραγόμενα αποτελέσματα οι προτεινόμενες 
μεθοδολογίες Μ.Μ. καταφέρνουν να παρέχουν αξιόπιστες, εύρωστες και ακριβείς προβλέψεις για 
περιπτώσεις διαφορετικών χρονικών οριζόντων πρόβλεψης που κυμαίνονται από 15 λεπτά έως 24 
ώρες αλλά και διαφορετικών σεναρίων εκτέλεσης που αφορούν δεδομένα τα οποία εκτείνονται 

σε περιόδους ιδιότυπων μοτίβων κατανάλωσης. 

ΘΕΜΑΤΙΚΗ ΠΕΡΙΟΧΗ: Υπολογιστική Νοημοσύνη, Μηχανική Μάθηση, Έξυπνα Δίκτυα 

Ηλεκτρικής Ενέργειας. 

ΛΕΞΕΙΣ ΚΛΕΙΔΙΑ: Επιβλεπόμενη μάθηση, μη επιβλεπόμενη μάθηση, αραιή αναπαράσταση, 

πρόβλεψη μικτού φορτίου, νευρωνικά δίκτυα γράφων, γράφοι ορατότητας, 

εκμάθηση ανσάμπλ.  

  



 

 



 

ABSTRACT 

The present doctoral thesis concerns the study of time evolving systems with the aim of developing 
methodologies for their modeling and, their consequent use in the problem of forecasting the 
consumption of electrical load from medium and high voltage substations. Their operation is based 

on the algorithmic adaptation of the relationship that describes the input and output data in the 
form of time sequences or time series. The main purpose of this doctoral thesis is to propose and 
investigate the application of new supervised and unsupervised machine learning methods for 
prediction of features extracted from time series. Consequently, an important part of the theoretical 

section of this work is occupied by time series analysis as a tool for modeling of time evolving 
systems and the study of time series forecasting. A thorough literature review is then conducted 
on the methods that have been proposed for electric load forecasting, through which, specific 
research gaps that arise during the investigation of the above problem are highlighted.  Initially, it 

is observed that despite the fact that a large number of machine learning methodologies have been 
proposed for the prediction of electrical load, however, none of them can outperform all the rest. 
This is mainly due to the existence of non-linearity and the different stochastic properties that 
characterize the time series of electric load consumption. An additional factor that worsens these  

characteristics stems from the new electrical grid paradigm imposed by the transition from 
conventional to so-called smart grids. As a result, the smart grid environment introduces two-way 
power flow between users and the utility grid, resulting in the load data containing both production 
and consumption measurements, and the so-called mixed load time series exhibiting high amount 

of uncertainty. It is therefore deemed necessary to search for novel and robust machine learning 
methods, able to effectively deal with the aforementioned phenomena and demonstrate global 
superiority over other competitors. Another shortcoming that has been identified is the scant 
consideration of mixed load forecasting, as opposed to the extensive study of forecasting 

electricity generation or consumption individually. Based on these observations, the development 
of three new forecasting methods is proposed. The first of these is based on the theory of sparse 
representation and dictionary learning, with its main proposition being the integration of the atoms 
and the corresponding sparse coefficients in a hierarchical tree structure.  The superiority of the 

proposed method lies in its low complexity and its inherent ability to efficiently represent the 
nonlinear characteristics of the mixed load while remaining robust to overfitting effects. The next 
methodology that is introduced concerns an ensemble model which is trained by various machine 
learning methods. Specifically, techniques from: artificial neural networks, linear regression, 

support vector regression, random forests and sparse representation are combined.  The final 
predicted values are calculated with the use of an online decision mechanism based on the 
weighting of the sub-models according to their past performance. The set of proposed forecasting 
methodologies is completed with a GNN model, which is enhanced with the properties of 

Visibility graphs. According to this approach, which is called a Visibility graph neural network 
(VGNN), the mixed load time series is transformed into an undirected graph using the criterion of 
natural visibility between the nodes of a graph, and then an adjacency matrix is employed for 
training a GNN. The next step was the evaluation of the proposed methods. The scope for their 

experimental testing is drawn from the field of smart grids. Specifically, the mixed electric load 
forecasting is taking place, using real data from a high and medium voltage substation. After the 
detailed introduction to smart grids and their essential contribution to load forecasting and, 
furtherly, to their efficient operation, follows the description of the experimental protocol of the 
aforementioned simulations. According to the obtained results, the proposed machine learning 

methodologies manage to provide reliable, robust and accurate forecasts for cases of different 
forecast time horizons ranging from 15 minutes to 24 hours ahead but also different execution 
scenarios involving data spanning periods of idiosyncratic consumption patterns. 

SUBJECT AREA: Computational intelligence, Machine learning, Smart grids.  
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International Standards Organizations Διεθνείς οργανισμοί προτύπων 

Internet of Things Διαδίκτυο των Πραγμάτων 

Islanding Νησιδοποίηση 

K-nearest Neighbor Algorithm Αλγόριθμος Κ-πλησιέστερων γειτόνων 

Label Ετικέτα 

Labeled Επισημασμένος 

Latent variable Λανθάνουσα μεταβλητή 

Limited Penetrable Visibility Graph Περιορισμένος Διαπερατός Γράφος Ορατότητας  

Lines of Visibility Γραμές Ορατότητας 

Load curtailment Περικοπή φορτίου 

Load shifting Μετακύλιση φορτίων 

Local Functional-Coefficient Autoregression Τοπική Παλινδρόμηση Συναρτησιακών 

Συντελεστών 

Long Short-Term Memory Δίκτυα Μακράς Βραχύχρονης Μνήμης 

Markov Switching Autoregression Παλινδρόμηση Μεταγωγής Markov 

Mean Absolute Error Μέσο Aπόλυτο Σφάλμα 

Mean Absolute Percentage Error Μέσο Απόλυτο Ποσοστιαίο Σφάλμα 

Mean Forecast Error Μέσο Σφάλμα Πρόβλεψης 

Mean Squared Error Μέσο Τετραγωνικό Σφάλμα 

Microgrid Μικροδίκτυο 

Moving Average Κινούμενος Μέσος Όρος 

Multi-agent System Σύστημα πολλαπλών πρακτόρων 

multi-layered Πολλαπλών στοιβάδων 

Multiple equation time-series Χρονοσειρές πολλαπλών εξισώσεων 

Multiplex Visibility Graph Πολυμορφικός Γράφος Ορατότητας 

Multivariate Πολυμεταβλητό 

Multivariate Local Polynomial Regression Πολυμεταβλητή Τοπική Πολυωνυμική 

Παλινδρόμηση 

Natural Visibility Graph Γράφος Φυσικής Ορατότητας 

Neighborhood Area Network Δίκτυο γειτονιάς 

Operator Διαχειριστής 

Outliers Ακραίες τιμές 

Overfitting Υπερπροσαρμογή 



 

 

Partial usage patterns Μοτίβα μερικής χρήσης 

Peak demand Ζήτηση αιχμής 

Peak load Φορτίο αιχμής 

Periodic Autoregressive with Exogenous 
Variables 

Περιοδικη αυτοπαλινδόμιση με εξωγενείς  

μεταβλητές 

Permutation Μετάθεση 

Phasor Measurement Unit Μονάδων μέτρησης φασιθετών 

Polynomial Autoregression Πολυωνυμική Παλινδρόμηση 

Principal Component Analysis Ανάλυση Κύριων Συνιστοσών 

Prosumers Καταλανωτές και παραγωγοί 

Purge Εκκαθάριση 

Quantile Regression Παλινδρόμηση Ποσοστιαίων Σημείων 

Quantiles Ποσοστημόρια 

Random Forests Τυχαία Δάση 

Rate of Change of Frequency Ρυθμός αλλαγής συχνότητας 

Realization Πραγματοποίηση 

Recommender Systems Συστήματα Συστάσεων 

Recurrent Neural Networks Αναδρομικά Νευρωνικά Δίκτυα 

Recursive feature elimination Αναδρομική εξάλειψη χαρακτηριστικών 

Regional Transmission Operators Περιφερειακοί διαχειριστές μεταφοράς 

Regression Παλινδρόμηση 

Reinforcement Learning Eνισχυτική Mάθηση 

Remote Terminal Unit Απομακρυσμένη τερματική μονάδα 

Residual Sum of Squares Υπολειπόμενο Άθροίσμα Τετραγώνων 

Resiliency Ανθεκτικότητα 

Resilient Backpropagation Ανθεκτική Οπισθοδιάδοση 

Root Mean Squared Error Ρίζα Μέσου Τετραγωνικού Σφάλματος 

Scalable Bayesian rule lists Eπεκτάσιμες μπεϋζιανές λίστες κανόνων 

Seasonal Trend Εποχική Τάση 

Seasonal Variation Εποχική Μεταβλητότητα 

Self-healing Αυτο-ίαση 

Self-restoration Αυτό-αποκατάσταση 

Sequential Minimal Optimization Διαδοχική Ελάχιστη Βελτιστοποίηση 

Short-Term Load Forecasting Bραχυπρόθεσμη πρόβλεψη φορτίου 

Singular Value Decomposition Παραγοντοποίηση Ιδιαζουσών Τιμών 

Smart Grid Εξυπνο Δίκτυο 

Smooth Transition Autoregression Παλινδρόμηση Ομαλής Μετάβασης 

Sparse Bayesian Learning Αραιή Μπεϋζιανή μάθηση 

Stationarity Στασιμότητα 

Supervised Learning Επιβλεπόμενη Mάθηση 

Supervisory Control and Data Acquisition 
Συστήματα εποπτικού ελέγχου και απόκτησης 

δεδομένων 

Support Vector Regression Παλινδρόμησης με χρήση μηχανών 

διανυσμάτων υποστήριξης 

Synchrophasors Συγχρονισμένες μετρήσεις φασιθέτη 

Testing Έλεγχος 

Threshold Autoregression Παλινδρόμηση Κατωφλίου 

Time Evolving System Χρονικά Εξελισσόμενο Σύστημα 

Triple exponential smoothing Τριπλή εκθετική εξομάλυνση 

Tuple Πλειάδα 



 

 

 

Univariate Μονομεταβλητό 

Unlabeled Μη Επισημασμένος 

Unsupervised Learning Mη Eπιβλεπόμενη Mάθηση 

Urban Intelligence Αστική Νοημοσύνη 

Visibility Graph Γράφος Ορατότητας 

Visibility Graph Neural Networks Νευρωνικά Δίκτυα Γράφων Ορατότητας 

Volatility Μεταβλητότητα 

Weighted Σταθμισμένος 

Wide Area Network Δίκτυο ευρείας περιοχής 

  



 

 



 

 

 

ΣΥΝΤΜΗΣΕΙΣ – ΑΡΚΤΙΚΟΛΕΞΑ – ΑΚΡΩΝΥΜΙΑ 

ADMM Alternating Direction Method of Multipliers 

AGG AGGREGATE 

AP Active Power 

AR Autoregression 

ARCH Autoregressive Conditional Heteroscedasticity  

ARIMA Autoregressive Integrated Moving Average 

ARIMAX Autoregressive Integrated Moving Average with Exogenous variables 

ARMA Autoregressive Moving Average 

BAN Building Area Network 

CNN Convolutional Neural Networks 

DBN Deep Belief Networks 

DERMS Distributed Energy Management System 

DR Demand Response 

DSM Demand Side Management 

DSO Distribution System Operator 

EMD Empirical Mode Decomposition 

EMS Energy Management System 

ESS Energy Storage System 

EVs Electric Vehicles 

FAN Field Area Network 

FAR Functional-coefficient Autoregression 

FFNN Feedforward Neural Network 

FFO Fire-Fly Optimization 

FISTA Fast Iterative Shrinkage Thresholding 

GBM Gradient Boost Machine 

GCN Graph Convolutional Networks 

GNN Graph Neural Networks 

GP Gaussian Process 

GPS Global Positioning System 

GWO Grey Wolf Optimization 



 

 

HAN Household Area Network 

HEMS Home Management System 

i.i.d. Independent and identically distributed 

IAN Industrial Area Network 

ICT Information and Communication Technologies 

IoT Internet of Things  

ISO International Standards Organizations 

ISTA Iterative Shrinkage Thresholding Algorithm 

IVG Image Visibility Graph 

KNN K-nearest Neighbor 

LARS Least-Angle Regression 

LASSO Least Absolute Shrinkage and Selection Operator 

LoV Lines of Visibility 

LPVG Limited Penetrable Visibility Graph 

LSTM Long Short-Term Memory 

MA Moving Average 

MAS Multi-agent System 

MLP Multi-layer Perceptron 

MSAR Markov Switching Autoregression 

MVG Multiplex Visibility Graph 

NAN Neighborhood Area Network 

NVG Natural Visibility Graph 

OMP Orthogonal Matching Pursuit 

PAR Polynomial Autoregression 

PARX Periodic Autoregressive with Exogenous Variables 

PCA Principal Component Analysis 

PMU Phasor Measurement Unit 

RBF Radial Basis Function 

RF Random Forests 

RNN Recurrent Neural Networks 

RoCoF Rate of Change of Frequency 

RPROP Resilient Backpropagation 

RSS Residual Sum of Squares 



 

 

 

RTO Regional Transmission Operators 

RTU Remote Terminal Unit 

SARIMA Seasonal Autoregressive Integrated Moving Average 

SBL Sparse Bayesian Learning 

SCADA Supervisory Control and Data Acquisition 

SMO Sequential minimal optimization 

STAR Smooth Transition Autoregression 

STLF Short-Term Load Forecasting 

SVD Singular Value Decomposition 

SVR Support Vector Regression 

TAR Threshold Autoregression 

UPD UPDATE 

VG Visibility Graph 

VGNN Visibility Graph Neural Networks 

WAN Wide Area Network 

XNN Explainable Neural Networks 
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ΦΒ Φωτοβολταϊκά συστήματα 
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1. ΕΙΣΑΓΩΓΗ 

Μέσα από το παρόν εισαγωγικό κεφάλαιο, ο αναγνώστης πληροφορείται για το θέμα το 
οποίο πραγματεύεται η παρούσα μελέτη και τις βασικές ερευνητικές επιδιώξεις που 
αναμένωνται από αυτή. Συγκεκριμένα, οι δύο πρώτες ενότητες, ασχολούνται με τον 

καθορισμό του αντικειμένου της Δ.Δ. και των κινήτρων που οδήγησαν στην ερευνητική 
εμβάθυνση σε αυτό. Στην τρίτη ενότητα τίθονται οι ερευνητικοί στόχοι οι οποίοι θα 
αποτελέσουν τους βασικούς οδηγούς κατά την διεξαγωγής των ερευνητικών 
δραστηριοτήτων, ενώ τέλος παρουσιάζεται η δομή της Δ.Δ. 

1.1 Αντικείμενο της διατριβής 

Η ανάπτυξη μεθόδων μηχανικής μάθησης (Μ.Μ.) για την μοντελοποίηση χρονικά 
εξελισσόμενων συστημάτων αποτελεί το βασικό αντικείμενο της διδακτορικής διατριβής. 
Ως χρονικά εξελισσόμενα συστήματα νοούνται όσα τροφοδοτούνται και δημιουργούν 
σήματα τα οποία είναι συναρτήσεις του χρόνου. Η μαθηματική μοντελοποίηση ενός 

τέτοιου συστήματος συνίσταται στην εξαγωγή ενός συνόλου εξισώσεων που αναπαριστούν 
την συμπεριφορά του με την πάροδο του χρόνου. Η πλειοψηφία των συστημάτων που 
συναντώνται στον σύγχρονο κόσμο διαχειρίζονται δεδομένα σε μορφή χρονοσειρών. Ένας 
από τους βασικούς στόχους της ανάλυσης χρονοσειρών είναι η πρόβλεψη μελλοντικών 

τιμών τους, ένα πρόβλημα του οποίου η αντιμετώπιση αποτελεί πρωταρχική στόχευση της 
παρούσας έρευνας. Για το λόγο αυτό, στρεφόμαστε προς της αναζήτηση και υλοποίηση 
καινοτόμων μεθόδων Μ.Μ. με και χωρίς επίβλεψη, επιτυγχάνοντας την συγγραφή και την 
δημοσίευση τριών επιστημονικών άρθρων. Το πεδίο εφαρμογής των μεθόδων που 

αναπτύχθηκαν στα πλαίσια της εκπόνησης της Δ.Δ., αποτέλεσαν τα έξυπνα ηλεκτρικά 
δίκτυα και ειδικότερα η βραχυπρόθεσμη και μεσοπρόθεσμη πρόβλεψη του ηλεκτρικού 
φορτίου. Το πρόβλημα που επιχειρούμε να αντιμετωπίσουμε μέσα από την ανάπτυξη και 
την εφαρμογή των προτεινόμενων μεθόδων είναι αυτό της πρόβλεψης του ηλεκτρικού 

φορτίου στο επίπεδο της μέσης τάσης του δικτύου ηλεκτρικής ισχύος. Κύρια επιδίωξη 
αποτελεί η παροχή μοντέλων πρόβλεψης αξιόπιστων, εύρωστων και πιο αποδοτικών έναντι 
τυπικών μεθόδων Μ.Μ. Για το λόγο αυτό, η ανωτερότητα των προτεινόμενων  μοντέλων 
αξιολογείται εξετάζοντας την ικανότητά τους να διαχειρίζονται ιδιότητες των χρονοσειρών 

του ηλεκτρικού φορτίου που δυσχεραίνουν την ακρίβεια των προβλέψεων, όπως η μη 
γραμμικότητα και η αβεβαιότητα. Τα πλεονεκτήματα και η σημασία της παροχής 
αξιόπιστων προβλέψεων του φορτίου για την βέλτιστη λειτουργία και διαχείριση των 
έξυπνων δικτύων, επιβεβαιώνεται πέρα από την πειραματική αξιολόγηση των 

προτεινόμενων μοντέλων, από δύο επιπλέον δημοσιεύσεις που πραγματοποιήθηκαν στα 
πλαίσια της ερευνητικής δραστηριότητας. 

1.2 Κίνητρα 

Είναι γεγονός πως οι επιστημονικοί κλάδοι της Μ.Μ. και της υπολογιστικής νοημοσύνης 
έχουν προσελκύσει τεράστιο ερευνητικό ενδιαφέρον κατά τις τελευταίες δεκαετίες, με 
εφαρμογές σε πάμπολλους τομείς μεταξύ των οποίων και αυτός της ηλεκτρικής ενέργειας. 

Η μετάβαση από τα συμβατικά στα έξυπνα δίκτυα  αποτελεί αναμφισβήτητα μια από τις 
πιο ριζικές αλλαγές στον τομέα των ηλεκτρικών δικτύων, προσφέροντας πολλά 
πρεονεκτήματα και προοπτικές σε θέματα που αφορούν στην εξοικονόμηση ενέργειας, 
στην προστασία του περιβάλλοντος, στα οικονομικά ωφέλη των καταναλωτών, στην ομαλή 

και ασφαλή παροχή ισχύος και πολλά ακόμη. Οι παράγοντες αυτοί συνθέτουν ένα 
σημαντικό και επαρκές κίνητρο για την ενασχόληση σε ερευνητικό επίπεδο, με την 
πρόβλεψη του ηλεκτρικού φορτίου, η οποία αποτελεί μί από τις βασικές συνιστώσες για 
την αποδοτική λειτουργία και την πλήρη αξιοποίηση των δυνατοτήτων των έξυπνων 

δικτύων. 



 

 

Από μεθοδολογικής άποψης, το πρόβλημα της πρόβλεψης του ηλεκτρικού φορτίου έχει 
αντιμετωπιστεί με μια πληθώρα μεθόδων μηχανικής μάθησης, που κυμαίνονται από 

απλούστερα μοντέλα που βασίζονται στη γραμμική παλινδρόμηση – ΓΠ (Linear 
Regression - LR) και την παλινδόμηση με χρήση διανυσμάτων υποστήριξης (Support 
Vector Regression - SVR), έως πιο προηγμένα που χρησιμοποιούν νευρωνικά δίκτυα και 
βαθιά μάθηση [1], [2]. Παρά την πολυετή ενδελεχή μελέτη, η πρόβλεψη του ηλεκτρικού 

φορτίου παραμένει ένα ανοιχτό πεδίο ενεργούς έρευνας. Ο κύριος λόγος πίσω από αυτό, 
είναι ότι πρόκειται για ένα σύνθετο πρόβλημα το οποίο είναι δύσκολο να αντιμετωπιστεί 
επαρκώς, λόγω της ιδιότυπης φύσης των χρονοσειρών του ηλεκτρικού φορτίου. Ως 
αποτέλεσμα, δεν υπάρχει συγκεκριμένη μέθοδος Μ.Μ. που να επιτυγχάνει καθολική 

υπεροχή όσον αφορά την προβλεπτική τους απόδοση. Για παράδειγμα, τα μοντέλα που 
βασίζονται σε νευρωνικά δίκτυα έχει φανεί ότι μπορούν να διαχειριστούν ικανοποιητικά 
τη μη γραμμική συμπεριφορά του φορτίου, αλλά ταυτόχρονα είναι ευαίσθητα σε δεδομένα 
εισόδου που ενέχουν θόρυβο. Από την άλλη πλευρά, τα απλά γραμμικά μοντέλα 

πρόβλεψης παρέχουν πολύ μεγαλύτερη ευρωστία, παρόλο που δεν είναι σε θέση να 
αποτυπώσουν πιο περίπλοκες, μη γραμμικές δυναμικές. Με βάση αυτή την παρατήρηση, η 
ανάπτυξη εναλλακτικών μέθοδων που να επιτυγχάνουν μια ισομερή αντιστάθμιση μεταξύ 
των προαναφερθέντων πλεονεκτημάτων, ανάγεται σε επιτακτική ανάγκη και αποτέλεσε 

μια βασική κινητήρια δύναμη για την εκπόνηση της παρούσας Δ.Δ . 

1.3 Ερευνητικοί στόχοι 

Ένα πρωταρχικό στάδιο κατά τη διεξαγωγή μιας ερευνητικής εργασίας είναι ο 
προσδιορισμός των ερευνητικών στόχων οι οποίοι θα απετελέσουν τις κατευθυντήριες 
γραμμές και θα κρίνουν το ερευνητικό αντίκτυπου του συνολικού έργου. Οι στόχοι που 
τέθηκαν στα πλάισια της παρούσας Δ.Δ. μπορούν κάλλιστα να προκύψουν από τα 

ακόλουθα ερευνητικά ερωτήματα: 

• Μπορούν να χρησιμοποιηθούν με επιτυχία αποδοτικοί αλγόριθμοι μηχανικής 

μάθησης σε προβλήματα πρόβλεψης χρονοσειρών και να εφαρμοστούν σε 
συγκεκριμένα προβλήματα, όπως η πρόβλεψη του ηλεκτρικού φορτίου; 

• Μπορούν να προταθούν νέοι αλγόριθμοι μηχανικής μάθησης σε προβλήματα 
πρόβλεψης χρονοσειρών και να εφαρμοστούν με επιτυχία σε συγκεκριμένα 

προβλήματα, όπως η πρόβλεψη του ηλεκτρικού φορτίου; 

1.4 Δομή της διατριβής 

Τα κεφάλαια της Δ.Δ. ππου ακολουθούν δομούνται ως εξής. Το 2 ο κεφάλαιο πραγματεύεται 
καταρχάς το θεωρητικό υπόβαθρο που πλαισιώνει την Δ.Δ. Επιπλέον, περιγράφονται 
ενδελεχώς το θεωρητικό μέρος των καινοτόμων μεθοδολογιών Μ.Μ. που αναπτύχθηκαν. 
Στο 3ο κεφάλαιο παρέχεται μια εισαγωγή στα έξυπνα δίκτυα και περιγράφεται αναλυτικά 

το πειραματικό πρωτόκολλο των προσομοιώσεων που πραγματοποιήθηκαν με σκοπό την 
αξιολόγηση της απόδοσης των μεθόδων που υλοποιήθηκαν. Στη συνέχεια, στο κεφάλαιο 
4, ακολουθεί η έκθεση των αποτελεσμάτων που παράχθηκαν από αυτές, ενώ στο 5ο 
κεφάλαιο παρουσιάζονατι τα συμπεράσματα που εξάγονται από την έρευνα αλλά και οι 

περαιτέρω ερευνητικές κατευθύνσεις που μπορούν να προκύψουν από αυτήν. 
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2. ΜΟΝΤΕΛΟΠΟΙΗΣΗ ΣΥΣΤΗΜΑΤΩΝ 

Στο κεφάλαιο αυτό παρουσιάζεται, σε κάποια έκταση, το θεωρητικό υπόβαθρο που 
απαιτείται για τη διεξαγωγή της έρευνας και παρουσιάζονται λεπτομερώς τα θεωρητικά 
επιτεύγματα που προέκυψαν από την μελέτη του. Αρχικά, στην παράγραφο 2.1, παρέχονται 

οι ορισμοί των βασικών εννοιών, όπως των χρονικά εξελισσόμενων συστημάτων, και της 
μοντελοποίησης συστημάτων. Ακολουθεί η παρουσίαση των δύο κυρίων μεθόδων 
προσέγγισης της μοντελοποίησης: της θεωρητική και της πειραματικής. Ιδιαίτερη έμφαση 
δίνεται στην περίπτωση της πειραματικής προσέγγισης, η οποία αποτελεί το θεμέλιο λίθο 

στο οποίο εδράζει η παρούσα έρευνα. Η διερεύνηση των στόχων της ανάλυσης και της 
μοντελοποίησης των χρονοσειρών καθώς και η διαδικασία προ-επεξεργασίας τους 
παρατίθεται στην παράγραφο 2.2.1. Επίσης, η περιγραφή των βημάτων και των κύριων 
κατηγοριών μεθόδων πρόβλεψης χαρακτηριστικών από χρονοσειρές παρατίθεται στην 

παράγραφο 2.2.2. Στην παράγραφο 2.3, ακολουθεί μια σύντομη εισαγωγή στην έννοια της 
μηχανικής μάθησης και της εφαρμογής της στην πρόβλεψη χαρακτηριστικών από 
χρονοσειρές. Τέλος, το κεφάλαιο αυτό ολοκληρώνεται με την λεπτομερή παρουσίαση των 
μεθόδων επιβλεπόμενης και μη επιβλεπόμενης μάθησης που αναπτύχθηκαν στα πλαίσια 

της παρούσας έρευνας, (παράγραφοι 2.3.1 και 2.3.2 αντίστοιχα). 

2.1 Χρονικά εξελισσόμενα συστήματα 

Κάθε διεργασία η οποία δρα σε ένα σήμα 𝑥(∙) και παράγει ως αποτέλεσμα ένα νέο σήμα 
𝑦(∙), καλείται σύστημα. Ως σήμα ορίζεται οποιαδήποτε μεταβολή ενός φυσικού μεγέθους 

σε συνάρτηση με κάποια ανεξάρτητη μεταβλητή, η οποία συνήθως είναι ο χρόνος (𝑡) για 
την μονοδιάστατη περίπτωσης. Ένα σύστημα το οποίο δέχεται και παράγει σήματα τα 
οποία είναι συναρτήσεις του χρόνου, ονομάζεται χρονικά εξελισσόμενο σύστημα (time 
evolving system), αποκαλούμενο εφεξής και ως σύστημα. Από μαθηματικής σκοπιάς, ένα 

τέτοιο σύστημα μπορεί να θεωρηθεί ως ένας μετασχηματισμός 𝑆[∙], που μετασχηματίζει 

ένα σήμα 𝑥(𝑡) σε ένα άλλο σήμα 𝑦(𝑡), σύμφωνα με τη σχέση 𝑦(𝑡) = 𝑆[𝑥(𝑡)]. Με βάση 
αυτή την προσέγγιση, το σήμα 𝑥(𝑡) που διεγείρει το σύστημα καλείται είσοδος ή διέγερση 

του συστήματος, ενώ το αποτέλεσμα της διαδικασίας διέγερσης, δηλαδή το σήμα 𝑦(𝑡) 
λέγεται έξοδος ή απόκριση του συστήματος. Η λειτουργία των χρονικά εξελισσόμενων 
συστημάτων, φυσικών ή τεχνητών, τα οποία απαντώνται σε μια σειρά από διάφορα 

επιστημονικά πεδία όπως της ηλεκτρολογίας [3], [4], της μηχανολογίας [5], [6], της 
μηχανικής διεργασιών [7], [8] και των βιοεπιστημών [9]. Τα πεδία αυτά ενδέχεται να 
εμπίπτουν σε ποικίλους τομείς της επιστήμης όπως η βιολογία, η ιατρική, η χημεία, η 
φυσική, η οικονομία, μπορεί να γίνει ευρύτερα κατανοητή με τη βοήθεια μαθηματικών 

μοντέλων που προσπαθούν να προσεγγίσουν τους αντίστοιχους μετασχηματισμούς  𝑆[∙].  

Η ανάπτυξη τέτοιων μοντέλων αποτελεί αντικείμενο του επιστημονικού κλάδου της 
θεωρίας συστημάτων. Πρόκειται για μια μαθηματική περιγραφή η οποία βασίζεται στον 
απειροστικό λογισμό και έχει σαν στόχο την μελέτη και την εύρεση τρόπων αναφοράς και 
συσχέτισης ορισμένων χαρακτηριστικών ενός συστήματος, όπως για παράδειγμα οι 

μεταβλητές, η είσοδος και η έξοδός του. Τα συστήματα που συναντώνται στην καθημερινή 
ζωή και τα οποία τα μοντέλα καλούνται να περιγράψουν, ενδέχεται να διαφέρουν ως προς 
διάφορες παραμέτρους. Αρχικά, ανάλογα με το πλήθος των σημάτων εισόδου και εξόδου, 
τα συστήματα διακρίνονται σε (α) μονής εισόδου/μονής εξόδου (single input/single output 

– SISO), (β) πολλαπλών εισόδων/μονής εξόδου (multiple input/single output – MISO), (γ) 
μονής εισόδου/πολλαπλών εξόδων (single input/multiple output – SIMO) και (δ) 
πολλαπλών εισόδων/πολλαπλών εξόδων (multiple input/multiple output – MIMO). Ακόμη, 
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τα σήματα εισόδου και εξόδου δύναται να είναι συνεχούς ή διακριτού χρόνου, ορίζοντας 
αντίστοιχα συστήματα συνεχούς (αναλογικά) ή διακριτού (ψηφιακά) χρόνου.  

Έχει παρατηρηθεί ότι ο προσδιορισμός των τιμών σε κάθε χρονική στιγμή των σημάτων 
εισόδου και εξόδου ορισμένων συστημάτων υλοποιείται από μια αναλυτική μαθηματική 

έκφραση. Ένα τέτοιο σύστημα χαρακτηρίζεται ως αιτιοκρατικό. Από την άλλη, τα 
συστήματα στα οποία οι τιμές των σημάτων εισόδου και εξόδου εμφανίζονται με μια 
τυχαιότητα, δηλαδή ακολουθούν μια κατανομή, καλούνται στοχαστικά. Πέρα από το 
πλήθος και τη φύση των σημάτων εισόδου και εξόδου, τα συστήματα μπορούν να 

κατηγοριοποιηθούν και ως προς τον τρόπο  συσχέτισης των σημάτων αυτών. Ένα σύστημα 
όπου η/οι έξοδος/οι για κάθε χρονική στιγμή εξαρτάται μόνο από την/τις τιμή/ές της/των 
εισόδου/ων την ίδια χρονική στιγμή και όχι από προηγούμενες τιμές της/τους, ονομάζεται 
στατικό ή σύστημα χωρίς μνήμη. Εάν ένα σύστημα δεν είναι στατικό τότε χαρακτηρίζεται 

ως δυναμικό ή σύστημα με μνήμη. Ανεξάρτητα από το είδος και την κατηγορία που ανήκει 
το οποιοδήποτε σύστημα, η ανάπτυξη ενός μοντέλου που το περιγράφει δεν μπορεί να 
πραγματοποιηθεί χωρίς την ύπαρξη επαρκούς μεγέθους σημάτων εισόδου και εξόδου. 

Είναι γεγονός πως η πλειονότητα των σύγχρονων και προηγμένων τεχνολογιών και 
υπηρεσιών, με εφαρμογές μεταξύ άλλων στο Διαδίκτυο των Πραγμάτων (IoT) [10], [11] 
στο ψηφιακό μάρκετινγκ [12], [13], [14] και άλλων [15], [16] δημιουργούν, συλλέγουν, 

αποθηκεύουν και ανταλλάσσουν έναν τεράστιο όγκο χρονικά εξαρτώμενων δεδομένων. 
Μία από τις βασικότερες αξιώσεις της επιστήμης δεδομένων και της μηχανικής δεδομένων 
είναι η αποτελεσματική και αποδοτική διεξαγωγή εργασιών ανάλυσης ακολουθιών 
δεδομένων μεγάλου μήκους, όπως η εξαγωγή μακροπρόθεσμων προβλέψεων για τις τιμές 

εξόδου του συστήματος σε πραγματικό χρόνο  χωρίς ανθρώπινη παρέμβαση [27], [28]. 
Στην πράξη, οι ακολουθίες πραγματικών δεδομένων  φαίνονται να υπόκεινται σε  
πιθανοτικούς κανόνες οι οποίες δύνανται να μεταβάλλονται με το χρόνο. Αυτό υποδεικνύει 
ότι  κάποιοι υποκείμενοι  κανόνες συσχέτισης και μοτίβα συμπεριφορών που διέπουν τις 

ακολουθίες δεδομένων βρίσκονται σε άμεση εξάρτηση με το χρόνο. Γίνεται λοιπόν 
κατανοητό ότι προκειμένου να εκτιμήσουμε μελλοντικές αποκρίσεις ενός συστήματος με 
βάση τις ακολουθίες δεδομένων εισόδου και εξόδου, είναι απαραίτητο να επιχειρήσουμε 
την ανίχνευση αυτών των μοτίβων και των αλληλεπιδράσεών τους.  

Η εφαρμογή της θεωρίας των συστημάτων απαιτεί την πρότερη γνώση για τα μοντέλα που 
περιγράφουν τη συμπεριφορά των συστημάτων και των στοιχείων τους. Η διαδικασία της 

κατασκευής ενός συνόλου εξισώσεων που αναπαριστούν με την υψηλότερη δυνατή 
ακρίβεια την εξέλιξη του υπό εξέταση συστήματος, ονομάζεται μαθηματική 
μοντελοποίηση συστημάτων. Όπως περιγράφεται στη συνέχεια (βλ. Σχήμα 1), υπάρχουν 
δύο γενικές προσεγγίσεις για τη μοντελοποίηση συστημάτων, η θεωρητική και η 

πειραματική μοντελοποίηση [17], καθεμία από τις οποίες έχει τα δικά της πλεονεκτήματα 
και μειονεκτήματα. Στην περίπτωση της θεωρητικής προσέγγισης, το μοντέλο προκύπτει 
από την εφαρμογή μεθόδων λογισμού στις χαρακτηριστικές εξισώσεις οι οποίες διέπουν 
την λειτουργία του [18]. Συνήθως εφαρμόζονται απλοποιητικές υποθέσεις (π.χ 

γραμμικότητα) σχετικά με το σύστημα και/ή τη διαδικασία, καθώς μόνο τότε είναι εφικτή 
η αντιμετώπιση του προβλήματος μέσω της μαθηματικής προτυποποίησης στις 
περισσότερες περιπτώσεις. Κατά κανόνα, για να δημιουργηθεί το μοντέλο συνδυάζονται 
εξισώσεις ισορροπίας, φυσικές ή χημικές εξισώσεις κατάστασης, φαινομενολογικές 

εξισώσεις και εξισώσεις διασύνδεσης [19]. Εφαρμόζοντας αυτές τις εξισώσεις, καταλήγει 
κανείς σε ένα σύνολο συνήθων ή μερικών διαφορικών εξισώσεων, το οποίο με την σειρά 
του οδηγεί σε ένα θεωρητικό μοντέλο με μια συγκεκριμένη δομή και ορισμένες 
παραμέτρους. Ακόμη όμως και στην περίπτωση που το επαγόμενο σύνολο εξισώσεων δεν 

μπορεί να λυθεί αναλυτικά, οι μεμονωμένες εξισώσεις εξακολουθούν να παρέχουν 
σημαντικές υποδείξεις σχετικά με τη δομή του μοντέλου.  
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Στην περίπτωση της πειραματικής προσέγγισης, η οποία ονομάζεται επίσης αναγνώριση, 
εξάγεται ένα μαθηματικό μοντέλο από τις παραγόμενες μετρήσεις [20]. Εδώ, συνήθως 
πρέπει κανείς να βασιστεί εκ των προτέρων σε κάποιες υποθέσεις, οι οποίες μπορεί να 

προέρχονται είτε από θεωρητική ανάλυση είτε από προηγούμενες (αρχικές) πειραματικές 
μετρήσεις. Οι υποθέσεις αυτές προσδιορίζουν τις ελλείπουσες πληροφορίες καθώς και τις 
αρχικές ή οριακές συνθήκες ή/και τους περιορισμούς που αφορούν τις μεταβλητές του 
συστήματος. Διακρίνονται δύο κατηγορίες υποθέσεων, οι αριθμητικές και οι μη 

αριθμητικές, εκ των οποίων οι μεν αναφέρονται αντίστοιχα στον καθορισμό τιμών 
άγνωστων ποσοτήτων και οι δε σε παραδοχές σχετικά με τη φύση του συστήματος, για 
παράδειγμα μια αναμενόμενη συμπεριφορά για δεδομένη είσοδο στο σύστημα. Το επόμενο 
βήμα είναι η λήψη των μετρήσεων για τις τιμές της εισόδου και της εξόδου και η εφαρμογή 

κάποιας μεθόδου αναγνώρισης προκειμένου να προσδιοριστούν οι παράμετροι του 
μοντέλου που περιγράφει τη σχέση μεταξύ τους. Τα σήματα εισόδου μπορεί να 
προέρχονται από πραγματικά δεδομένα τα οποία τροφοδοτούν το σύστημα, είτε μπορεί να 
είναι τεχνητά κατασκευασμένα σήματα με συγκεκριμένες προκαθορισμένες ιδιότητες που 

παράγονται με τεχνικές προσομοίωσης.  

Ανάλογα με τον τύπο της εφαρμογής, μπορούν να αναπτυχθούν παραμετρικά ή μη 

παραμετρικά μοντέλα [21]. Τα παραμετρικά μοντέλα υποθέτουν την απλοποίηση της 
σχέσης μεταξύ εισόδου και εξόδου του συστήματος σε μια συνάρτηση με γνωστή μορφή, 
όπως για παράδειγμα η γραμμική πολυωνυμική συνάρτηση. Το πλήθος των παραμέτρων 
αυτών είναι συγκεκριμένο, δηλαδή το μοντέλο γνωρίζει ήδη τον αριθμό των παραμέτρων 

που απαιτεί, ανεξάρτητα από τα δεδομένα του. Οι παράμετροι είναι επίσης ανεξάρτητες 
από τον αριθμό των δεδομένων που εισάγονται κατά τη διαδικασία της αναγνώρισης. 
Αλγόριθμοι οι οποίοι δεν βασίζονται σε συγκεκριμένες υποθέσεις σχετικά με το είδος της 
συνάρτησης αντιστοίχισης μεταξύ των δεδομένων εισόδου και εξόδου, είναι γνωστοί ως 

μη παραμετρικοί αλγόριθμοι και τα μοντέλα που προκύπτουν χαρακτηρίζονται ως μη 
παραμετρικά μοντέλα. Ένα βασικό χαρακτηριστικό των αλγορίθμων αυτών είναι ότι 
απαιτούν σημαντικά μεγαλύτερο αριθμό δεδομένων σε σχέση με τους παραμετρικούς, για 
την εκτίμηση του στόχου, δηλαδή μιας συνάρτησης αντιστοίχισης. Μια επιπλέον 

διαφοροποίηση μεταξύ των δύο αναφερόμενων τεχνικών είναι ότι στην περίπτωση των μη 
παραμετρικών αλγορίθμων το πλήθος των παραμέτρων δεν είναι σταθερό αλλά 
μεταβάλλεται αναλογικά με το πλήθος των δεδομένων, πράγμα που σημαίνει ότι είναι 
υπολογιστικά πιο απαιτητικοί. 
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Σχήμα 1: Τα βήματα της διαδικασίας μοντελοποίησης συστημάτων. 

Κατά την μοντελοποίηση συστημάτων, εκτός από την αποκλειστική χρήση της θεωρητικής 
ή της πειραματικής προσέγγισης, οδηγώντας στα λεγόμενα μοντέλα λευκού [22] ή μαύρου 
[23] κουτιού αντίστοιχα, συχνά ακολουθείται μια μίξη των δύο, καταλήγοντας στην 
απόκτηση των λεγόμενων μοντέλων γκρι κουτιού [24]. Η επιλογή της προσέγγισης 

μοντελοποίησης  καθορίζεται από το πεδίο εφαρμογής του μοντέλου και από το ίδιο το 
σύστημα. Παρά το γεγονός ότι, υπό την προϋπόθεση ότι η εσωτερική συμπεριφορά είναι 
γνωστή και μπορεί να περιγραφεί μαθηματικά, η θεωρητική ανάλυση μπορεί εξ αρχής να 
παρέχει περισσότερες πληροφορίες σχετικά με το σύστημα, εντούτοις η πειραματική 

ανάλυση λαμβάνει αυξανόμενη προτίμηση την τελευταία πενήνταετία [25], [26], για τους 
κάτωθι λόγους: 

• Η θεωρητική ανάλυση μπορεί να γίνει αρκετά περίπλοκη ακόμα και για απλά 
συστήματα. 

• Συνήθως, οι συντελεστές του μοντέλου που προέρχονται από θεωρητικές αναλύσεις 

δεν είναι αρκετά ακριβείς, καθώς η εξαγωγή τους βασίζεται αποκλειστικά σε 
εξισώσεις που απορρέουν από φυσικούς νόμους αγνοώντας όμως τις εσωτερικές 
αλληλεπιδράσεις του συστήματος. Ως αποτέλεσμα, τα μοντέλα που προκύπτουν, 
αδυνατούν να αναπαραστήσουν τη δυναμική συμπεριφορά του συστήματος. 

• Δεδομένου ότι η μοντελοποίηση στηρίζεται στην αξιοποίηση των δεδομένων 
εισόδου και εξόδου, οι διεργασίες που λαμβάνουν χώρα μέσα στο σύστημα δεν 
αναγνωρίζονται, μειώνοντας έτσι σε μεγάλο βαθμό την απαίτηση για βαθιά γνώση 
της θεωρίας που διέπει το εκάστοτε σύστημα. 

• Οι ενέργειες που λαμβάνουν χώρα δεν μπορούν να περιγραφούν μαθηματικά με την 
απαιτούμενη ακρίβεια. 

• Κάποια συστήματα είναι πολύπλοκα, καθιστώντας τη θεωρητική ανάλυση 

χρονοβόρα. 

• Μοντέλα αναγνώρισης μπορούν να αποκτηθούν σε μικρότερο χρονικό διάστημα 
και με λιγότερη προσπάθεια σε σύγκριση με τη θεωρητική μοντελοποίηση.  

Σε σχέση με την θεωρητική, η πειραματική ανάλυση επιτρέπει την ανάπτυξη 

υπολογιστικών μοντέλων μέσω της μέτρησης της εισόδου και της εξόδου των συστημάτων, 
ανεξάρτητα από τον τρόπο με τον οποίο αντιστοιχίζονται μεταξύ τους [27]. Ένα 
πλεονέκτημά της είναι το γεγονός ότι οι ίδιες μέθοδοι πειραματικής ανάλυσης μπορούν να 
εφαρμοστούν με την ίδια επιτυχία σε συστήματα ανεξαρτήτως του επιστημονικού κλάδου 



Ανάπτυξη επιβλεπόμενων και μη επιβλεπόμενων μεθόδων μηχανικής μάθησης για την μοντελοποίηση χρονικά 

εξελισσόμενων συστημάτων με εφαρμογές σε έξυπνα ηλεκτρικά δίκτυα  

 

Ν. Γιαμαρέλος 

 
28 

από τον οποίο προέρχονται και της πολυπλοκότητάς τους. Από την άλλη πλευρά, επειδή η 
μοντελοποίηση βασίζεται στην μέτρηση μόνο της εισόδου και της εξόδου, τα μοντέλα κατά 
κανόνα δεν είναι ικανά να περιγράφουν την ακριβή εσωτερική δομή του συστήματος.  Τα 

προσεγγιστικά αυτά μοντέλα εξακολουθούν να θεωρούνται επαρκή σε διάφορους τομείς 
εφαρμογής για τους ακόλουθους λόγους:  

• Μια μεγάλη ποικιλία σύγχρονων εφαρμογών, συμπεριλαμβανομένων οικονομικών 
εφαρμογών (π.χ. τιμές μετοχών [28]), της παρακολούθησης δικτύου (π.χ. 
καταγραφές κίνησης όγκου δεδομένων [29]), της κυβερνοασφάλειας (π.χ. 
καταχωρήσεις αυτοδιαγνωστικών δεδομένων των συσκευών του δικτύου [30]), της 

διαχείριση τηλεπικοινωνιακών δεδομένων (π.χ. εγγραφές κλήσεων [31]), των 
ηλεκτρικών δικτύων (π.χ. μετρήσεις ζήτησης ηλεκτρικού φορτίου [32]), τις 
ιστοσελίδες (π.χ. επισκέψεις σε ιστοσελίδες [33]), των δικτύων αισθητήρων (π.χ. 
αναγνώσεις αισθητήρων [34]) κ.λ.π., ενσωματώνουν συστήματα τα οποία δέχονται 

σαν είσοδο και εξάγουν ακολουθίες δεδομένων. Οι εξελίξεις των τεχνολογιών 
πληροφοριών και επικοινωνιών έχουν αλλάξει δραματικά τις μεθόδους συλλογής 
και επεξεργασίας δεδομένων. Αυτό που διακρίνει τα σύγχρονα συστήματα σε 
σχέση εκείνα των προηγούμενων δεκαετιών είναι η αυτόματη τροφοδοσία 

δεδομένων. Η μεταφορά της πληροφορίας δεν γίνεται πλέον με την εισαγωγή 
δεδομένων από ανθρώπους σε υπολογιστές αλλά με την ανταλλαγή δεδομένων 
μεταξύ υπολογιστών [35], [36]. Επιπλέον, η πρόοδος στην τεχνολογία αισθητήρων 
έχει οδηγήσει σε δίκτυα αισθητήρων, που συλλέγουν υψηλής λεπτομέρειας 

δεδομένα τόσο στον χώρο – τοπικά όσο και στον χρόνο [37], [38]. Σε αυτό το 
πλαίσιο οι ακολουθίες δεδομένων θέτουν νέους περιορισμούς κατά τη σχεδίαση 
αλγορίθμων εκμάθησης. Σύμφωνα με τους παραδοσιακούς αλγορίθμους 
εκμάθησης σε παρτίδες (batch learning), το τελικό μοντέλο προκύπτει έπειτα από 

επαναληπτική εκπαίδευση με διαφόρων, συνήθως μικρού μεγέθους, υποσυνόλων 
δεδομένων. Στην προσέγγιση αυτή, απαιτείται ολόκληρο το σύνολο δεδομένων 
εκπαίδευσης να είναι διαθέσιμο εξ αρχής και η εκπαίδευση διεξάγεται συνήθως σε 
offline περιβάλλον εξαιτίας της υψηλής υπολογιστικής πολυπλοκότητας τόσο σε 

χρόνο όσο και χώρο. Ένα επιπλέον μειονέκτημα των μεθόδων αυτών είναι ακόμη 
η αδυναμία επεκτασιμότητας για εφαρμογές οπούς απαιτείται η επανεκπαίδευση 
του μοντέλου με καινούρια δεδομένα από την αρχή. Ωστόσο, συνδυαστικές λύσεις 
μηχανικής μάθησης σε παρτίδες και online, έχουν προταθεί με μεγάλη επιτυχία σε 

πρακτικές εφαρμογές [39], [40], [41]. 

• Οι ακολουθίες δεδομένων χαρακτηρίζονται από ανομοιομορφία ως προς το μέγεθος 
και τις τιμές τους σε συνάρτηση με το χρόνο εμφάνισής τους, γεγονός που γεννά 
νέες απαιτήσεις από τις μεθόδους ανάλυσης δεδομένων. Όπως είναι γνωστό από 

την θεωρία πιθανοτήτων, ένα σύνολο τυχαίων μεταβλητών είναι ανεξάρτητες και 
ταυτόσημα κατανεμημένες (i.i.d) αν όλες οι τυχαίες μεταβλητές έχουν κοινή 
κατανομή πιθανότητας και είναι ανεξάρτητες μεταξύ τους. Ένα πολύ 
χαρακτηριστικό παράδειγμα i.i.d. τυχαίων μεταβλητών είναι αυτό της ακολουθίας 

των ρίψεων ενός δίκαιου νομίσματος. Το αποτέλεσμα του ενδεχομένου κάθε ρίψης 
(κορώνα ή γράμματα) δεν επηρεάζεται από το αποτέλεσμα καμιάς εκ των 
προηγούμενων ρίψεων. Συνεπώς, οι ρίψεις είναι ανεξάρτητες μεταξύ τους. 
Επιπλέον, κάθε ενδεχόμενο έχει πάντα 50% πιθανότητα να συμβεί, επομένως οι 

μεταβλητές είναι ταυτόσημα κατανεμημένες. Η τυπική υπόθεση ότι τα δεδομένα 
είναι ανεξάρτητα και ταυτόσημα κατανεμημένα (i.i.d.) δεν ισχύει απαραίτητα στην 
περίπτωση των ακολουθιών δεδομένων. Αναδεικνύεται επομένως η ανάγκη για ένα 
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νέο είδος ανάλυσης των χρονικά εξελισσόμενων συστημάτων η οποία δεν 
επικεντρώνεται σε ένα συγκεκριμένο πρόβλημα (π.χ. μόνο ταξινόμηση), αλλά 

περιλαμβάνει μια ποικιλία προβλημάτων προκειμένου να ανταποκριθεί στις 
ανάγκες των εφαρμογών (όπως η στατιστική περιγραφή, η πρόβλεψη 
χαρακτηριστικών, η αναγνώριση προτύπων κ.λ.π.) που εμπλέκουν ακολουθίες 
δεδομένων με ενδεχομένως διαφορετικές ιδιότητες. 

• Εκμεταλλευόμενα τους συσχετισμούς που απορρέουν από τις ακολουθίες 
δεδομένων πραγματοποιούν προβλέψεις τόσο με βραχυπρόθεσμους όσο και με 
μακροπρόθεσμους χρονικούς ορίζοντες. 

• Λαμβάνουν υπόψιν παράγοντες αβεβαιότητας μέσα από την εξαγωγή πολλαπλών 

προβλέψεων και την αξιολόγηση της πιθανότητας κάθε μίας από αυτές να 
ανταποκρίνεται στην πραγματική μελλοντική τιμή. 

• Προσαρμόζονται συνεχώς σε μεταβολές, μιας και σε ένα ασταθές σύστημα όπου τα 

δεδομένα συχνά έχουν μια στατιστική που εξελίσσεται η ικανότητα αγνόησης 
παλαιότερων δεδομένων αποδεικνύεται εξόχως σημαντική. Με τον τρόπο αυτό 
αποφεύγεται η μοντελοποίηση με δεδομένα που θα οδηγήσουν σε μη αξιόπιστες 
προβλέψεις. Για παράδειγμα, έστω ένα μοντέλο πρόβλεψης της τιμής μιας μετοχής 

που εκπαιδεύεται με δεδομένα που αντιστοιχούν στην προηγούμενη δεκαετία. Κατά 
πάσα πιθανότητα, οι προβλέψεις που θα παραχθούν, από το εν λόγω μοντέλο, για 
την τιμή της μετοχής στο άμεσο μέλλον ενδέχεται να παρουσιάσουν υψηλό σφάλμα 
πρόβλεψης, εξαιτίας των ραγδαίων μεταβολών των παραγόντων οι οποίοι 

επηρεάζουν την τιμή της μετοχής, κατά το διάστημα αυτών των ετών. 

• Χαρακτηρίζονται από ικανότητα εκμάθησης, στο ενδεχόμενο απότομων αλλαγών, 
και  δυνατότητα on-line ανίχνευσης μοτίβων χωρίς την ανάγκη αποθήκευσης όλων 
των δεδομένων και προσπέλασης .  

• Δεν απαιτούν τον καθορισμό της δομής του μοντέλου εκ των προτέρων, αλλά 
επιτρέπουν στον αριθμό και τη φύση των παραμέτρων του μοντέλου να 
αποφασιστούν καθώς αυτό αναπτύσσεται με το χρόνο.  

Οι χρονοσειρές είναι εξ ορισμού ακολουθίες παρατηρήσεων και, ως εκ τούτου, κάλλιστα 

μπορούν να θεωρηθούν ως ακολουθίες δεδομένων. Από μια άλλη οπτική, φαίνεται ότι οι 
τρέχουσες τιμές των ακολουθιών δεδομένων προέρχονται από διαδικασίες που έχουν 
μνήμη. Αυτή η συσχέτιση με το παρελθόν θεωρούμε ότι επιτρέπει τον χαρακτηρισμό των 
ακολουθιών και μεταξύ άλλων ως δυναμικές χρονοσειρές. Συνεπώς οι χρονοσειρές, η 

μελέτη των οποίων παρουσιάζεται στην επόμενη παράγραφο, μπορούν κάλλιστα να 
μελετηθούν χρησιμοποιώντας τα εργαλεία ανάλυσης των χρονικά εξελισσόμενων 
συστημάτων. 

2.2 Μοντελοποίηση χρονοσειρών 

Η παράγραφος αυτή πραγματεύεται τους κύριους στόχους της ανάλυσης χρονοσειρών 
περιγράφει αναλυτικά τα βήματα της προεπεξεργασίας αυτών και στη συνέχεια εστιάζει 
στην πρόβλεψη χαρακτηριστικών από χρονοσειρές, εξετάζοντας τα στάδια της διαδικασίας 
πρόβλεψης, τις κατηγορίες μεθόδων που χρησιμοποιούνται καθώς και τους παράγοντες 

που θα πρέπει να λαμβάνονται υπόψη κατά την ανάπτυξη ενός προβλεπτικού μοντέλου.  

2.2.1 Ανάλυση χρονοσειρών και προ-επεξεργασία αυτών 

Στην βιβλιογραφία, μία χρονοσειρά μπορεί να οριστεί μεταξύ άλλων και ως ένα σύνολο 
παρατηρήσεων-τιμών {𝑥} = {𝑥0, 𝑥1,  𝑥2,… 𝑥𝑡 ,… , 𝑥𝛵} με 𝑥𝑡 ∈ ℝ τις οποίας κάθε τιμή 𝑥𝑡 
καταγράφεται τη χρονική στιγμή 𝑡, ενώ το μήκος της χρονοσειράς δηλώνεται με 𝑇. Στην 
περίπτωση που οι χρονικές στιγμές κατά τις οποίες λαμβάνονται οι παρατηρήσεις αυτές 
ανήκουν σε ένα πεπερασμένο ή αριθμήσιμο σύνολο τιμών τότε η χρονοσειρά καλείται 



Ανάπτυξη επιβλεπόμενων και μη επιβλεπόμενων μεθόδων μηχανικής μάθησης για την μοντελοποίηση χρονικά 

εξελισσόμενων συστημάτων με εφαρμογές σε έξυπνα ηλεκτρικά δίκτυα  

 

Ν. Γιαμαρέλος 

 
30 

διακριτού χρόνου, ενώ στην περίπτωση που ανήκουν σε ένα μη αριθμήσιμο σύνολο, τότε 
χαρακτηρίζεται ως συνεχούς χρόνου. 

Το πεδίο της ανάλυσης χρονοσειρών, δηλαδή η διερεύνηση της εφαρμογής μιας 
επιστημονικής μεθόδου για την μοντελοποίηση της διατεταγμένης ακολουθίας 
παρατηρήσεων συνήθως κάνει χρήση των θεμελιωδών αρχών της στατιστικής επιστήμης. 

Για παράδειγμα, αναφέρουμε την χρήση της παλινδρόμησης (regression) η οποία 
χρησιμοποιεί ως μεταβλητές εισόδου τις παρελθοντικές τιμές της χρονοσειράς και ως 
έξοδο, την τρέχουσα ή την μελλοντική τιμή της χρονοσειράς. Αξίζει να σημειωθεί πως όταν 
οι μεταβλητές εισόδου περιλαμβάνουν και τις τιμές από διαφορετικές χρονοσειρές, τότε 

αυτές καλούνται εξωγενείς. Για παράδειγμα, ένα μοντέλο πρόβλεψης της ποσότητας 
ζήτησης ενός προϊόντος μπορεί να δέχεται εκτός προηγούμενες τιμές της ποσότητας 
ζήτησης και τιμές εξωγενών μεταβλητών διαφορετικής φύσης που όμως επηρεάζουν την 
ποσότητα ζήτησής, όπως το κατά κεφαλήν εισόδημα ή το μέγεθος του πληθυσμού. Η 

εξέλιξη μιας χρονοσειράς επηρεάζεται συνήθως από την παρελθοντική συμπεριφορά της, 
και επομένως κατά την μοντελοποίηση των χρονοσειρών θα πρέπει να ληφθεί υπόψη η 
σειρά με την οποία συλλέγονται οι παρατηρήσεις.  

Οι κύριοι στόχοι της ανάλυσης χρονοσειρών είναι:  

• Η περιγραφή των δεδομένων χρησιμοποιώντας στατιστικές ή/και γραφικές 
μεθόδους [42]. Για το σκοπό αυτό, η γραφική αναπαράσταση των δεδομένων σε 
συνάρτηση με το χρόνο έχει προταθεί καθώς φαίνεται να είναι ιδιαίτερα βοηθητική 
[43]. 

• Η πρόβλεψη μελλοντικών τιμών της χρονοσειράς, η οποία εξαρτάται από την 
εύρεση ενός κατάλληλου στατιστικού μοντέλου κατάλληλου για την εκτίμηση 
μελλοντικών τιμών  των δεδομένων μιας χρονοσειράς. Ανάλογα με το πλήθος των 
μεταβλητών που επηρεάζουν την εξέλιξη της χρονοσειράς ακολουθούνται 

διαφορετικές προσεγγίσεις μοντελοποίησης. Στα λεγόμενα μονομεταβλητά 
(univariate) μοντέλα υπάρχει μία μονοδιάστατη μεταβλητή εισόδου, η οποία 
περιέχει παρελθοντικούς όρους της χρονοσειράς που μελετάται, δηλαδή οι 
προβλέψεις βασίζονται αποκλειστικά σε τιμές ιστορικών δεδομένων της 

χρονοσειράς. Ένα μοντέλο που δέχεται σαν είσοδο προηγούμενες τιμές 
θερμοκρασίας ανά μία ώρα και παρέχει ωριαίες προβλέψεις θερμοκρασίας αποτελεί 
ένα απλό παράδειγμα ενός μονομεταβλητού μοντέλου. Από την άλλη πλευρά, στα 
πολυμεταβλητά (multivariate)  μοντέλα προστίθενται επιπλέον μεταβλητές εισόδου 

που περιέχουν τιμές ιστορικών δεδομένων διαφορετικών χρονοσειρών οι οποίες 
σχετίζονται βέβαια με την μεταβλητή εξόδου. Αν στο προαναφερθέν μοντέλο 
πρόβλεψης της θερμοκρασίας προστεθούν στις εισόδους και οι προηγούμενες τιμές 
νεφοκάλυψης, υγρασίας, ταχύτητας ανέμου και σημείου δρόσου ανά μία ώρα, τότε 

προκύπτει ένα πολυμεταβλητό μοντέλο. Η πρόβλεψη χρονοσειρών απαντάται ως 
πρωταρχικής σημασίας αντικείμενο σε πολλούς τομείς της επιστήμης και της ζωής 
όπως στην οικονομία [44], στις ψηφιακές συναλλαγές [45], στον βιομηχανικό 
έλεγχο ποιότητας διεργασιών [46], στη διανομή ηλεκτρικής ενέργειας [47], στη 

μετεωρολογία [48], στη γενετική [49], στην επιδημιολογία [50] και πολλούς ακόμη. 

• Οι ενέργειες ελέγχου και ρύθμισης ποικίλων διεργασιών, όπως χημικών ή 
βιολογικών. Σε αρκετές εφαρμογές συστημάτων ελέγχου, η αξιοποίηση αξιόπιστων 

προβλέψεων που αφορούν τις μεταβλητές του συστήματος,  αποδεικνύεται 
ιδιαίτερα χρήσιμη για την ενίσχυση της ευρωστίας του [51], [52], [53]. 
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• Η διεξαγωγή προσομοιώσεων.  Δεδομένου ενός συνόλου εξισώσεων οι οποίες 
περιγράφουν την λειτουργία ενός συστήματος, δίνεται η δυνατότητα, μέσω 

προσομοιώσεων, της εκτίμησης των παραμέτρων που αφορούν την ομαλή 
λειτουργία του συνολικού συστήματος [54]. Για παράδειγμα, η κατασκευή ενός 
μοντέλου που προσομοιώνει τη λειτουργία μιας ανεμογεννήτριας αποτελεί ένα 
απαραίτητο στοιχείο για τη διενέργεια μελέτης ευστάθειας και τον καθορισμό των 

παραμέτρων ασφαλούς λειτουργίας της [55].  

• Η ανίχνευση ακραίων τιμών (outliers) [56] για την κατανόηση της φυσιολογικής 
συμπεριφοράς της χρονοσειράς και τον εντοπισμό καταστάσεων που αποκλίνουν 

από αυτή. 

• Η ανακάλυψη επαναλαμβανόμενων μοτίβων συμπεριφοράς στα δεδομένα, μέσω 
της διερεύνησης της συσχέτισης μεταξύ των εξαρτημένων μεταβλητών του 
μοντέλου της χρονοσειράς, η οποία αποτελεί ένα εξαιρετικά χρήσιμο εργαλείο για 

τα δυναμικά - online συστήματα συστάσεων (Recommender Systems) [57]. 

• Η κατάταξη των παρατηρήσεων των χρονοσειρών, η οποία αποτελεί μια από τις πιο 
σημαντικές κατηγορίες  προβλημάτων μηχανικής μάθησης και σχετίζεται με 
εργασίες αναγνώρισης που εντάσσονται σε ποικίλους τομείς όπως η ανθρώπινη 

φυσική δραστηριότητα [58], η ιατρική διάγνωση [59], η ευφυής μετακίνηση [60], 
η βιομετρική επαλήθευση υπογραφών [61], η παρακολούθηση της κατανάλωσης 
ηλεκτρικής ενέργειας [62] και πολλοί άλλοι.  

Ένα ιδιαίτερα σημαντικό στάδιο της ανάλυσης μιας χρονοσειράς είναι η επιλογή ενός 

κατάλληλου στατιστικού μοντέλου (ή κατηγορίας μοντέλων) για την αναπαράσταση των 
δεδομένων της. Προκειμένου να συμπεριλάβει κανείς την πιθανοφανή φύση των 

παρατηρήσεων, είναι δόκιμο να υποθέσει ότι οι παρατηρήσεις xt, t ∈ ℕ προκύπτουν από 
μία οικογένεια τυχαίων μεταβλητών X = {X1, X2,… } = {Xt}t=1

∞ . , η οποία ονομάζεται 

στοχαστική διαδικασία με από κοινού κατανομή πιθανότητας ℙ(X1 , X2, … ). Επομένως, το 
σύνολο των παρατηρήσεων της χρονοσειράς {xt |t ∈ ℕ } αποτελεί ουσιαστικά ένα από τα 
πιθανά ενδεχόμενα της από κοινού κατανομής πιθανότητας και χαρακτηρίζεται ως μια 

πραγματοποίηση (realization) της στοχαστικής διαδικασίας X. Η αναπαράσταση μιας 
χρονοσειράς ως η πραγματοποίηση μιας στοχαστικής διαδικασίας αποτελεί μια ιδιαίτερα 

βοηθητική προσέγγιση η οποία βοηθάει τη μοντελοποίηση της. Η παραδοσιακή ανάλυση 
χρονοσειρών βασίζεται σε υποθέσεις περί γραμμικότητας και στασιμότητας (stationarity), 
έννοιες οι οποίες αναλύονται παρακάτω. 

Η γραμμική μοντελοποίηση χρονοσειρών θεωρεί ότι κάθε τιμή της πραγματοποίησης της 
στοχαστικής διαδικασίας που αναπαριστά τις παρατηρήσεις μιας χρονοσειράς, μπορεί να 
εκφραστεί ως γραμμικός συνδυασμός των προηγούμενων τιμών της πραγματοποίησης. 

Μια επιπλέον απαίτηση των γραμμικών μοντέλων είναι η στασιμότητα - stationarity της 
στοχαστικής διαδικασίας. Μια στοχαστική διαδικασία X χαρακτηρίζεται ως στάσιμη εάν οι 
στατιστικές της ιδιότητες παραμένουν αμετάβλητες ανεξάρτητα από το χρονικό παράθυρο 

παρατήρησης της διαδικασίας. Στο σημείο αυτό θα πρέπει να επισημανθεί ο διαχωρισμός 
μεταξύ της αυστηρής και ασθενούς στασιμότητας. 

Η διαδικασία X είναι αυστηρώς στάσιμη αν η κατανομή της ικανοποιεί την ακόλουθη 
ιδιότητα: 

ℙ(X1, X2,… ,XT) = ℙ(X1+τ , X2+τ ,… , XT+τ),∀T, τ ∈ ℕ
∗ (2.1) 

Η έννοια της αυστηρής στασιμότητας δηλώνει ότι η κατανομή της X, από την οποία 
προκύπτει η ακολουθία των παρατηρήσεων της χρονοσειράς, παραμένει ίδια με την πάροδο 
του χρόνου. Συγκεκριμένα, κάθε i.i.d στοχαστική διαδικασία είναι ισχυρά στάσιμη. Στην 
πράξη, είναι δύσκολο να ελεγχθεί η ισχύς της ιδιότητας (2.1), και για το λόγο αυτό έχει 
διατυπωθεί ο ορισμός της ασθενούς στασιμότητας. 



Ανάπτυξη επιβλεπόμενων και μη επιβλεπόμενων μεθόδων μηχανικής μάθησης για την μοντελοποίηση χρονικά 

εξελισσόμενων συστημάτων με εφαρμογές σε έξυπνα ηλεκτρικά δίκτυα  

 

Ν. Γιαμαρέλος 

 
32 

Μια διαδικασία X ονομάζεται ασθενώς στάσιμη αν η μέση τιμή και η διακύμανσή της 
ικανοποιούν τις ακόλουθες ιδιότητες: 

𝔼[Xt] = μ

∃ 𝛾: ∀h ∈ ℕ: Cov(Xt, Xt+h) = γ(h) ⇒ Var(Xt) = γ(0) < ∞
 

(2.2) 

όπου με Cov και Var δηλώνονται η συνδιακύμανση και η διακύμανση αντίστοιχα, ενώ η 

συνάρτηση γ είναι συμμετρική (γ(−h) = γ(h)) και φραγμένη (|γ(h)| ≤ γ(0) < ∞). Η 
ιδιότητα (2.2) εκφράζει ότι η μέση τιμή και η συνδιακύμανση της X είναι χρονικά 
ανεξάρτητες και η τιμή της διακύμανσή της πεπερασμένη.  

Ένα γραμμικό μοντέλο παλινδρόμησης είναι σε θέση να προβλέπει την τιμή μιας 

χρονοσειράς τη χρονική στιγμή t, χρησιμοποιώντας έναν γραμμικό συνδυασμό των 
προηγούμενων τιμών της:  

xt = f(xt−1, xt−2,… ) + σ(xt−1, xt−2,… )εt (2.3) 

όπου εt είναι μια i.i.d (0,σ2) διαδικασία μέσω της οποίας μοντελοποιείται ο θόρυβος που 

υπάρχει στα δεδομένα, f και σ είναι αντίστοιχα η υπό-όρους μέση τιμή και η τυπική 
απόκλιση της μεταβλητής Xt. Τα πιο δημοφιλή γραμμικά μοντέλα παλινδρόμησης που 
έχουν αναπτυχθεί για την ανάλυση χρονοσειρών είναι η εκθετική εξομάλυνση (exponential 

smoothing) [63], η αυτοπαλινδρόμηση (autoregression - AR) [64], ο κινούμενος μέσος 
όρος (moving average - MA) [65] και η παλινδρόμηση με κινούμενο μέσο όρο 
(autoregressive moving average - ARMA) [66]. Η εξίσωση (2.4) περιγράφει το γενικό 
μοντέλο γραμμικής παλινδρόμησης τάξης p: 

xt = φ0 +∑φixt−i + σ ∙ εt

p

i=1

 

(2.4) 

όπου {φ0,φ1,… , φp ,σ
2} είναι οι προς υπολογισμό παράμετροι του μοντέλου. 

Τα γραμμικά μοντέλα χρονοσειρών έχουν μελετηθεί και χρησιμοποιηθεί ευρέως στην 

βιβλιογραφία [67], [68], [69] λόγω της απλότητας τους, της χαμηλής υπολογιστικής 
απαίτησης και της επαρκούς θεωρητικής τους θεμελίωσης, η οποία βασίζεται στην θεωρία 
πιθανοτήτων των κανονικών στοχαστικών διαδικασιών. Ωστόσο, υπάρχει ένα αυξανόμενο 
ενδιαφέρον για τη μελέτη μη γραμμικών και μη στάσιμων μοντέλων χρονοσειρών σε πολλά 

πρακτικά προβλήματα. Ο πρώτος και ο απλούστερος λόγος για αυτό είναι ότι πολλά 
προβλήματα του πραγματικού κόσμου δεν ικανοποιούν τις παραδοχές της γραμμικότητας 
ή/και της στασιμότητας [70]. 

Στην περίπτωση της μη γραμμικής μοντελοποίησης οι συναρτήσεις 𝑓 και 𝑔 είναι μη 
γραμμικές και μπορούν να μοντελοποιηθούν με παραμετρικές ή μη τεχνικές. Ανάμεσα στα 

πιο διαδεδομένα παραμετρικά μοντέλα περιλαμβάνονται η πολυωνυμική παλινδρόμηση 
(Polynomial Autoregression - PAR) [71], η παλινδρόμηση συναρτησιακών συντελεστών 
(Functional-coefficient Autoregression - FAR) [72], η παλινδρόμηση μεταγωγής Markov 
(Markov Switching Autoregression - MSAR) [73], η παλινδρόμηση ομαλής μετάβασης 

(Smooth Transition Autoregression - STAR) [74], η παλινδρομική υπό όρους έτερο-
σκεδαστικότητα (Autoregressive Conditional Heteroscedasticity - ARCH) [75], η 
παλινδρόμηση κατωφλίου (Threshold Autoregression - TAR) [76] και τα διγραμμικά 
μοντέλα (Bilinear Models) [35]. Ο στόχος τέτοιων μεθόδων είναι ο υπολογισμός των 

παραμέτρων του μοντέλου που αναπαριστά μια στοχαστική διαδικασία [77]. Αντιθέτως, οι 

μη παραμετρικές μέθοδοι, αντί να απαιτούν μια καθορισμένη μορφή για τις συναρτήσεις 𝑓 
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και 𝑔, επιβάλουν ορισμένες ποιοτικές μόνο παραδοχές, όπως η προϋπόθεση να είναι λείες 
συναρτήσεις. Μια συνάρτηση είναι λεία αν οι παράγωγοι κάθε τάξης αυτής υπάρχουν και 
είναι συνεχείς συναρτήσεις στο πεδίο Στη συνέχεια, η προσέγγιση των συναρτήσεων 
γίνεται επαναληπτικά με χρήση της τεχνικής της δοκιμής και σφάλματος για το σύνολο των 
παρελθοντικών παρατηρήσεων, βελτιώνοντας με αυτό τον τρόπο την ακρίβειά της [78] . 

Σε αυτή την κατηγορία μεθόδων κατατάσσονται η πολυμεταβλητή τοπική πολυωνυμική 
παλινδρόμηση (Multivariate Local Polynomial Regression) [79], η τοπική παλινδρόμηση 
συναρτησιακών συντελεστών (Local Functional-Coefficient Autoregression) [80], η 
προσαρμοστική παλινδρόμηση συναρτησιακών συντελεστών (Adaptive Functional-

Coefficient Autoregression) [81], τα προσθετικά μοντέλα (Additive Models) [82], καθώς 
και το μοντέλο Γκαουσιανής διαδικασίας (Gaussian process - GP) [42]. Κατά τη διάρκεια 
των τελευταίων δεκαετιών, μια καινούρια κλάση μεθόδων που έχει ευρύτερα εδραιωθεί ως 
μηχανική μάθηση [83], περιλαμβάνει μια σειρά από γνωστές πλέον προσεγγίσεις όπως: τα 

τεχνητά νευρωνικά δίκτυα [84], οι μηχανές διανυσμάτων υποστήριξης [85], η βαθιά και 
συνελικτική μάθηση [86], [87] κ.λ.π.  

Σε όλες τις εφαρμογές του πραγματικού κόσμου, τα δεδομένα μιας χρονοσειράς είναι 
αδύνατο να χρησιμοποιηθούν στην μορφή που βρίσκονται όταν καταγράφονται για την 
ανάπτυξη ενός αποτελεσματικού μοντέλου. Αυτό μπορεί να οφείλεται εν μέρει σε 
παράγοντες που προέρχονται από τις μετρητικές διατάξεις όπως η εισαγωγή θορύβου οι 

εσφαλμένες καταγραφές η δυσλειτουργία αισθητήρων κ.λ.π., και εν μέρει στα φυσικά 
χαρακτηριστικά των δεδομένων.. Για το λόγο αυτό, κατά την διαδικασία της 
μοντελοποίησης χρονοσειρών, αρχικά λαμβάνει χώρα η προεπεξεργασία των δεδομένων, 
η οποία προβλέπει συνήθως τα ακόλουθα στάδια. 

1. Εφαρμογή γραφικών τεχνικών για τη διερεύνηση των βασικών χαρακτηριστικών 
της, μερικά από τα οποία είναι: 

α. Εποχική μεταβλητότητα (seasonal variation). Αυτός ο τύπος 
μεταβλητότητας είναι περιοδικός με περίοδο που εξαρτάται από τη 
συχνότητα που λαμβάνονται οι μετρήσεις. Παρατηρείται για πολλές σειρές, 
όταν εμφανίζονται παρόμοια μοτίβα συμπεριφοράς ανά συγκεκριμένα 

χρονικά διαστήματα (συνήθως σε ετήσιο κύκλο). Σημειώνεται ότι εάν μια 
χρονοσειρά μετράται μόνο μία φορά το χρόνο, τότε δεν είναι δυνατό να 
διαπιστωθεί εάν υπάρχει εποχική διακύμανση. 

β. Εποχική τάση (Seasonal trend). Αυτός ο τύπος μεταβλητότητας υπάρχει 

όταν μια χρονοσειρά εμφανίζει σταθερή άνοδο ή κάθοδο των τιμών της, για 
αρκετές τουλάχιστον διαδοχικές χρονικές περιόδους. 

γ. Ακανόνιστες διακυμάνσεις. Ο όρος αυτός χρησιμοποιείται συχνά για να 
περιγράψει οποιοδήποτε τύπο μεταβλητότητας απομένει μετά την απαλοιφή  

μετά της τάσης, της εποχικότητας και άλλων συστηματικών φαινομένων. 
Ως εκ τούτου, μπορεί να είναι εντελώς τυχαίες, οπότε δεν μπορούν να 
προβλεφθούν. Ωστόσο, μπορεί να παρουσιάζουν βραχυπρόθεσμη 
συσχέτιση ή να μεμονωμένες ασυνέχειες. 

δ. Ακραίες παρατηρήσεις. Πρόκειται για τιμές οι οποίες διαφέρουν κατά πολύ 
σε σχέση με το  εύρος τιμών όπου κινούνται τα δεδομένα κατά μέσο όρο. Η 
αναγνώριση και η αντιμετώπισή τους είναι ιδιαίτερης σημασίας καθώς στην 
αντίθετη περίπτωση ενδέχεται να καταστήσουν δυσμενή την αξιοπιστία και 

την ακρίβεια του τελικού μοντέλου.  
2. Αφαίρεση της τάσης και της εποχικότητας ώστε να προκύψει μια στάσιμη 

χρονοσειρά. Για να επιτευχθεί αυτός ο στόχος, μερικές φορές μπορεί να είναι 
απαραίτητο να εφαρμοστεί ένας προκαταρκτικός μετασχηματισμός στα δεδομένα. 

Για παράδειγμα, εάν παρατηρείται μια ανοδική τάση στο γράφημα της χρονικής 
εξέλιξης της χρονοσειράς,  και η διακύμανση φαίνεται να αυξάνεται, τότε ένας 
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μετασχηματισμός, όπως ο λογαριθμικός, τετραγωνικής ρίζας, Box-Cox και Yeo-
Johnson, μπορεί να θεωρηθεί επιθυμητός προκειμένου να σταθεροποιηθεί η 
διακύμανση (ή να γίνει ομοσκεδαστική). Ακόμη, η ασυμμετρία που μπορεί να 

εμφανίζουν οι παρατηρήσεις ως προς το εύρος των θετικών και αρνητικών τιμών 
τους, μπορεί να εξομαλυνθεί με την εφαρμογή ενός κατάλληλου μετασχηματισμού. 
Τέλος, εάν το εποχικό φαινόμενο φαίνεται να είναι πολλαπλασιαστικό , δηλαδή το 
εύρος τιμών και η συχνότητα του φαινομένου μεταβάλλονται με τυχαίο τρόπο, τότε 

είναι θεμιτό να μετασχηματιστούν τα δεδομένα ώστε η μεταβολή των μεγεθών 
αυτών να συμβαίνει γραμμικά (προσθετική εποχικότητα), καθώς είναι γενικά πιο 
εύκολο να χειριστεί κανείς τα γραμμικά φαινόμενα. Στην βιβλιογραφία, 
περιγράφονται μέθοδοι με τους οποίους μπορεί να εκτιμηθεί και στην συνέχεια να 

αφαιρεθεί τόσο η τάση όσο και η εποχικότητα, όπως η τεχνική της αποδόμησης 
[88] και άλλες οι οποίες βασίζονται στη διαφόριση των δεδομένων [49]. Όποια 
μέθοδος και αν χρησιμοποιηθεί, ο τελικός διαχωρισμός των μη στάσιμων 
φαινομένων (εποχικότητα και τάση) από το υπολειπόμενο στοχαστικό μέρος της 

χρονοσειράς. 
3. Εκκαθάριση (purge) των δεδομένων. Ένα σημαντικό μέρος της προεπεξεργασίας 

των δεδομένων είναι η αξιολόγηση της ποιότητας τους και το ενδεχόμενο 
τροποποίησης τους. Αυτή η διαδικασία ονομάζεται συχνά εκκαθάριση δεδομένων 

και αποτελεί ουσιώδης στάδιο στην προσπάθεια μοντελοποίησης. Το στάδιο αυτό 
μπορεί να περιλαμβάνει την αφαίρεση ακραίων τιμών, τον εντοπισμό και τη 
διόρθωση προφανών σφαλμάτων ή τη συμπλήρωση ελλειπουσών παρατηρήσεων. 
Ιδιαίτερα σημαντική είναι η κατάλληλη αντιμετώπιση των ακραίων τιμών της 

χρονοσειράς [89], [90]. Οι ακραίες τιμές ενδέχεται να επηρεάζουν είτε μόνο την 
τρέχουσα παρατήρηση είτε έναν αριθμό από παρατηρήσεις που ακολουθούν. Η  
περίπτωση αυτή υποδεικνύει κάποια μεταβολή στη δυναμική συμπεριφορά της 
χρονοσειράς η οποία είναι χρήσιμο να μοντελοποιηθεί. Αντίθετα, στην πρώτη 

περίπτωση πρόκειται κατά πάσα πιθανότητα για εσφαλμένη μέτρηση που μπορεί 
να επιδράσει αρνητικά στην αποδοτικότητα του τελικού μοντέλου. Παρόλο που η 
διάκριση μεταξύ των ακραίων τιμών που οφείλονται σε σφάλματα, στη μη 
γραμμικότητα ή στην ύπαρξη μη κανονικής κατανομής σφάλματος, αποτελεί μια 

πρόκληση, αναπτύσσονται και χρησιμοποιούνται όλο και περισσότερο εξελιγμένες 
μέθοδοι που μειώνουν τις αρνητικές επιπτώσεις των ακραίων παρατηρήσεων, 
συμπεριλαμβανομένης και της ολικής τους απομάκρυνσης [91], [92], [93]. 

2.2.2 Πρόβλεψη χαρακτηριστικών από χρονοσειρές 

Ξεκινώντας, με τον όρο χαρακτηριστικό μιας χρονοσειράς νοείται μια μεταβλητή που 
καθορίζεται κατά την μοντελοποίηση της χρονοσειράς και μπορεί να αφορά είτε την 
ποσότητα που αντιπροσωπεύουν οι παρατηρήσεις της χρονοσειράς είτε κάποια παράγωγη 

ποσότητα που προκύπτει από αυτές (π.χ. μέσος όρος ανά χρονικό διάστημα 𝛥𝑡). Η 
πρόβλεψη χαρακτηριστικών από χρονοσειρές μπορεί να οριστεί ως η διαδικασία 

ανάπτυξης μιας προγνωστικής διαδικασίας1 η οποία χρησιμοποιεί ιστορικά δεδομένα μιας 
ή περισσότερων χρονοσειρών και παράγει εκτιμήσεις για τις μελλοντικές τιμές ενός 

 

1 Ή, κάνοντας χρήση του εκλαϊκευμένου όρου, μοντέλου. 
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χαρακτηριστικού μιας χρονοσειράς. Πλέον η μελέτη της πρόβλεψης χρονοσειρών έχει 
αποκτήσει εκτεταμένο ερευνητικό ενδιαφέρον με εφαρμογή σε ποικίλα πεδία που 

εκτείνονται από την ιατρική [94], [95] και τον οικονομικό σχεδιασμό [96] έως την 
κοινωνική δικτύωση [97] και την διαχείριση της ενέργειας [98]. 

Ας θεωρήσουμε την περίπτωση κατά την οποία διαθέτουμε μια συλλογή από παρατηρήσεις 
μιας χρονοσειράς 𝑦1, 𝑦2,… , 𝑦𝑡 και ζητείται η πρόβλεψη της τιμής της χρονοσειράς για την 

χρονική στιγμή 𝑡 + ℎ. Ο ακέραιος αριθμός ℎ δηλώνει το πλήθος των μελλοντικών βημάτων 
από την τρέχουσα χρονική στιγμή και καλείται ορίζοντας ή παράθυρο πρόβλεψης, ενώ η 

εκτιμώμενη πρόβλεψη δηλώνεται ως �̂�𝑡+ℎ. Ο ορίζοντας πρόβλεψης αποτελεί ένα βασικό 
χαρακτηριστικό ενός μοντέλου πρόβλεψης και εξαρτάται άμεσα από την εφαρμογή για την 
οποία προορίζεται το μοντέλο [99], [100]. Έτσι, ανάλογα με το χρονικό διάστημα στο 
οποίο αναφέρεται ο ορίζοντας πρόβλεψης, οι προβλέψεις χαρακτηριστικών από 

χρονοσειρές διακρίνονται σε2: 

• Βραχυπρόθεσμες, οι οποίες δεν ξεπερνούν τον ορίζοντα των τριών μηνών, 

• Μεσοπρόθεσμες, οι οποίες αναφέρονται σε ορίζοντες μεταξύ τριών μηνών και ενός 
έτους και 

• Μακροπρόθεσμες, οι οποίες αφορούν ορίζοντες μεγαλύτερους του ενός έτους.  

Στα πλαίσια της παρούσας διατριβής αναπτύσσονται μοντέλα βραχυπρόθεσμης πρόβλεψης 
της κατανάλωσης ηλεκτρικού φορτίου με ορίζοντα πρόβλεψης που εκτείνεται από μερικά 
λεπτά έως ένα 24ωρο. Εκτός από τον ορίζοντα, ένα μοντέλο πρόβλεψης χαρακτηρίζεται 
επίσης από τη συχνότητα με την οποία παρέχονται οι προβλέψεις, το οποίο καλείται 

διάστημα πρόβλεψης. Καθοριστικό ρόλο κατά το σχεδιασμό ενός μοντέλου παίζει επίσης 
η επιλογή των μεταβλητών εισόδου που δέχεται αλλά και η μεθοδολογία που ακολουθείται 
για την εκπαίδευσή του και την παραγωγή των προβλέψεων. Η ανάπτυξη ενός μοντέλου 
πρόβλεψης αποτελεί ένα από τα ενδιάμεσα στάδια της διαδικασίας πρόβλεψης (βλ.  Σχήμα 

2) τα οποία περιγράφονται παρακάτω: 

 

 

Σχήμα 2: Τα βήματα της διαδικασίας πρόβλεψης χαρακτηριστικών από χρονοσειρές. 

 

2 Η παραπάνω κατηγοριοποίηση δεν είναι απόλυτη και μπορεί να διαφέρει ανάλογα με το πεδίο εφαρμογής. 
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1. Ορισμός του προβλήματος. Το στάδιο αυτό συνίσταται στην κατανόηση του τρόπου 
που θα χρησιμοποιηθούν οι προβλέψεις. Στο σημείο αυτό πραγματοποιείται ο 
καθορισμός του κατάλληλου ορίζοντα πρόβλεψης, της/των μεταβλητής/ων εξόδου 

του μοντέλου, του διαστήματος πρόβλεψης και της απαιτούμενης ακρίβειας των 
τελικών προβλέψεων. 

2. Συλλογή δεδομένων. Σε αυτό το βήμα λαμβάνονται τα ιστορικά δεδομένα, δηλαδή 
οι παρελθοντικές τιμές της προς πρόβλεψη μεταβλητής και ενδεχομένως κάποιων 

επιπλέον εξαρτημένων μεταβλητών. Αναλόγως την εφαρμογή, τα δεδομένα αυτά 
συνήθως προέρχονται από μετρητές, αισθητήρες ή βάσεις δεδομένων [101]. Θα 
πρέπει να τονιστεί ότι αρκετά συχνά τα συστήματα συλλογής και αποθήκευσης 
δεδομένων ενδέχεται να αλλάζουν, συνεπώς ορισμένα από τα δεδομένα μπορεί να 

μην είναι πλέον χρήσιμα για ένα συγκεκριμένο πρόβλημα.  
3. Ανάλυση χρονοσειρών. Πρόκειται για μια ιδιαίτερα σημαντική φάση της 

διαδικασίας πρόβλεψης χρονοσειρών, η οποία έχει περιγραφεί στο υποκεφάλαιο 
2.2.1. Στην συνέχεια, σειρά έχει ο προσδιορισμός των μεταβλητών εισόδου του 

μοντέλου. Η επιλογή τους παίζει καθοριστικό ρόλο στην προβλεπτική ικανότητα 
του τελικού μοντέλου. Οι μεταβλητές εισόδου μπορεί να περιλαμβάνουν 
αναδρομικές παρατηρήσεις μίας ή περισσότερων χρονοσειρών καθώς και 
παράγωγες ποσότητες οι οποίες προκύπτουν από αυτές, για παράδειγμα 

αναφέρουμε γραμμικούς συνδυασμούς τους. Παρόλο που στη βιβλιογραφία 
συναντώνται μέθοδοι που υποδεικνύουν το βέλτιστο σύνολο μεταβλητών εισόδου, 
όπως η ανάλυση συσχέτισης, ή τεχνικές φιλτραρίσματος [102], ο τελικός 
καθορισμός τους επαφίεται στον σχεδιαστή.  

4. Επιλογή μεθοδολογίας. Την ανάλυση και προεπεξεργασία των δεδομένων, 
ακολουθεί η επιλογή μεθοδολογίας πρόβλεψης. Σύμφωνα με το «No free lunch 
theorem» [103], δεν υπάρχει καμία μέθοδος πρόβλεψης που να υπερτερεί έναντι 
των υπολοίπων για κάθε είδους χρονοσειράς. Ωστόσο, μια κατάλληλη μεθοδολογία 

μπορεί να επιλεγεί λαμβάνοντας υπόψιν ορισμένες παραμέτρους όπως η 
απαιτούμενη ακρίβεια πρόβλεψης, οι διαθέσιμοι υπολογιστικοί πόροι, η 
απαιτούμενη συχνότητα παροχής προβλέψεων, τα στατιστικά χαρακτηριστικά της 
χρονοσειράς και από το είδος της εφαρμογής του προβλεπτικού μοντέλου 

(online/offline) [104], [105]. Η βιβλιογραφία βρίθει από μεθόδους πρόβλεψης που 
έχουν προταθεί και εφαρμοστεί και οι οποίες μπορούν να διακριθούν στις 
ακόλουθες κατηγορίες: 

α. Γραμμικές μέθοδοι 

Το βασικό χαρακτηριστικό των μεθόδων αυτών είναι η υπόθεση ότι υπάρχει 
γραμμική εξάρτηση μεταξύ των μεταβλητών εισόδου και της μεταβλητής 
εξόδου ακολουθώντας τη γενική μορφή: 

�̂�𝑡 =∑𝑎𝑖𝑥𝑖(𝑡)

𝑚

𝑖=1

+ 𝑏 
(2.5) 

όπου 𝑚 είναι το πλήθος των μεταβλητών εισόδου, 𝑥𝑖(𝑡) είναι οι τιμές των 

μεταβλητών εισόδου για μία τυχαία χρονική στιγμή 𝑡, 𝑎𝑖 και 𝑏 είναι οι 
συντελεστές και ένας όρος μεροληψίας που θα πρέπει να εκτιμηθούν. Η πιο 
κοινή μέθοδος επίλυσης για την εκτίμηση των παραμέτρων αυτών συνήθως 
χρησιμοποιεί τεχνικές ελαχίστων τετραγώνων [106]. Οι πιο διαδεδομένες 
γραμμικές μέθοδοι είναι η απλή [107] και η πολλαπλή [108] γραμμική 

παλινδρόμηση, η εκθετική εξομάλυνση [109] και η μέθοδος Holt Winter 
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[110]. Όντας από τις πρώτες χρονολογικά προσεγγίσεις που προτάθηκαν για 
την πρόβλεψη χαρακτηριστικών από χρονοσειρές, οι μέθοδοι αυτοί έχουν 

μελετηθεί διεξοδικά ενώ χαρακτηρίζονται από χαμηλή πολυπλοκότητα και 
ευρωστία. Ωστόσο, η υπόθεση περί γραμμικότητας δυσχεραίνει την 
αποτελεσματικότητά τους, μιας και οι χρονοσειρές που προέρχονται από 
πραγματικά συστήματα χαρακτηρίζονται στην πλειοψηφία τους από μη 

γραμμική συμπεριφορά. 

β. Στοχαστικές προσεγγίσεις 

Δεδομένης της ακολουθιακής δομής των χρονοσειρών, δηλαδή της 
χρονολογικής διαδοχής των παρατηρήσεων, οι στοχαστικές προσεγγίσεις 
χρησιμοποιούνται ευρέως για την εξαγωγή συμπερασμάτων σχετικά με τα 
χαρακτηριστικά τους και κατ’ επέκταση για την πρόβλεψη αυτών. Τα 

στοχαστικά μοντέλα περιλαμβάνουν μία ή και περισσότερες τυχαίες 
μεταβλητές εισόδου με κάποιο βαθμό αβεβαιότητας και παράγουν 
εκτιμήσεις για τις κατανομές πιθανότητας των δυνατών αποτελεσμάτων της 
μεταβλητής εξόδου. Οι κατανομές αυτές είναι μαθηματικές συναρτήσεις 

που εκφράζουν την πιθανοφάνεια των διαφορετικών αποτελεσμάτων, οι 
οποίες στη συνέχεια συνδυάζονται με κάποιο μηχανισμό, όπως ο μέσος όρος 
ή η διάμεσος των κατανομών [111], η παλινδρόμηση ποσοστιαίων σημείων 
(quantile regression) [18], η τεχνική linear opinion pool [112], παρέχοντας 

τις τελικές προβλέψεις. Στην κατηγορία των στοχαστικών προσεγγίσεων 
κατατάσσονται μοντέλα ARMA [113], Autoregressive Integrated Moving 
Average (ARIMA) [114], SARIMA [115], καθώς και μοντέλα που 
βασίζονται σε στοχαστικές διαφορικές εξισώσεις [116], [117].  

γ. Τεχνικές soft computing 
Οι τεχνικές soft computing, μπορούν να θεωρηθούν ως μια κλάση 
προσεγγιστικών υπολογιστικών μοντέλων, για την επίλυση πολύπλοκων μη 
γραμμικών προβλημάτων, τα οποία είναι αδύνατον να αντιμετωπιστούν με 

τα παραδοσιακά αναλυτικά μοντέλα (hard computing), είτε λόγω έλλειψης 
επαρκούς πληροφορίας είτε λόγω αυξημένης πολυπλοκότητας. Ο όρος soft 
computing προτάθηκε το 1992 από τον Lotfi Zadeh, σύμφωνα με τον οποίο 
αναφέρεται σε όλες τις μεθοδολογίες που μιμούνται την ικανότητα του 

ανθρώπου να μαθαίνει σε ένα περιβάλλον αβέβαιο και ασαφές [118]. 
Ουσιαστικά, κατά την εκπαίδευση ενός τέτοιου μοντέλου εισάγεται κάποια 
τυχαιότητα στους συντελεστές της προς προσέγγιση συνάρτησης, και 
επομένως η διαδικασία δεν είναι ντετερμινιστική. Τα νευρωνικά δίκτυα, οι 

γενετικοί αλγόριθμοι, η ασαφής λογική, η μηχανική μάθηση, τα έμπειρα 
συστήματα (expert systems) είναι μερικές από τις μεθόδους που ανήκουν 
στην κατηγορία των τεχνικών soft computing [119]. Μέθοδοι σαν αυτές 
χαρακτηρίζονται από ορισμένα πλεονεκτήματα που τις καθιστούν 

κατάλληλες για χρήση σε υπολογιστικά συστήματα υψηλής τεχνολογίας. 
Αρχικά, μπορούν να υποστηρίξουν την εκτέλεση παράλληλων υπολογισμών 
και να χειριστούν αποτελεσματικά δεδομένα με θόρυβο. Πέραν τούτου, δεν 
απαιτούν τη χρήση εξειδικευμένων μαθηματικών μορφοποιήσεων για το 

εκάστοτε πρόβλημα, γεγονός που βελτιώνει σημαντικά την επεκτασιμότητα 
και την προσαρμοστικότητά τους σε ποικίλες εφαρμογές. Επιπλέον, 
διακρίνονται για τη δυνατότητά τους να συνδυάζονται με άλλες μεθόδους 
αναπτύσσοντας υβριδικά μοντέλα με προηγμένες ιδιότητες [120]. 

5. Προσαρμογή μοντέλου. Η εκπαίδευση του μοντέλου με την μέθοδο που έχει 
επιλεχθεί, δηλαδή η εκτίμηση των παραμέτρων του, λαμβάνει χώρα στο στάδιο 
αυτό. Για να συμβεί αυτό πρέπει αρχικά το σύνολο των διαθέσιμων δεδομένων να 
χωριστεί σε δύο μέρη, το σύνολο δεδομένων εκπαίδευσης και το σύνολο δεδομένων 
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ελέγχου, ενώ ένα μέρος του συνόλου εκπαίδευσης που ονομάζεται σύνολο 
αξιολόγησης, διαχωρίζεται και χρησιμοποιείται για αξιολόγηση. Οι παρατηρήσεις 
που ανήκουν στο σύνολο εκπαίδευσης χρησιμοποιούνται για την εκπαίδευση του 

μοντέλου κατά την οποία, για κάθε δεδομένο, οι παράμετροι του μοντέλου, 
ξεκινώντας από κάποιες τυχαίες αρχικές τιμές, διορθώνονται έτσι ώστε να 
ελαχιστοποιείται το σφάλμα πρόβλεψης για τα δεδομένα του συνόλου 
αξιολόγησης. Ενσωματώνοντας το στάδιο της αξιολόγησης, μειώνεται ο κίνδυνος 

της υπέρ-προσαρμογής (overfitting) και αυξάνεται η αξιοπιστία του μοντέλου 
[121]. Στην περίπτωση που οι τιμές των μεταβλητών κυμαίνονται σε διαφορετικά 
δυναμικά όρια, καθίσταται αναγκαία η κανονικοποίηση των δεδομένων πριν από 
τη έναρξη της διαδικασίας της εκπαίδευσης. 

6. Εξαγωγή προβλέψεων. Η εγκυρότητα του εκπαιδευμένου μοντέλου επικυρώνεται 
μέσα από την λειτουργία του και την παροχή των προβλέψεων για τα δεδομένα τα 
οποία ανήκουν στο σύνολο ελέγχου. Το γεγονός ότι οι παρατηρήσεις αυτές είναι 
άγνωστες στο μοντέλο καθώς δεν έχουν συμμετάσχει στο στάδιο της εκπαίδευσης 

χρησιμοποιούνται, ενισχύουν την προβλεπτική του ικανότητα. Στο σημείο αυτό 
ενδέχεται οι προβλέψεις να πρέπει να υποβληθούν σε από-κανονικοποίηση, ώστε 
να εκφραστούν στο εύρος των πραγματικών τιμών διευκολύνοντας την αξιολόγηση 
της ακρίβειας. 

7. Αξιολόγηση απόδοσης. Είναι γεγονός πως ένα μοντέλο πρόβλεψης 
χαρακτηριστικών από χρονοσειρές μπορεί να αποτελέσει ένα πολύτιμο εργαλείο 
στα πλαίσια διάφορων εργασιών, όπως η λήψη αποφάσεων [122], η ασφάλεια και 
η συντήρηση συστημάτων [123], η έγκαιρη διάγνωση ασθενειών [124] και πολλές 

ακόμη. Για το λόγο αυτό, απαιτείται η χρήση ορισμένων μέτρων απόδοσης για την 
εκτίμηση της ακρίβειας των προβλέψεων και τη σύγκριση διαφορετικών μοντέλων 
[125]. Τα μέτρα αυτά είναι συναρτήσεις των πραγματικών τιμών της χρονοσειράς 

𝑦𝑡  και των παραγόμενων προβλέψεων �̂�𝑡 και τα πιο συχνά χρησιμοποιούμενα 
παρατίθονται στη συνέχεια. Όπως φαίνεται και παραπάνω, στους ακόλουθους 

ορισμούς, με 𝑦𝑡  δηλώνεται η παραγματική τιμή της χρονοσειράς την χρονική 
στιγμή 𝑡, με �̂�𝑡 δηλώνεται η αντίστοιχη πρόβλεψη, με 𝑒𝑡 = 𝑦𝑡 − �̂�𝑡 το σφάλμα 

πρόβλεψης και με 𝑛 το μέγεθος του συνόλου ελέγχου: 
α. Μέσο σφάλμα πρόβλεψης (mean forecast error) 

𝑀𝐹𝐸 =
1

𝑛
∑𝑒𝑡

𝑛

𝑡=1

 
(2.6) 

 
β. Μέσο απόλυτο σφάλμα (mean absolute error) 

𝑀𝐴𝐸 =
1

𝑛
∑|𝑒𝑡|

𝑛

𝑡=1

 
(2.7) 

γ. Μέσο απόλυτο ποσοστιαίο σφάλμα (mean absolute percentage error) 

𝑀𝐴𝑃𝐸 =
1

𝑛
∑ |

𝑒𝑡
𝑦𝑡
|× 100

𝑛

𝑡=1

 
(2.8)  

δ. Μέσο τετραγωνικό σφάλμα (mean squared error) 
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𝑀𝑆𝐸 =
1

𝑛
∑𝑒𝑡

2

𝑛

𝑡=1

 
(2.9) 

ε. Ρίζα μέσου τετραγωνικού σφάλματος (root mean squared error) 

𝑅𝑀𝑆𝐸 = √
1

𝑛
∑𝑒𝑡

2

𝑛

𝑡=1

 

(2.10) 

στ. Συντελεστής συσχέτισης (coefficient of determination) 

𝑅2 = 1 −
𝑆𝑆𝐸

𝑆𝑆𝑇
 

(2.11) 

όπου 𝑆𝑆𝐸 = ∑ 𝑒𝑡
2𝑛

𝑡=1  και 𝑆𝑆𝑇 = ∑ (𝑦𝑡 −
1

𝑛
∑ 𝑦𝑡
𝑛
𝑡=1 )

2
𝑛
𝑡=1 . 

Με βάση τα παραπάνω, κατά την ανάπτυξη ενός προβλεπτικού μοντέλου είναι εφικτό σε 

κάποιο βαθμό να αξιολογηθεί και να βελτιωθεί η προβλεπτική του απόδοση. Εντούτοις, 
κατά την εφαρμογή του σε πραγματικό χρόνο προκύπτουν σοβαρές προκλήσεις οι οποίες 
θέτουν σε κίνδυνο την αξιοπιστία των προβλέψεων. Ένας από τους βασικότερους 
παράγοντες που μπορούν να υποβαθμίσουν την αποδοτικότητα των μοντέλων πρόβλεψης 

είναι η μη γραμμική δυναμική συμπεριφορά που χαρακτηρίζει τα περισσότερες 
χρονοσειρές. Από στατιστικής σκοπιάς, η μη γραμμικότητα των χρονοσειρών μπορεί γίνει 
αντιληπτή μέσα από ιδιότητες όπως η μη κανονική κατανομή των δεδομένων [126], η 
απεριοδικότητα, η ασυμμετρία, η μη γραμμική συσχέτιση μεταξύ της τρέχουσας και των 

παρελθοντικών παρατηρήσεων, η διακύμανση της προβλεπτικής απόδοσης με το χρόνο και 
η χρονική μη αντιστρεψιμότητα [127]. Εκτός από την πολυπλοκότητα της δυναμικής 
συμπεριφοράς, η δομή των μη γραμμικών σχέσεων μεταξύ των παρελθοντικών και των 
μελλοντικών παρατηρήσεων παραμένει άγνωστη αν όχι αδύνατο να προσδιοριστεί στις 

περισσότερες περιπτώσεις. Κατά συνέπεια, τα κλασικά μοντέλα χρονοσειρών τείνουν να 
παρουσιάζουν σοβαρά μειονεκτήματα στην πρόβλεψη χαρακτηριστικών από χρονοσειρές  
πολύπλοκων συστημάτων. Ως εκ τούτου, τις τελευταίες δεκαετίες έχουν σημειωθεί αρκετές 
εξελίξεις προς την διαχείριση των και μη γραμμικών φαινομένων στα δεδομένα 

χρονοσειρών μέσω της ανάπτυξης κατάλληλων μεθόδων [128], [129]. 

Μια παράμετρος που επηρεάζει την ακρίβεια των προβλέψεων και πρέπει απαραιτήτως να 

λαμβάνεται υπόψη, είναι η αβεβαιότητα η οποία προέρχεται από τρεις κυρίως παράγοντες: 

• Αβεβαιότητα σχετικά με τη δομή του μοντέλου πρόβλεψης 

• Αβεβαιότητα ως προς τις εκτιμήσεις των παραμέτρων του μοντέλου 

• Αβεβαιότητα που πηγάζει από τα δεδομένα της χρονοσειράς, η οποία αποτυπώνεται 
ως τυχαία μεταβλητότητα στις παρατηρήσεις καθώς και εσφαλμένες μετρήσεις και 

καταγραφές. 
Για την αντιμετώπιση της αβεβαιότητας, έχει προταθεί μια ποικιλία τεχνικών κατά την 
ανάπτυξη των μεθόδων πρόβλεψης χρονοσειρών, που στηρίζονται στις πιθανότητες, για 
την κατασκευή διαστημάτων πρόβλεψης, όπως η Μπεϋζιανή προσέγγιση, η παλινδρόμηση 

Γκαουσιανής διαδικασίας, η παλινδρόμηση ποσοστιαίων σημείων (quantile regression) και 
η μέθοδο bootstrap [130], [131]. Εξίσου διαδεδομένη είναι η ανάλυση με χρήση 
πολλαπλών σεναρίων μέσω προσομοίωσης Monte Carlo, δυναμικών μοντέλων ανάλυσης 
παραγόντων [132] ή άλλων τεχνικών. Μια ακόμη τακτική που συχνά ακολουθείται για την 
αντιμετώπιση της αβεβαιότητας είναι η ενσωμάτωση πολλαπλών μοντέλων πρόβλεψης 

[133],  έτσι ώστε να ενισχυθεί η αξιοπιστία των τελικών προβλέψεων. Τέλος, ιδιαίτερα 

αποτελεσματική έχει αποδειχθεί η χρήση ασαφών συνόλων (𝑈,𝜇) [134], με 𝑈 ένα μη κενό 



Ανάπτυξη επιβλεπόμενων και μη επιβλεπόμενων μεθόδων μηχανικής μάθησης για την μοντελοποίηση χρονικά 

εξελισσόμενων συστημάτων με εφαρμογές σε έξυπνα ηλεκτρικά δίκτυα  

 

Ν. Γιαμαρέλος 

 
40 

σύνολο, όπου η αβεβαιότητα κάθε παρατήρησης 𝑥 ∈ 𝑈, μοντελοποιείται μέσω μιας 
συνάρτησης συμμετοχής (membership function), 𝜇:𝑈 ↦ [0,1]. 

2.3 Η μηχανική μάθηση ως εργαλείο πρόβλεψης χαρακτηριστικών από χρονοσειρές 

που προκύπτουν από χρονικά εξελισσόμενα συστήματα 

Αναγνωρίζοντας τόσο τα πλεονεκτήματα όσο και τις ελλείψεις-αδυναμίες των κλασσικών 
στατιστικών μεθόδων, η μηχανική μάθηση έχει καθιερωθεί πλέον ως ο κύριος 
ανταγωνιστής τους στην περιοχή της πρόβλεψης χαρακτηριστικών από χρονοσειρές. Τα 
μοντέλα μηχανικής μάθησης, αποκαλούμενα επίσης και μοντέλα μαύρου κουτιού (black 

box) ή οδηγούμενα από τα δεδομένα (data-driven) μοντέλα [135], είναι παραδείγματα μη 
παραμετρικών, μη γραμμικών μοντέλων τα οποία χρησιμοποιούν ιστορικά δεδομένα 
χρονοσειρών για την εκμάθηση της στοχαστικής εξάρτησης μεταξύ παρελθοντικής και 
μελλοντικής συμπεριφοράς των δεδομένων. 

Η μηχανική μάθηση αποτελεί ένα επιμέρους πεδίο της υπολογιστικής νοημοσύνης μέσω 
του οποίου οι υπολογιστές καθίστανται ικανοί να τροποποιούν και να βελτιώνουν τις 

ενέργειές τους (εν προκειμένω τις προβλέψεις τους) για να επιτύχουν υψηλότερη ακρίβεια, 
η οποία μετράται δια μέσω του σφάλματος μεταξύ των προσεγγιστικών αποτελεσμάτων 
των επιλεγμένων μοντέλων και των πραγματικών [136]. Η υπολογιστική νοημοσύνη και η 
μηχανική μάθηση είναι δύο διαφορετικές έννοιες, που όμως συχνά συγχέονται. Η 

υπολογιστική νοημοσύνη είναι μια ευρεία έννοια που περικλείει μηχανές λήψης 
αποφάσεων, εκμάθηση νέων δεξιοτήτων και επίλυση προβλημάτων με τον τρόπο που 
μιμείται αυτόν των ανθρώπων, ενώ η μηχανική μάθηση είναι ένα υποσύνολο της τεχνητής 
νοημοσύνης που επιτρέπει στα ευφυή συστήματα  να μαθαίνουν νέες πληροφορίες από τα 

δεδομένα. Ο στόχος της μηχανικής μάθησης είναι συχνά η ανακάλυψη της δομής των 
δεδομένων και η προσαρμογή τους σε μοντέλα τα οποία μπορούν να γίνουν κατανοητά και 
να χρησιμοποιηθούν από ανθρώπους. Είναι γεγονός πως τα τελευταία πενήντα χρόνια, έχει 
υπάρξει μια τεράστια αύξηση του όγκου πληροφοριών/δεδομένων που χρησιμοποιούν τα 

σύγχρονα πληροφοριακά συστήματα. Βέβαια, απουσία μεθόδων για την εξόρυξη χρήσιμων 
χαρακτηριστικών και ιδιοτήτων από τα δεδομένα, η πληροφορία αυτή είναι παραμένει 
ανώφελη. Την απαίτηση αυτή έρχεται να καλύψει η μηχανική μάθηση [137]. Έτσι τα κρυφά 
μοτίβα και οι συσχετίσεις των δεδομένων μπορούν να χρησιμοποιηθούν για την πρόβλεψη 

μελλοντικών τιμών μιας χρονοσειράς. 

Σε ότι αφορά το αντικείμενο της παρούσας Δ.Δ. το βασικό καθήκον της μηχανικής μάθησης 
είναι η κατασκευή αλγορίθμων που μπορούν να λάβουν δεδομένα εισόδου και με τη χρήση 

μαθηματικών μοντέλων να εξάγουν προβλέψεις αναθεωρώντας τες καθώς γίνονται 
διαθέσιμα νέα δεδομένα. Η κύρια διαφοροποίηση των μεθόδων μηχανικής μάθησης σε 
σχέση με τις παραδοσιακές είναι ότι δεν απαιτείται ο πλήρης καθορισμός από το σχεδιαστή 
των κανόνων που διέπουν το μοντέλο πρόβλεψης [138]. Αντιθέτως, επιτρέπεται η 

εκμάθηση νέων κανόνων κατά τη διαδικασία της εκπαίδευσης. 

Η ερευνητική δραστηριότητα στην περιοχή της πρόβλεψης χαρακτηριστικών από 

χρονοσειρές με μεθοδολογίες μηχανικής μάθησης ξεκίνησε κατά τη δεκαετία του 1980 με 
τη ανάπτυξη του μοντέλου νευρωνικού δικτύου [139]. Στη συνέχεια η έρευνα επεκτάθηκε 
με την υλοποίηση περαιτέρω μοντέλων όπως οι μηχανές διανυσμάτων υποστήριξης [140], 
τα δέντρα αποφάσεων [141], και πολλά ακόμη [142]. Τα τελευταία χρόνια ειδικότερα, έχει 

σημειωθεί εντυπωσιακή πρόοδος τόσο ως προς τη θεωρητική μελέτη όσο και  ως προς την 
ποσότητα και την καινοτομία των προτεινόμενων μοντέλων. Η εμπειρική έρευνα έχει δείξει 
ότι οι αλγόριθμοι μηχανικής μάθησης για την πρόβλεψη χρονοσειρών παρέχουν πολύ 
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ανταγωνιστικά αποτελέσματα, συχνά ξεπερνώντας τα στατιστικά μοντέλα [143], [144], 
[145]. 

Η υψηλή επίδοση των μεθόδων μηχανικής μάθησης στην πρόβλεψη χρονοσειρών 
οφείλεται σε μια σειρά από πλεονεκτήματα που παρουσιάζουν [146]: 

1. Αναγνωρίζουν εύκολα και αποτελεσματικά τη συσχέτιση των δεδομένων ακόμη κι 
αν είναι μη γραμμική, διότι δεν απαιτούν την καθορισμένη δομή του μοντέλου 

πρόβλεψης. 
2. Παρέχουν υψηλό βαθμό αυτοματοποίησης εφόσον η εκπαίδευση του μοντέλου και 

η εξαγωγή των προβλέψεων πραγματοποιούνται από τον ηλεκτρονικό υπολογιστή. 
3. Διαχειρίζονται αποτελεσματικά δεδομένα κάθε είδους και ανεξαρτήτως ποσότητας. 

4. Η απόδοσή τους βελτιώνεται συνεχώς μέσα από τη διαδικασία της εκπαίδευσης. Οι 
παράμετροι του μοντέλου ανανεώνονται έτσι ώστε αυτό να προσαρμόζεται 
σταδιακά καλύτερα στα δεδομένα αξιολόγησης.  

Από την άλλη μεριά, οι μεθοδολογίες μηχανικής μάθησης συνοδεύονται και από ορισμένα 

μειονεκτήματα ή παράγοντες που ενδεχομένως μειώνουν την προβλεπτική του επίδοση. 
Παραθέτουμε παρακάτω μια λίστα από αυτά: 

1. Μια από τις βασικότερες αιτίες εμφάνισης προβλέψεων χαμηλής ποιότητας από ένα 
μοντέλο μηχανικής μάθησης είναι η κακή ποιότητα των διαθέσιμων δεδομένων η 
οποία με τη σειρά της μπορεί να οφείλεται σε εσφαλμένες ή διακοπτόμενες 
εγγραφές δεδομένων ή σε θόρυβο. Αυτό έχει σαν αποτέλεσμα το μοντέλο να 

εκπαιδευτεί με μη έγκυρες παρατηρήσεις και οι μετέπειτα προβλέψεις που θα 
παρέχει να παρουσιάζουν υψηλό σφάλμα.  Επομένως, είναι σημαντικό να 
χρησιμοποιούνται δεδομένα επαρκώς επικυρωμένα ως προς την ποιότητά τους. 
Ωστόσο, ελλείψει τέτοιων μετρήσεων, υπάρχουν πολλές στατιστικές μέθοδοι για 

τον μετριασμό του αντίκτυπου του σφάλματος μέτρησης, συμπεριλαμβανομένης 
της χρήσης μοντέλων μέτρησης λανθάνουσας μεταβλητής (latent variable) [147], 
ποσοτικής ανάλυσης μεροληψίας [148], τεχνικών που διαχειρίζονται τα σφάλματα 
ως ελλείπουσες τιμές [149], Μπεϋζιανών μεθόδων [150], και άλλων. 

2. Απαιτούν μεγάλο όγκο δεδομένων κατά την εκπαίδευσή τους, προκειμένου να 
παρέχουν ακριβείς προβλέψεις. Μάλιστα όσο μεγαλύτερο είναι το σύνολο 
δεδομένων εκπαίδευσης και όσο καλύτερη η ποιότητά τους, τόσο πιο αξιόπιστο 
είναι το τελικό μοντέλο. Η διασταυρούμενη αξιολόγηση (cross validation) αποτελεί 

μια συνήθη προσέγγιση στην περίπτωση που διατίθεται περιορισμένος αριθμός 
δεδομένων. 

3. Μια ακόμη πρόκληση είναι ο υπολογιστικός φόρτος των μεθόδων μηχανικής 
μάθησης, δηλαδή περιορισμοί μνήμης, χρονοβόρες εκτελέσεις κ.λ.π., ειδικά για 

μεγάλα σύνολα δεδομένων. Η εξέλιξη στην υπολογιστική ικανότητα των 
ηλεκτρονικών υπολογιστών, καθώς και η βελτιστοποίηση υλικού και λογισμικού 
μέσα από τη χρήση επιταχυντών υλικού (hardware accelerators) [151] και τον 
προγραμματισμό σε γλώσσες χαμηλού επιπέδου που να στηρίζουν τους 

παράλληλους υπολογισμούς, μπορούν να μετριάσουν σημαντικά τα εν λόγω 
ζητήματα. 

4. Συχνά οι ειδικοί που ασχολούνται με προβλήματα πρόβλεψης χρησιμοποιούν 
μοντέλα μηχανικής μάθησης ανεξέλεγκτα και καταχρηστικά, χωρίς να γνωρίζουν 

την εσωτερική λειτουργία και δομή τους. Σαν αποτέλεσμα, η εφαρμογή των 
μοντέλων αυτών καθίσταται αναξιόπιστη για τους χρήστες, φαινόμενο που 
εγκυμονεί σοβαρούς κινδύνους [152], [153]. Η ερμηνευσιμότητα είναι ένα μέτρο 
που δείχνει το βαθμό στον οποίο ένας άνθρωπος μπορεί να κατανοήσει τον λόγο 

πίσω από τις αποφάσεις (δηλαδή τις προβλέψεις) που λαμβάνονται από τα μοντέλα 
μηχανικής μάθησης. Το πρωταρχικό καθήκον της δημιουργίας ενός ερμηνεύσιμου 
μοντέλου είναι η ενσωμάτωση τεχνικών λευκού κουτιού, όπως τα ερμηνεύσιμα 
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νευρωνικά δίκτυα (explainable neural networks - XNN) [154], οι επεκτάσιμες 
Μπεϋζιανές λίστες κανόνων (scalable Bayesian rule lists) [155], η μηχανές 
ενίσχυσης βάθμωσης (gradient boost machine - GBM) [156] κ.λπ. Ένα σημαντικό 

συμπέρασμα που προκύπτει είναι ότι η ερμηνευσιμότητα αυξάνει την αξιοπιστία 
των προβλέψεων ενός μοντέλου, καθώς ο υπολογισμός των μέτρων αξιολόγησης 
της ακρίβειας των προβλέψεων, δεν επαρκεί για να περιγράψει την 
αποτελεσματικότητα του μοντέλου στις περισσότερες εφαρμογές του πραγματικού 

κόσμου. Πληρώντας συγκεκριμένες προϋποθέσεις [157], [158], οι ερμηνεύσιμες 
μέθοδοι μηχανικής μάθησης παρέχουν πολλαπλά οφέλη, όπως: 

α. βοηθούν τους χρήστες να εξάγουν ερμηνεύσιμα μοτίβα από εκπαιδευμένα 
μοντέλα μηχανικής μάθησης, δηλαδή οι χρήστες μπορούν να εντοπίσουν 

τους λόγους πίσω από μη έγκυρες προβλέψεις, 
β. βοηθούν τους χρήστες να αυξήσουν την εμπιστοσύνη στις προβλέψεις των 

μοντέλων, δηλαδή οι χρήστες μπορούν να ανιχνεύουν την μεροληψία σε 
μοντέλα μηχανικής μάθησης, 

γ. βοηθούν στην αντιμετώπιση της υπέρ-προσαρμογής κατά την εκπαίδευση 
ενός μοντέλου. 

Οι μεθοδολογίες μηχανικής μάθησης ενδέχεται να διαφέρουν ως προς τον τρόπο με τον 
οποίο πραγματοποιείται η εκπαίδευσή τους. Έτσι εντοπίζονται τρεις κατηγορίες: α) 

Επιβλεπόμενη μάθηση (supervised learning), β) μη επιβλεπόμενη μάθηση (unsupervised 
learning) και γ) ενισχυτική μάθηση (reinforcement learning). Παρακάτω παρουσιάζονται 
οι μεθοδολογίες μηχανικής μάθησης που αναπτύχθηκαν στα πλαίσια της παρούσας 
διατριβής, και οι οποίες κατατάσσονται στις κατηγορίες μάθησης με και χωρίς επίβλεψη. 

2.3.1 Επιβλεπόμενη μάθηση 

Η εκμάθηση με επίβλεψη προϋποθέτει την πρότερη γνώση της αντιστοίχισης μεταξύ των 
τιμών των μεταβλητών εισόδου και των κατηγοριών της εξόδου. Συνεπώς, κατά την 

εκπαίδευση ενός μοντέλου με έναν αλγόριθμο επιβλεπόμενης μάθησης, τα δεδομένα 
εκπαίδευσης πρέπει να είναι επισημασμένα (labeled), που σημαίνει ότι το σύνολο 

δεδομένων, μεγέθους 𝑁, αποτελείται από 𝑁 πλειάδες (tuples) όπου κάθε μια περιλαμβάνει 
τις τιμές των μεταβλητών εισόδου και εξόδου για τη χρονική στιγμή 𝑡𝑖 , 𝑖 = 1, …, 𝑁, η οποία 
αναφέρεται στην παρατηρούμενη χρονοσειρά. Στόχος του αλγορίθμου είναι να αναζητήσει 

μοτίβα συσχέτισης μεταξύ των τιμών των μεταβλητών εισόδου και εξόδου του συνόλου 
δεδομένων εκπαίδευσης, και έπειτα, τροφοδοτούμενος με δεδομένα που περιέχουν νέες 
τιμές των μεταβλητών εισόδου, να είναι σε θέση να προβλέψει σωστά την τιμή της 
μεταβλητής εξόδου. Επομένως, οι αλγόριθμοι επιβλεπόμενης μάθησης είναι σχεδιασμένοι 

έτσι ώστε να μαθαίνουν μέσα από παραδείγματα ζευγών εισόδου – εξόδου. Ορισμένες από 
τις πιο διαδεδομένες μεθόδους μάθησης με επίβλεψη στο τομέα της πρόβλεψης 
χαρακτηριστικών από χρονοσειρές είναι η γραμμική παλινδρόμηση, η λογιστική 
παλινδρόμηση, τα τυχαία δάση, οι μηχανές διανυσμάτων υποστήριξης κ.α. [159], [160]. 

2.3.1.1 Μέθοδος ανσάμπλ 

Η προσέγγιση που περιγράφεται στην παράγραφο αυτή δεν αποτελεί ουσιαστικά μια 

ξεχωριστή μέθοδο μηχανικής μάθησης αλλά μια μέθοδο ανσάμπλ, που συνδυάζει 
πολλαπλές επιμέρους μεθοδολογίες και συγκεκριμένα αυτές της γραμμικής 
παλινδρόμησης, της αραιής κωδικοποίησης, της παλινδρόμησης με χρήση διανυσμάτων 
υποστήριξης, των τυχαίων δασών, των νευρωνικών δικτύων radial basis function (RBF) 

και των νευρωνικών δικτύων multi-layer perceptron (MLP). Αναγνωρίζοντας τα επιμέρους 
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πλεονεκτήματα και μειονεκτήματα αυτών των μεθόδων μηχανικής, το προτεινόμενο σχήμα 
πρόβλεψης επιδιώκει να δημιουργήσει ένα μοντέλο ανσάμπλ που θα συνδυάζει επιτυχώς 

τα πλεονεκτήματά τους σε μια ενιαία προσέγγιση. Για παράδειγμα, τα μοντέλα που 
βασίζονται σε νευρωνικά δίκτυα, RBF, παρουσιάζουν ανώτερη απόδοση πρόβλεψης, μόνο 
εφόσον το προς πρόβλεψη σημείο δεδομένων βρίσκεται εντός του πεδίου όπου βρίσκονται 
τα δεδομένα εκπαίδευσης, διαφορετικά αποτυγχάνει. Από την άλλη πλευρά, τα γραμμικά 

και αραιά μοντέλα πρόβλεψης εμφανίζουν γενικά πολύ καλύτερη ικανότητα παρεκβολής 
(extrapolation), παρόλο που δεν είναι σε θέση να αναπαραστήσουν πιο περίπλοκες, μη 
γραμμικές δυναμικές. Με άλλα λόγια, με την εναλλαγή μεταξύ των στιβαρών γραμμικών 
μοντέλων και των πιο ευαίσθητων αλλά και πιο αποτελεσματικών μη γραμμικών 

μοντέλων, μπορεί να κατασκευαστεί μια προσέγγιση ανώτερης απόδοσης για την 
πρόβλεψη χρονοσειρών ηλεκτρικού φορτίου. 

Προκειμένου να επιτευχθεί η καλύτερη δυνατή απόδοση κάθε υπο-μοντέλου, πρέπει να 
καθοριστεί η βέλτιστη διαμόρφωση για την εκπαίδευσή τους. Ξεκινώντας από τις 
απλούστερες μεθόδους που χρησιμοποιούνται, ένα γραμμικό και ένα μοντέλο αραιής 
αναπαράστασης εκπαιδεύονται με τον αλγόριθμο ελαχίστων τετραγώνων και τον 

αλγόριθμο fast iterative shrinkage thresholding (FISTA), αντίστοιχα, εκ των οποίων ο 
τελευταίος αποτελεί μια ταχύτερη υλοποίηση του αλγόριθμου iterative shrinkage 
thresholding algorithm (ISTA) [161]. Στην περίπτωση της προσέγγισης αραιής 

κωδικοποίησης, η αραιότητα επιβάλλεται από τη νόρμα ℓ2 και η τιμή της παραμέτρου 
κανονικοποίησης ορίστηκε με δοκιμή και σφάλμα στο 0.01. Στη συνέχεια, χρησιμοποιείται 
ένα μοντέλο τυχαίου δάσους, όπου ο αριθμός των δέντρων απόφασης επιλέγεται να είναι 
15, ώστε να διατηρείται ο απαιτούμενος χρόνος εκπαίδευσης του μοντέλου σε λογικά 

επίπεδα, χωρίς να μειώνεται η προγνωστική του ικανότητα. Όσον αφορά τις μη γραμμικές 
μεθόδους, αναπτύχθηκε ένα μοντέλο SVR με Γκαουσιανή συνάρτηση πυρήνα [162], 
χρησιμοποιώντας τις τενικές της διαδοχικής ελάχιστης βελτιστοποίησης (sequential 
minimal optimization - SMO) [163] για την εκπαίδευση του και της Μπεϋζιανής 

βελτιστοποίηση για τη βελτιστοποίηση των υπερπαραμέτρων του [164]. Στο σύνολο των 
υπο-μοντέλων εισάγονται επίσης δύο μοντέλα τεχνητών νευρωνικών δικτύων – Τ.Ν.Δ., τα 
οποία βασίζονται σε δύο διαφορετικές αρχιτεκτονικές. Το πρώτο είναι ένα δίκτυο MLP 
δύο κρυφών στοιβάδων που εκπαιδεύεται με τον αλγόριθμο οπισθοδιάδοσης Levenberg-

Marquardt [165], σε συνδυασμό με 10-πλή διασταυρούμενη αξιολόγηση. Ο αριθμός των 
νευρώνων κάθε στοιβάδας επιλέγεται με δοκιμή και σφάλμα ως 20 και 10 αντίστοιχα. 
Σημειώνεται ότι, προκειμένου να μετριαστεί το μειονέκτημα της εξάρτησης της απόδοσης 
των μεθόδων εκπαίδευσης MLP από την αρχικοποίηση των βαρών, η διαδικασία της 

εκπαίδευσης διεξάγεται 10 φορές, με διαφορετικά τυχαία αρχικοποιημένα βάρη του 
δικτύου. Το δεύτερο μοντέλο Τ.Ν.Δ. ενσωματώνει μια αρχιτεκτονική RBF και 
εκπαιδεύεται χρησιμοποιώντας την τεχνική των ασαφών μέσων (fuzzy means) [166], ένας 
αλγόριθμος που έχει να επιδείξει πολλές επιτυχημένες εφαρμογές λόγω της αυξημένης 

ακρίβειας που παρέχει [167]–[169] σε συνδυασμό με χαμηλό χρόνο που απαιτεί για την 
εκπαίδευση ενός μοντέλου [170]. Στα πλαίσια των πειραμάτων που διεξάγονται για τις 
ανάγκες της Δ.Δ., ο αλγόριθμος ασαφών μέσων εκτελείται για ένα εύρος ασαφών συνόλων 
μεταξύ 4 και 15. Όταν εφαρμόζεται σε πραγματικό χρόνο, η προτεινόμενη προσέγγιση 

ανσάμπλ υπολογίζει την τιμή του δείκτη MAE σε ένα κυλιόμενο παράθυρο προηγούμενων 
προβλέψεων που προέρχονται από μια ομάδα εκπαιδευμένων μοντέλων, προκειμένου να 
δημιουργήσει ένα διάνυσμα που περιέχει τα βάρη των επιμέρους προβλέψεων και 
χρησιμοποιείται για την υπολογισμό της πρόβλεψης του επόμενου χρονικού βήματος. Μία 

σημαντική παράμετρος της προτεινόμενης μεθόδου που πρέπει να προσδιοριστεί είναι το 
μήκος του κυλιόμενου παραθύρου. Η τιμή της παραμέτρου αυτής εξαρτάται όχι μόνο από 
τον ορίζοντα πρόβλεψης, αλλά και από τις στατιστικές ιδιότητες της προβλεπόμενης 
μεταβλητής (μια μη στάσιμη χρονοσειρά που χαρακτηρίζεται από μεταβλητότητα θα 

απαιτούσε μικρότερο μήκος κυλιόμενου παραθύρου). Όταν η εκπαίδευση όλων των υπο -
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μοντέλων ολοκληρωθεί, το βέλτιστο μήκος του κυλιόμενου παραθύρου, το εύρος του 
οποίου τίθεται από 3 έως 15 χρονικά βήματα, υπολογίζεται μέσω εξαντλητικής αναζήτησης 
(exhaustive search) χρησιμοποιώντας τα ίδια δεδομένα αξιολόγησης. Η προτεινόμενη 

μέθοδος λειτουργεί ως εξής: για κάθε χρονικό βήμα k, η τρέχουσα απόδοση πρόβλεψης 
κάθε εκπαιδευμένου υπο-μοντέλου αξιολογείται υπολογίζοντας την τιμή του δείκτη MAE 
για έναν αριθμό προηγούμενων προβλέψεων αυτών, που αφορούν σε ένα κυλιόμενο 
χρονικό διάστημα ℎ𝑤 

𝑀𝐴𝐸𝑖(𝑘) =
∑ |�̂�𝑖(𝑘− 𝑗) − 𝑦(𝑘 − 𝑗)|
ℎ𝑤−1
𝑗=0

ℎ𝑤
 

(2.12) 

όπου με �̂�𝑖(𝑘) δηλώνονται οι προβλέψεις του i-οστού μοντέλου και με 𝑦 οι πραγματικές 
τιμές της χρονοσειράς την χρονική στιγμή k. Έπειτα, ο δείκτης MAE χρησιμοποιείται για 
να υπολογιστεί το βάρος πρόβλεψης κάθε υπο-μοντέλου για το επόμενο χρονικό βήμα k+1 

𝑤𝑖(𝑘 + 1) =
𝑀𝐴𝐸𝑖

−1(𝑘)

∑ 𝑀𝐴𝐸𝑖
−1(𝑘)𝑁

𝑖=1

 
(2.13) 

όπου 𝑀𝐴𝐸𝑖  είναι η τιμή του MAE του i-οστού μοντέλου πρόβλεψης, N είναι ο συνολικός 

αριθμός υπο-μοντέλων και 𝑤𝑖 είναι το βάρος πρόβλεψης για το επόμενο χρονικό βήμα. Η 
τελική έξοδος του προτεινόμενου μοντέλου υπολογίζεται ως το σταθμισμένο άθροισμα των 

προβλέψεων �̂�𝑖 που παράγονται από τα επιμέρους μοντέλα 

�̂�(𝑘 + 1) = ∑𝑤𝑖(𝑘+ 1)

𝑁

𝑖=1

�̂�𝑖(𝑘+ 1) 
(2.14)  

Ένα στιγμιότυπο της λειτουργίας μιας δοκιμαστικής έκδοσης της προτεινόμενης μεθόδου 

που περιλαμβάνει δύο υπο-μοντέλα, απεικονίζεται στο Σχήμα 3. Θα πρέπει να τονιστεί ότι 
η προτεινόμενη μέθοδος συνδυάζει τα πλεονεκτήματα των μεμονωμένων μοντέλων, 
τοποθετώντας μεγαλύτερο βάρος στο τρέχον μοντέλο με την καλύτερη απόδοση για το 
χρονικό παράθυρο μήκους hw. Σύμφωνα με το σχήμα, οι προβλέψεις και των δύο μοντέλων 

�̂�1 και �̂�2 εμφανίζουν σχετικά υψηλό σφάλμα. Ωστόσο, με μια πιο προσεκτική 

παρατήρηση, φαίνεται πως οι προβλέψεις �̂�2 είναι πιο ακριβείς κατά μήκος του πρώτου 
μισού της καμπύλης του 𝑦, και αντίστοιχα οι προβλέψεις �̂�1 γαι το δεύτερο μισό. 
Αποδίδοντας μεγαλύτερο βαρος στο μοντέλο με την καλύτερη απόδοση προηγούμενων 

προβλέψεων εντός του χρονικού παραθύρου, μήκους hw, η προτεινόμενη μέθοδος μπορεί 

να εναλλάσσει τις τιμές των υπολογιζόμενων βαρών, επιλέγοντας το καλύτερο διαθέσιμο 
μοντέλο για την τρέχουσα χρονική στιγμή. Με τον τρόπο αυτό επιτυγχάνεται μια συνολικά 
ανώτερη απόδοση πρόβλεψης. 
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Σχήμα 3: Σχηματική αναπαράσταση της δοκιμαστικής έκδοσης της προτεινόμενης μεθόδου που 

ενσωματώνει 2 υπο-μοντέλα. Η χρονοσειρά των πραγματικών δεδομένων του φορτίου δηλώνεται με 

y, οι προβλέψεις του i-οστού μοντέλου με 𝒚𝒊, η σταθμισμένες προβλέψεις με 𝒚 και η τρέχουσα χρονική 

στιγμή με k. Το μοντέλο ανσάμπλ αναγνωρίζοντας την υπεροχή των 𝒚𝟏 έναντι των 𝒚𝟐, εντός του 

κυλιόμενου παραθύρου, προσαρμόζει τα βάρη του έτσι ώστε να επιτυγχάνει μια πρόβλεψη με την 

υψηλότερη δυνατή ακρίβεια για το επόμενο χρονικό βήμα k+1. 

 

2.3.1.2 Νευρωνικά δίκτυα γράφων ορατότητας 

Κατά τη διάρκεια της πολύχρονης ερευνητικής δραστηριότητας στον τομέα της πρόβλεψης 

χαρακτηριστικών από χρονοσειρές, οι μεθοδολογίες μάθησης με επίβλεψη έχουν 
χρησιμοποιηθεί κατά κόρον. Ωστόσο, η πλειοψηφία των σύγχρονων εφαρμογών 
πρόβλεψης αναφέρονται σε χρονοσειρές με πολύπλοκη δυναμική  συμπεριφορά, μη 
γραμμικότητα και υψηλή αβεβαιότητα, όπως αυτή του ηλεκτρικού φορτίου, 

χαρακτηριστικά τα οποία δεν μπορούν να αντιμετωπιστούν αποτελεσματικά από κάθε 
μέθοδο. Στις προσπάθειές της για αναβάθμιση των τωρινών τεχνικών, η ερευνητική 
κοινότητα έχει στραφεί στην βαθιά μάθηση με Γράφους [171]–[173]. Ανάμεσα στις 
μοντέλα εκμάθησης που έχουν αναπτυχθεί, ξεχωρίζουν τα νευρωνικά δίκτυα Γράφων 

(Graph Neural Networks - GNN) λόγω της ικανότητάς τους να δεδομένα με πολύπλοκες 
δομές [174]. Τα νευρωνικά δίκτυα γράφων είναι μέθοδοι βασιζόμενες στη βαθιά μάθηση 
που ενσωματώνουν θεωρία Γράφων για την αναπαράσταση της συσχέτισης των 
παρατηρήσεων της χρονοσειράς.  Στο πρώτο στάδιο, τα δεδομένα εισόδου αναπαρίστανται 

ως δεδομένα με δομή γράφου. Οι Γράφοι που προκύπτουν χρησιμοποιούνται στη συνέχεια 
από τα νευρωνικά δίκτυα Γράφων για την εκμάθηση του τρόπου σύνδεσης των κόμβων και 
των ακμών τους, προκειμένου να εκτελεστεί στη συνέχεια η πρόβλεψη χαρακτηριστικών 
ή άλλες εργασίες όπως η ταξινόμηση κόμβων, η ομαδοποίηση γράφων.  Η ισχύς τέτοιων 

μοντέλων έχει αποδειχθεί μέσα από την ανώτερη επίδοσή τους σε μια πληθώρα πεδίων που 
κυμαίνονται από την υπολογιστική όραση [175], [176] και την επεξεργασία φυσικής 
γλώσσας [177] έως την αστική νοημοσύνη (urban intelligence) [178], [179] και τα έξυπνα 
δίκτυα [180]–[184]. Αυτές οι εργασίες απαιτούν την διαχείριση του φαινομένου ότι τα 

δεδομένα των Γράφων δεν ορίζουν έναν Ευκλείδειο χώρο, και ως εκ τούτου δεν μπορούν 
να αντιμετωπιστούν σωστά από παραδοσιακά μοντέλα βαθιάς μάθησης (π.χ . συνελικτικά 
νευρωνικά δίκτυα (Convolutional Neural Networks - CNN) ή αναδρομικά νευρωνικά 
δίκτυα (Recurrent Neural Networks - RNN)) [185]–[187]. 

Παρά τα αξιοσημείωτα αποτελέσματα των νευρωνικών δικτύων γράφων, η αποδοτικότητά 
τους αμφισβητείται λόγω της υψηλής υπολογιστικής πολυπλοκότητας που παρουσιάζουν 

κατά το στάδιο εκμάθησης που προκύπτει από τη χρήση του πίνακα γειτνίασης που 
αντιπροσωπεύει τις ακμές ενός γράφου. Παρόλο που έχουν διεξαχθεί αρκετές μελέτες 
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σχετικά με την ανάλυση της πολυπλοκότητας [188], [189] και έχουν παρουσιαστεί 
ορισμένες εξελίξεις [190], [191], αυτό παραμένει ένα ανοιχτό ζήτημα προς διερεύνηση. 
Στα πλαίσια τις παρούσας διδακτορικής διατριβής, αυτό το ερευνητικό κενό 

επιδιώκεται να καλυφθεί με μια εναλλακτική προσέγγιση για την κατασκευή του 

γράφου που αναπαριστά τα δεδομένα εισόδου. 

Πέρα από την συνεισφορά των νευρωνικών δικτύων γράφων, η θεωρία Γράφων αποτελεί 
επίσης μια πολύτιμη πηγή γνώσης για την ανάλυση χρονοσειρών. Οι έννοιες της α) 
μετατροπής μιας χρονοσειράς σε δίκτυο β) της μελέτης των ιδιοτήτων της και γ) της 
εξαγωγής πληροφοριών για αυτή, έχουν προταθεί εδώ και πολλά χρόνια με τη θεωρία των 

Γράφων ορατότητας (Visibility Graph - VG) [192]. Ο γράφος ορατότητας διατηρεί αρκετές 
ιδιότητες της χρονοσειράς [193], [194] στη δομή του επιτρέποντας την διεξαγωγή 
εργασιών Γράφο-θεωρητικής ανάλυσης χρονοσειρών, όπως η εξαγωγή χαρακτηριστικών, 
ο τοπολογικός χαρακτηρισμός και η αναγνώριση δομικών ιδιοτήτων. Στη βιβλιογραφία 

συναντάται μια πληθώρα εφαρμογών των Γράφων ορατότητας που κυμαίνονται από την 
επεξεργασία εικόνας [195] και τη νευροεπιστήμη [196]–[198] μέχρι τα χρηματοοικονομικά 
[199], [200] και τις επικοινωνίες [201]. Ένας σημαντικός αριθμός δημοσιεύσεων έχει 
αφιερωθεί στην πρόβλεψη χρονοσειρών [202]. Οι περισσότερες από αυτές βασίζονται στη 

χρήση μέτρων ομοιότητας [203]–[206] μεταξύ των κόμβων για την εξαγωγή των 
προβλέψεων, ενώ σπάνια έχουν χρησιμοποιηθεί ευρετικές προσεγγίσεις [207]. Αν και οι 
προαναφερθείσες τεχνικές υπερτερούν των στατιστικών μεθόδους [208], [209], δεν 
μπορούν να συγκριθούν με τις μεθοδολογίες μηχανικής μάθησης, καθώς δεν διαθέτουν τη 

διαδικασία εκμάθησης ενός μοντέλου από ένα σύνολο δεδομένων εκπαίδευσης. Ωστόσο, 
πολύ λίγες προσπάθειες έχουν γίνει μέχρι στιγμής για την ενσωμάτωση Γράφων 
ορατότητας σε μοντέλα πρόβλεψης που βασίζονται σε αλγορίθμους μηχανικής μάθησης 
[210]–[215]. 

Λιγότερη ακόμα ερευνητική πρόοδος έχει σημειωθεί μέχρι στιγμής σχετικά με το 
συνδυασμό Γράφων ορατότητας και νευρωνικών δικτύων Γράφων. Αυτή αφορά 

αποκλειστικά και μόνο εφαρμογές αναγνώρισης προτύπων και ταξινόμησης [216]–[218]. 
Οι προσομοιώσεις που περιλαμβάνονται στα άρθρα αυτά, επιβεβαιώνουν ότι οι 
προτεινόμενες προσεγγίσεις ξεπερνούν σε απόδοση αυτές που στηρίζονται σε μεθόδους 
βαθιάς μάθησης. Επομένως φαίνεται να ενθαρρύνεται η περαιτέρω επιδίωξη της ανάπτυξης 

τέτοιων μοντέλων, που προορίζονται όχι μόνο για εφαρμογές ταξινόμησης αλλά και 
παλινδρόμησης. Στην παρούσα διατριβή προτείνεται μια νέα μέθοδος για την 

βραχυπρόθεσμη πρόβλεψη του ηλεκτρικού φορτίου, η οποία θα αναφέρεται στη 

συνέχεια ως νευρωνικά δίκτυα Γράφων ορατότητας (Visibility Graph Neural 

Networks - VGNN) και η οποία αξιοποιεί αποτελεσματικά τα συνδυασμό των Γράφων 

ορατότητας και των νευρωνικών δικτύων γράφων. Αυτό περιγράφεται αναλυτικά στη 

συνέχεια. 

2.3.1.2.1 Στοιχεία θεωρίας Γράφων ορατότητας 

Οι γράφοι ορατότητας προτάθηκαν ως εργαλείο για την ανάλυση χρονοσειρών αρχικά από 
τον Lacasa κ.α. [219]. Σύμφωνα με αυτούς, ο Γράφος ορατότητας είναι ένας αλγόριθμος 
που δημιουργεί ένα μη κατευθυνόμενο δίκτυο, έχοντας δεδομένη ως είσοδο μία 

χρονοσειρά. Το βασικό κίνητρο πίσω από την ανάπτυξη αυτού του αλγορίθμου ήταν η 
πρόθεση για το σχεδιασμού ένος εργαλείου για το στατιστικό χαρακτηρισμό των 
χρονοσειρών, βασισμένο στη θεωρία Γράφων. Η ανάλυσή του στα πλαίσια της παρούσας 
έρευνας αρχίζει με την παρουσίαση του απλούστερου Γράφου ορατότητας, ο οποίος 
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αποκαλείται ως Γράφος φυσικής ορατότητας (natural visibility graph - NVG) και ο οποίος 
ορίζεται παρακάτω ως εξής: 

Ας θεωρήσουμε ως {𝑥(𝑡𝑖)}𝑖=1,…,𝑁 μια χρονοσειρά που αποτελείται από 𝑁 μονοδιάστατες 

παρατηρήσεις, καθεμιά καταχωρημένη την χρονική στιγμή 𝑡𝑖. Θεωρούμε ότι κάθε 
παρατήρηση της χρονοσειράς αντιστοιχεί σε έναν κόμβο του Γράφου φυσικής ορατότητας 

NVG. Δύο κόμβοι  και  του γράφου χαρακτηρίζονται ως συνδεδεμένοι εάν υπάρχει μία 

οπτική επαφή (line of sight - LoS) μεταξύ των τιμών (ύψη) των παρατηρήσεων 𝑥(𝑡𝑖) και 

𝑥(𝑡𝑗) και η οποία δεν τέμνει καμία ενδιάμεση τιμή (ύψος) παρατήρησης 𝑥(𝑡𝑘). Το  Σχήμα 

4 απεικονίζει την παραπάνω πρόταση ή οποία εκφράζεται με μαθηματικούς όρους υπό το 
ακόλουθο γεωμετρικό κριτήριο: 

𝑥(𝑡𝑘) < 𝑥(𝑡𝑖) + 𝑥 (𝑥(𝑡𝑗) − 𝑥(𝑡𝑖))
𝑡𝑘−𝑡𝑖

𝑡𝑗−𝑡𝑘
  (2.15) 

 

Σχήμα 4: α) Τυχαίο παράδειγμα μιας χρονοσειράς 13 σημειακών δεδομένων σε μορφή διαγράμματος 

με μπάρες με τις αντίστοιχες γραμμές ορατότητας (lines of visibility - LoV) κάθε σημειακού 

δεδομένου. β) Ο σχετικός με τη χρονοσειρά μη κατευθυνόμενος γράφος που δημιουργείται από τον 

Γράφο ορατότητας χρησιμοποιώντας το κριτήριο (2.15). Κάθε κόμβος του γράφου αντιστοιχεί σε ένα 

σημειακό δεδομένο ενώ κάθε ακμή μεταξύ δύο κόμβων αντιστοιχεί στην γραμμή ορατότητας 

ανάμεσα στα δεδομένα αυτά. 

Ο αλγόριθμος που υλοποιεί τον παραπάνω κανόνα προκειμένου να απεικονίσει μία 
χρονοσειρά ως δομικά στοιχεία ενός Γράφου ορατότητας είναι απλός και περιγράφεται 
λεπτομερώς στην βιβλιογραφία [220]. Ο Γράφος ορατότητας που παράγεται από μία 
χρονοσειρά κατέχει μια σειρά από χρήσιμες ιδιότητες οι οποίες περιγράφονται παρακάτω:  

1. Ο Γράφος είναι συνδεδεμένος: δηλαδή, κάθε κόμβος βλέπει τουλάχιστον τους δύο 
κοντινότερους σε αυτόν κόμβους (αριστερά και δεξιά).  

2. Ο Γράφος είναι μη κατευθυνόμενος: δηλαδή, ο τρόπος με τον οποίο κατασκευάζει 
ο αλγόριθμος τον Γράφο, δεν επιβάλλει την έννοια της κατεύθυνσης στους 
συνδέσμους μεταξύ των κόμβων. 

3. Ο Γράφος είναι αμετάβλητος σε ομοπαραλληλικούς μετασχηματισμούς των 

δεδομένων της χρονοσειράς: δηλαδή, η μορφή του γράφου ορατότητας παραμένει 
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ίδια σε κάθε πιθανή αλλαγή κλίμακας των δεδομένων ως προς τον οριζόντιο ή τον 
κατακόρυφο άξονα αλλά και σε κάθε πιθανή οριζόντια ή κάθετη μετατοπίσή τους. 

Λαμβάνοντας ως αφετηρία την αξιωματική θεμελίωση του Γράφου φυσικής ορατότητας 

NVG, ένας αριθμός από παραλλαγές του αρχικού αλγορίθμου έχει προταθεί όπως: ο 
οριζόντιος Γράφος ορατότητας HVG [221], ο περιορισμένος διαπερατός γράφος 
ορατότητας (limited penetrable visibility graph - LPVG) [222], ο πολυμορφικός γράφος 
ορατότητας (multiplex visibility graph - MVG) [223], και ο γράφος ορατότητας εικόνας 

(image visibility graph - IVG) [224], με στόχο τη μελέτη ειδικών περιπτώσεων 
χρονοσειρών και τον εντοπισμό διαφορετικών ιδιοτήτων [202]. Στα πλαίσια της εργασίας 

αυτής χρησιμοποιείται μόνο ο γράφος φυσικής ορατότητας.  

2.3.1.2.2 Νευρωνικά δίκτυα γράφων 

Η τοπολογία των νευρωνικών δικτύων Γράφων προτάθηκε αρχικά από τον Scarselli κ.α. 
[225]. Τα νευρωνικά δίκτυα Γράφων είναι ειδικά σχεδιασμένες αρχιτεκτονικές νευρωνικών 
δικτύων που λειτουργούν με δεδομένα με δικτυωτή δομή. Πριν από την αναλυτική 

περιγραφή της διαδικασίας εκμάθησης ενός νευρωνικού δικτύου γράφων, κρίνεται 

απαραίτητο να παρατεθούν ορισμένες χρήσιμες σημειώσεις. Έστω 𝒢 = (𝒱, ℰ) ένας μη 
κατευθυνόμενος Γράφος, όπου 𝒱 έναι ο χώρος που απεικονίζει το σύνολο των κόμβων του 

και ℰ το σύνολο των ακμών που συνδέουν τους κόμβους του. Οι διαστάσεις των 𝒱 και ℰ 
σημειώνονται ως |𝒱| = 𝑁 και |ℰ| = 𝑀 αντίστοιχα, κάτι το οποίο σημαίνει ότι ο γράφος  𝒢 

απαρτίζεται από 𝑁 κόμβους και 𝑀 ακμές. Επιπλέον. η ποσότητα 𝐴 ∈ ℝ𝑁×𝑁 είναι μια 
ιδιότητα των νευρωνικών δικτύων Γράφων. Αυτή, καλείται πίνακας γειτνίασης, ο οποίος 
ορίζεται ως ένας πίνακας λογικών τιμών με στοιχεία 𝑎𝑖𝑗 = 1 ή 𝑎𝑖𝑗 = 0 που δηλώνουν ότι 

οι κόμβοι 𝑖 και 𝑗  συνδέονται ή όχι. Στην συνέχεια, περιγράφουμε κάποιες επιπλέον 

παραμέτρους των νευρωνικών δικτύων Γράφων. Συγκεκριμένα, κάθε κόμβος 𝑛 
συνοδεύεται από μία ετικέτα (label) 𝑙𝑛, η οποία εκφράζει ένα χαρακτηριστικό του κόμβου 

𝑛, εδώ την κατανάλωση του ηλεκτρικού φορτίο, και ένα διάνυσμα κατάστασης 𝒙𝑛 ∈ ℝ
𝑁, 

που αναπαριστά την πληροφορία που περιέχεται στην γειτονιά, 𝑛𝑒[𝑛], του κόμβου 𝑛. Πιο 
συγκεκριμένα, η εξάρτηση του κόμβου 𝑛 από την γειτονιά του μπορεί να εκφραστεί από 
την ακόλουθη μη γραμμική, παραμετρική συνάρτηση ℎ: 

𝒙𝑛 = ∑ ℎ(𝑙𝑛, 𝒍(𝑛,𝑢) ,𝒍𝑢, 𝒙𝑢)𝑢∈𝑛𝑒[𝑛]   (2.16)  

όπου με 𝒍(𝑛,𝑢), 𝒍𝑢, 𝒙𝑢 δηλώνονται οι ετικέτες των ακμών, οι οποίες εκφράζουν κάποια 

χαρακτηριστικά που έχουν να κάνουν με τη σχέση των κόμβων που συνδέουν, οι ετικέτες 

των κόμβων και τα διανύσματα κατάστασης στην γειτονιά του 𝑛, αναφερόμενα εφεξής ως 

𝒙𝑛𝑒[𝑛]. Η συνάρτηση ℎ είναι ένα νευρωνικό δίκτυο πρόσθιας τροφοδότησης (Feedforward 

Neural Network - FFNN), που έχει το ρόλο του να συγκεντρώνει τη πληροφορία από τη 

γειτονιά του κόμβου 𝑛, και ως εκ τούτου στο εξής θα αναφέρεται ως συνάρτηση 
𝐴𝐺𝐺𝑅𝐸𝐺𝐴𝑇𝐸  ή 𝐴𝐺𝐺 . 

Η βασική λειτουργία ενός νευρωνικού δικτύου Γράφων είναι η ανανέωση των 
καταστάσεων όλων των κόμβων επαναληπτικά α) συγκεντρώνοντας την πληροφορία από 
τη γειτονιά του κάθε κόμβου και β) υπολογίζοντας την κατάσταση του κάθε κόμβου κατά 
την προηγούμενη επανάληψη ώστε να παραχθούν οι τιμές της μεταβλητής εξόδου, δηλαδή 

οι προβλέψεις της κατανάλωσης του ηλεκτρικού φορτίου. Η διαδικασία αυτή εκφράζεται 
από τις ακόλουθες σχέσεις: 
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𝒙𝑛(𝑡 + 1) = ∑ 𝐴𝐺𝐺𝑅𝐸𝐺𝐴𝑇𝐸 (𝑙𝑛, 𝒍(𝑛,𝑢) ,𝒍𝑢, 𝒙𝑢(𝑡))

𝑢∈𝑛𝑒[𝑛]

𝒐𝑛(𝑡) = 𝑈𝑃𝐷𝐴𝑇𝐸(𝒙𝑛(𝑡), 𝑙𝑛)

    , ∀𝑛 ∈ 𝒱 

(2.17) 

όπου 𝑈𝑃𝐷𝐴𝑇𝐸  (ή 𝑈𝑃𝐷) είναι ένα νευρωνικό δίκτυο πρόσθιας τροφοδότησης μέσω του 
οποίου παράγονται οι τιμές εξόδου 𝒐𝑛. 

Για λόγους σαφήνειας στην παρουσίαση της μεθόδου, ένα παράδειγμα ενός νευρωνικού 
δικτύου Γράφων που εφαρμόζεται σε έναν τυχαίο γράφο 5 κόμβων απεικονίζεται στο 
Σχήμα 5. Η συγκεκριμένη απεικόνιση του μοντέλου αυτού δείχνει την μεταβίβαση των 

μηνυμάτων πληροφορίας κατά μήκος των 𝑡 επιπέδων του δικτύου. Κάθε επίπεδο 
αντιστοιχεί σε μια χρονική στιγμή και περιέχει ένα αντίγραφο όλων των μονάδων του 
δικτύου κωδικοποίησης. Οι συνδέσεις μεταξύ των επιπέδων εξαρτώνται από τη  

συνδεσιμότητα του δικτύου κωδικοποίησης. Τις μονάδες του δικτύου αποτελούν τα 𝐴𝐺𝐺  

και 𝑈𝑃𝐷 που αντιπροσωπεύουν τα νευρωνικά δίκτυα πρόσθιας τροφοδότησης 
𝐴𝐺𝐺𝑅𝐸𝐺𝐴𝑇𝐸  και 𝑈𝑃𝐷𝐴𝑇𝐸 αντίστοιχα.  

 

Σχήμα 5: Επισκόπηση του Γράφου (αριστερά), και το εκτεταμένο δίκτυο, το οποίο απεικονίζει την 

αλληλουχία των επιπέδων του δικτύου κωδικοποίησης (δεξιά). Το μοντέλο συγκεντρώνει μηνύματα 

από τους τοπικούς γείτονες κάθε κόμβου, τα οποία μηνύματα με τη σειρά τους βασίζονται στην 

συγκεντρωμένη πληροφορία των δικών τους γειτόνων, κ.ο.κ. Κάθε χρονική στιγμή αναπαριστά ένα 

επίπεδο του νευρωνικού δικτύου Γράφων. 

Μία λίστα που αποτελείται από α) τα σύνολα των ετικετών των ακμών, β) τις ετικέτες των 
κόμβων, και γ) τα διανύσματα κατάστασης σε κάθε χρονική στιγμή 𝒕′, στην γειτονιά κάθε 
κόμβου δίνεται στον πίνακα Πίν. 
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Πίνακας 1: Πληροφορία της γειτονιάς κάθε κόμβου ενός τυχαίου γράφου με 5 κόμβους  

Πληροφορία κόμβος 1 κόμβος 2 κόμβος 3 κόμβος 4 κόμβος 5 

𝒍𝑐𝑜[𝑛]  {𝑙(1,2)} {𝑙(1,2), 𝑙(2,3), 𝑙(2,4)} {𝑙(2,3), 𝑙(3,4)} {𝑙(2,3), 𝑙(3,4), 𝑙(4,5)} {𝑙(4,5)} 

𝒍𝑛𝑒 [𝑛] {𝑙2} {𝑙1 , 𝑙3 , 𝑙4} {𝑙2 , 𝑙4} {𝑙2 , 𝑙3 , 𝑙5} {𝑙4} 

𝒙𝑛𝑒 [𝑛]
(𝑡)

 {𝒙1
(𝑡)
, 𝒙2

(𝑡)
} {𝒙1

(𝑡)
, 𝒙2
(𝑡)
, 𝒙3

(𝑡)
, 𝒙4
(𝑡)
} {𝒙2

(𝑡)
, 𝒙3
(𝑡)
, 𝒙4
(𝑡)
} {𝒙2

(𝑡)
, 𝒙3
(𝑡)
, 𝒙4

(𝑡)
, 𝒙5
(𝑡)
} {𝒙4

(𝑡)
, 𝒙5

(𝑡)
} 
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Δοθέντος ενός συνόλου κόμβων με ετικέτες, η διαδικασία εκπαίδευσης έγκειται στην 

εκμάθηση των βαρών 𝑾 = {𝒘𝑖
𝑗} ∈ ℝ𝑎𝑗×𝑐𝑗 | 𝑖 ∈ {𝐴𝐺𝐺, 𝑈𝑃𝐷}, 𝑗 ∈ {1, … , 𝑝} καθώς και της 

πόλωσης 𝒃 = {𝒃𝑖
𝑗 }  ∈ ℝ𝑎𝑗 | 𝑖 ∈ {𝐴𝐺𝐺,𝑈𝑃𝐷}, 𝑗 ∈ {1,… , 𝑝} , όπου 𝑎𝑗 είναι ο αριθμός των 

νευρώνων του 𝑗-οστού επιπέδου και 𝑐𝑗 είναι ο αριθμός των νευρώνω του 𝑗 − 1-οστού 

επιπέδου. Όπως έχει ήδη αναφερθεί, οι συντμήσεις 𝐴𝐺𝐺  and 𝑈𝑃𝐷 αναφέρονται στα βάρη 

και τη μεροληψία των δικτύων 𝐴𝐺𝐺𝑅𝐸𝐺𝐴𝑇𝐸 και 𝑈𝑃𝐷𝐴𝑇𝐸 αντίστοιχα, ενώ οι εκθέτες 
1, … ,𝑝 − 1 υποδεικνύουν τα κρυφά επίπεδα με 𝑝 το επίπεδο εξόδου του κάθε δικτύου. Ο 
αλγόριθμος εκπαίδευσης που υιοθετείται στο προτεινόμενο μοντέλο θα παρουσιαστεί 

αμέσως μετά. 

2.3.1.2.3 Νευρωνικά δίκτυα Γράφων ορατότητας 

Τα δυο προαναφερθέντα θεωρητικά πλαίσια συγχωνεύονται για να δημιουργήσουν το 

προτεινόμενο μοντέλο, τα νευρωνικά δίκτυα Γράφων ορατότητας, το οποίο έχει σχεδιαστεί 
κατάλληλα ώστε να παρέχει προβλέψεις για τις μελλοντικές τιμές του ηλεκτρικού φορτίου. 
Το πρώτο στάδιο της διαδικασίας εκπαίδευσης των νευρωνικών δικτύων Γράφων 
ορατότητας είναι η κατασκευή του πίνακα 𝑭 ∈ ℝ𝑁×𝐷, ο οποίος φαίνεται στο Σχήμα 6. 

 

Σχήμα 6. Γραφική απεικόνιση του πίνακα που περιέχει τα δεδομένα εκπαίδευσης του μοντέλου 

νευρωνικών δικτύων Γράφων ορατότητας. 

Ο δείκτης κάθε μίας από τις 𝑁 γραμμές του πίνακα 𝐹 αναπαριστά μία χρονική στιγμή, ενώ 
οι 𝐷 στήλες του αποτελούνται από το διάνυσμα της μεταβλητής εξόδου, δηλαδή του 

ηλεκτρικού φορτίου 24 ώρες μετά την τρέχουσα χρονική στιγμή, 𝒇(𝑜𝑢𝑡) ∈ ℝ𝑁, τις 

τρέχουσες τιμές του φορτίου, 𝒇1
(𝑖𝑛)

∈ ℝ𝑁 και τα διανύσματα των μεταβλητών εισόδου 

𝒇2
(𝑖𝑛)

,… , 𝒇𝐷−1
(𝑖𝑛)

∈ ℝ𝑁, που μπορεί να αναφέρονται σε τιμές φορτίου ή σε τιμές εξωγενών 

χαρακτηριστικών. Η μετατροπή του διανύσματος, 𝒇1
(𝑖𝑛)

∈ ℝ𝑁, σε έναν γράφο φυσικής 

ορατότητας σύμφωνα με τον παραπάνω αλγόριθμο, είναι το πρώτο στάδιο της 
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προτεινόμενης μεθόδου. Θα πρέπει να σημειωθεί ότι ένας προκαθορισμένος αριθμός 

δεικτών των γραμμών, έστω 𝑆, του πίνακα δεδομένων εκπαίδευσης, 𝑭 = [𝑭𝑇 ; 𝑭𝑉], 
χρησιμοποιείται για αξιολόγηση (validation) κατά το στάδιο εκπαίδευσης. Κατά συνέπεια 

προκύπτει μία λίστα με τις ακμές του γράφου 𝑬𝑇 ∈ ℝ𝑙𝐸,𝑇, 𝑬𝑉 ∈ ℝ𝑙𝐸,𝑉 , όπου 𝑙𝐸,𝑇  και 𝑙𝐸,𝑉 

που δηλώνουν το συνολικό αριθμό ακμών των Γράφων που αναφέρονται στα σύνολα 
δεδομένων εκπαίδευσης και αξιολόγησης αντίστοιχα, καθώς και οι αντίστοιχοι πίνακες 

γειτνίασης 𝑨𝑇 ∈ ℝ(𝑁−𝑆)×(𝑁−𝑆) και 𝑨𝑉 ∈ ℝ𝑆×𝑆. 

Κατά το δεύτερο στάδιο, τα μεγέθη αυτά χρησιμοποιούνται για την εκπαίδευση ενός 
νευρωνικού δικτύου γράφων, με βάση το μηχανισμό του συστήματος εξισώσεων  (2.17). Ο 
αλγόριθμος εκμάθησης που περιγράφεται στον αλγόριθμο Αλγόριθμος 1 (βλ. 
ΠΑΡΑΡΤΗΜΑ Ι), βασίζεται σε μια στρατηγική καθόδου βασισμένης στην κλίση και 

περιλαμβάνει τα ακόλουθα βήματα: 

1) Οι καταστάσεις των κόμβων του γράφου εκπαίδευσης 𝒙𝑇(𝑡) ∈ ℝ
𝑁×(𝑁−𝑆) 

ανανεώνονται επαναληπτικά με τον αλγόριθμο Αλγόριθμος 2 (βλ. ΠΑΡΑΡΤΗΜΑ 

Ι) μέχρις ότου το σύστημα να φτάσει σε ένα σημείο ισορροπίας 𝒙(𝑡∗), όπου 𝑡∗ είναι 
η χρονική στιγμή κατά την οποία επιτυγχάνεται το σημείο αυτό. Πιο συγκεκριμένα, 

η διαδικασία αυτή επαναλαμβάνεται μέχρι η ποσότητα | 𝒙(𝑡) −  𝒙(𝑡 − 1)| να είναι 
μικρότερη από ένα προκαθορισμένο κατώφλι . Τα στοιχεία που απαιτούνται για 

τον προσδιορισμό της κατάστασης ενός κόμβου 𝒙𝑛, 𝑛 ∈ [1, … ,𝑁 − 𝑆] 
καθορίζονται από τις εξής εκφράσεις: 

{
 
 

 
 

𝑙𝑛 = 𝐹𝑛,2
𝑇

𝒍𝑐𝑜[𝑛] = [𝐹𝑛,3
𝑇 ;… ; 𝐹𝑛,𝐷

𝑇 ] ∗ [𝐴𝑛,1
𝑇 ; 𝐴𝑛,2

𝑇 ;… ; 𝐴𝑛,𝑁−𝑆
𝑇 ]

𝒍𝑛𝑒[𝑛] = [𝐹1,2
𝑇 ; … ; 𝐹𝑁−𝑆,2

𝑇 ] ∗ [𝐴𝑛,1
𝑇 ; 𝐴𝑛,2

𝑇 ;… ;𝐴𝑛,𝑁−𝑆
𝑇 ]

𝒙𝑛𝑒[𝑛] = [𝒙1,;… ;𝒙𝑁−𝑆] ∗ [𝐴𝑛,1
𝑇 ; 𝐴𝑛,2

𝑇 ;… ; 𝐴𝑛,𝑁−𝑆
𝑇 ]

 

(2.18)  

Όπου οι δείκτες ∙𝑖,𝑗 δηλώνουν την 𝑖-στή γραμμή και την 𝑗-οστή στήλη του εκάστοτε 

πίνακα. 

2) Η κλίση 
∂𝐞

∂𝐖
 υπολογίζεται σύμφωνα με τον αλγόριθμο Αλγόριθμος 3 (βλ. 

ΠΑΡΑΡΤΗΜΑ Ι). Ειδικότερα, η διαδικασία οπισθοδιάδοσης επαναλαμβάνεται 
μέχρι να επιτευχθεί ο μέγιστος αριθμός βημάτων οπισθοδιάδοσης . 

3) Τα βάρη 𝑾 ανανεώνονται χρησιμοποιώντας τη μέθοδο της ανθεκτικής 
οπισθοδιάδοσης (resilient backpropagation – RPROP) [99], που περιγράφεται στον  
αλγόριθμο Αλγόριθμος 4 (βλ. ΠΑΡΑΡΤΗΜΑ Ι), έως ότου να επιτευχθεί ο μέγιστος 

αριθμός εποχών εκμάθησης 𝑆𝑙. Οι εσωτερικές παράμετροι του αλγορίθμου, δηλαδή 

ο παράγοντας ελάττωσης 𝜂−, ο παράγοντας αύξησης 𝜂+, η σταθερά μέγιστης 
ανανέωσης 𝛥𝑚𝑎𝑥 και η σταθερά ελάχιστης ανανέωσης 𝛥𝑚𝑖𝑛, προσδιορίζονται από 
τον σχεδιαστή. 

4) Το σφάλμα αξιολόγησης υπολογίζεται για κάθε  αριθμό εποχών και αν είναι 

ελάχιστο, τα τρέχοντα βάρη αποθηκεύονται. 

Δοθέντος ενός πίνακα που περιέχει τα δεδομένα ελέγχου 𝑭𝐸 ∈ ℝ𝑄×𝐷, όπου 𝑄 είναι το 

πλήθος των παρατηρήσεων του συνόλου ελέγχου, ο αντίστοιχος πίνακας γειτνίασης 𝑨𝐸 ∈

ℝ𝑄×𝑄 προκύπτει μετατρέποντας την χρονοσειρά δεδομένων ελέγχου, [𝐹1,2
𝐸 ;… ;𝐹𝑄,2

𝐸 ], η 

οποία αποτελεί τη 2η στήλη του πίνακα 𝑭𝐸 σε έναν γράφο φυσικής ορατότητας. Αφού έχει 
ολοκληρωθεί η διαδικασία εκπαίδευσης, εφαρμόζοντας τον αλγόριθμο Αλγόριθμος 5 (βλ. 
ΠΑΡΑΡΤΗΜΑ Ι), υπολογίζονται οι προβλέψεις. 
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2.3.2 Μη επιβλεπόμενη μάθηση 

Η μη επιβλεπόμενη ή μη επιτηρούμενη μάθηση διαφέρει θεμελιωδώς από την 

επιβλεπόμενη καθώς μπορεί να διαχειριστεί μη επισημασμένα (unlabeled) δεδομένα, 
δηλαδή δεδομένα από τα οποία απουσιάζουν οι τιμές της εξαρτημένης μεταβλητής ή 
μεταβλητής εξόδου. Οι αλγόριθμοι που ακολουθούν αυτή την προσέγγιση, χρησιμοποιούν 
το σύνολο των διαθέσιμων δεδομένων. Ως στόχο έχουν την αναγνώριση μοτίβων 

ομοιότητας, και την συνακόλουθη ομαδοποίηση των δεδομένων βάσει των μοτίβων αυτών. 
Παρόλο που οι μέθοδοι μη επιβλεπόμενης μάθησης ενδείκνυνται κατά κύριο λόγο για 
εφαρμογές ομαδοποίησης (clustering) [226], εν τούτοις είναι δυνατόν, να αξιοποιηθεί η 
πληροφορία που αποκτάται σχετικά με το βαθμό ομοιότητας των δεδομένων για την 

ανάπτυξη ανταγωνιστικών μοντέλων πρόβλεψης χαρακτηριστικών από χρονοσειρές [227], 
[228]. Μεταξύ των αλγορίθμων μάθησης χωρίς επίβλεψη που ξεχωρίζουν για τη δημοφιλία 
και την επίδοσή τους, είναι η μέθοδος των Κ-πλησιέστερων γειτόνων (k-nearest neighbor 
- KNN), η ανάλυση σε κύριες συνιστώσες (Principal component analysis - PCA), και τα 

πιο πρόσφατα δίκτυα βαθιάς πεποίθησης (deep belief networks - DBN) καθώς και η 
αντιπαραθετική (adversarial) μηχανική μάθηση [229], [230]. 

2.3.2.1 Αραιή αναπαράσταση 

Η αραιή κωδικοποίηση είναι μια κατηγορία μεθόδων χωρίς επίβλεψη για την εκμάθηση 
συνόλων από υπερπλήρεις βάσεις για την αποτελεσματική αναπαράσταση δεδομένων. Ο 

στόχος της αραιής κωδικοποίησης είναι να βρεθεί ένα σύνολο 𝑘 διανυσμάτων βάσης 𝜑𝑖  
έτσι ώστε να γίνει δυνατή η αναπαράσταση ενός οποιουδήποτε διανύσματος εισόδου 𝒙 ως 
ένας γραμμικός συνδυασμός αυτών των διανυσμάτων βάσης: 

𝒙 =∑𝑎𝑖𝜑𝑖

𝑘

𝑖=1

 

(2.19) 

Η αραιότητα, που υλοποιείται με τις αντίστοιχες μεθόδους αραιής αναπαράστασης, είναι 
μια έννοια (συνοδευόμενη από τα σχετικά ευρέως διαδεδομένα μοντέλα μηχανικής 
μάθησης), σκοπός της οποίας είναι η ανακατασκευή με αποτελεσματικό τρόπο, ενός ή ενός 
συνόλου σημάτων, από ένα γραμμικό συνδυασμό, λίγων το πλήθος, μη μηδενικών 

συντελεστών μιας κατάλληλης βάσης (ή λεξικού). Αυτή η βάση είναι συνήθως 
εξοπλισμένη με την ιδιότητα της υπερπληρότητας (overcomplete), η οποία δηλώνει ότι ο 
αριθμός των στοιχείων του λεξικού (ή ατόμων) πρέπει να είναι μεγαλύτερος από τη 
διάσταση του διανύσματος εισόδου. Συνεπώς, οι αραιές μέθοδοι κωδικοποιούν 

οποιαδήποτε παρατήρηση μιας χρονοσειράς, παρέχοντας μια λύση που ενεργοποιεί όσο το 
δυνατόν λιγότερα στοιχεία του λεξικού. Κατά τη διάρκεια των προηγούμενων ετών, μια 
σειρά από σημαντικές ερευνητικές εργασίες παρέχουν στοιχεία ότι η αραιή αναπαράσταση 
είναι μια διαδεδομένη μέθοδος για επιστημονικούς κλάδους όπως η επεξεργασία σήματος 

και εικόνας, η υπολογιστική όραση και η μηχανική μάθηση, η θεωρία πληροφοριών, η 
νευροεπιστήμη και συναφείς τομείς [231]–[235]. Έχει επίσης υποστηριχθεί ότι το τμήμα 
V1 του εγκεφάλου λειτουργεί με παρόμοιο τρόπο υπό τους αντικειμενικούς περιορισμούς 
αραιότητας [236]. 

Στο σημείο αυτό θα πρέπει να γίνει η επεξήγηση κάποιων απαιτούμενων όρων  ορολογίας, 
προς διευκόλυνση της κατανόησης της μεθόδου από τον ενδιαφερόμενο αναγνώστη. Τα 

μονοδιάστατα διανύσματα με μηδενικά ή μοναδιαία στοιχεία αναπαρίστανται με 𝟎𝑑 ∈ 𝑅
𝑑 

και 𝟏𝑑 ∈ 𝑅
𝑑, αντίστοιχα. Έστω επίσης ℓ0 και ℓ𝑞 (για 𝑞 ≥ 1) οι αντίστοιχες νόρμες του 
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διανύσματος στήλης: ℓ0(𝒙) =, ‖𝒙‖0 ≜ #{𝑗  υ.π.τ. [𝒙]𝑗 ≠ 0}, ‖𝒙‖𝑞 ≜ (∑ |[𝒙]𝑖|
𝑚
𝑖=1

𝑞
)
1

𝑞. 

Τέλος, η νόρμα Frobenius ενός πίνακα δηλώνεται ως ‖𝑿‖𝐹 ≜ (∑ ∑ |([𝑿]𝑖 ,𝑗)
2|𝑛

𝑗=1
𝑚
𝑖=1 )

1

2 =

√𝑇𝑟(𝑿𝑇𝑿) με 𝑇𝑟(⋅) τον τελεστή ίχνους και T τον τελεστή αναστροφής. 

Έχοντας εφοδιαστεί με την ανωτέρω ορολογία και ορίζοντας τα απαραίτητα μεγέθη, 
ακολουθεί η παρουσίαση της προτεινόμενη προσέγγισης αραιής κωδικοποίησης για την 

βραχυπρόθεσμη πρόβλεψη του ηλεκτρικού φορτίου. Έστω 𝒙(𝑘) ∈ ℝ𝑑 ένα k-διάστατο 

διάνυσμα του οποίου τη τελευταία (πιο πρόσφατη) τιμή [𝒙(𝑘)]𝑑 αντιστοιχεί στην τιμή της 

ζήτησης της ηλεκτρικής ενέργειας 𝐸𝐿(𝑘) = [𝒙(𝑘)]𝑑 οποιασδήποτε ζητούμενης χρονικής 

στιγμής k, ενώ το [𝒙(𝑘)]𝑖, 𝑖 ∈ [1:𝑑 − 1] δηλώνει κάθε προηγούμενη (δηλ. ιστορική) τιμή 
του ηλεκτρικού φορτίου. Στη συνέχεια ορίζεται ένα σύνολο ακολουθιών (δηλ. μία 
ομαδοποίηση δεδομένων σε μορφή πίνακα) διατάσσοντας σειριακά ομάδες από N-

διάστατες ακολουθίες 𝒙(𝑘), 𝑿 = [𝒙(1), 𝒙(2), . .𝐱(𝑁)]: 𝑿 ∈ ℝ𝑑×𝑁. 

Ιδανικά, εάν ο χώρος των d-διαστάσεων είναι εφοδιασμένος με ένα υπερπλήρες λεξικό 

𝑫 = [𝒅(1), 𝒅(2), . . . , 𝒅(𝐾)] ∈ ℝ𝑑×𝐾 (με 𝐾 > 𝑑), που προκύπτει από το 𝑿 και μια ακολουθία 

ενδιαφέροντος 𝒒 ∈ ℝ𝑑, η μέθοδος της αραιής αναπαράστασης μορφοποιείται από τις 
ακόλουθες ισοδύναμες μεταξύ τους μορφές είτε κανονικοποιημένου είτε υπό περιορισμούς 

προβλήματος βελτιστοποίησης, όπως εκφράζονται από τις (2.20) και (2.21), αντίστοιχα: 

𝑚𝑖𝑛
𝜶
(
1

2
‖𝒒 −𝑫𝜶‖2

2 + 𝜆𝜓(𝜶)) 
(2.20) 

𝑚𝑖𝑛
𝜶
(
1

2
‖𝒒− 𝑫𝜶‖2

2), υ.τ.π: 𝜓(𝛂) ≤ 𝜌  (2.21) 

Παρακάτω παρατίθενται μερικές λεπτομέρειες για τους παραπάνω όρους. Το διάνυσμα 

συντελεστών 𝜶 ∈ ℝ𝐾 των (2.20) και (2.21), αναπαριστά τους αραιά κατανεμημένα 

συντελεστές του σήματος εισόδου ενδιαφέροντος 𝒒 ∈ ℝ𝑑. ‖𝒒 − 𝑫𝜶‖2
2 είναι η 

αναπαράσταση του σφάλματος ανακατασκευής ανάμεσα στο σήμα εισόδου ενδιαφέροντος 
𝒒 και της αραιής του αναπαράστασης 𝑫𝜶. Η παράμετρος λάμδα (𝜆) δηλώνει την παράμετρο 

κανονικοποίησης (ή τον πολλαπλασιαστή Lagrange). Τέλος, η συνάρτηση ποινής 𝜓(⋅) 
δηλώνει τον όρο επιβαλλόμενης αραιότητας των συντελεστών, η πυκνότητα της οποίας 

ρυθμίζεται από την παράμετρο  𝜆. Πιο συγκεκριμένα, όταν 𝜆 = 0 προκύπτουν πυκνές λύσεις 
των συντελεστών, ενώ όσο το 𝜆 αυξάνεται τόσο υπερισχύει ο όρος της αραιότητας.  Στη 

σχέση (2.21) η παράμετρος 𝜌 χρησιμοποιείται για να αναπαραστήσει ένα μέτρο του επιπέδου 
αραιότητας (δηλ. του αριθμού των μη μηδενικών συντελεστών) του διανύσματος 
αναπαράστασης 𝜶. 

Τυπικά, η συνάρτηση 𝜓(⋅) ενσωματώνει τη νόρμα ℓ𝑝, ορισμένη για 1 ≤ 𝑝 ≤ ∞, του 

διανύσματος συντελεστών 𝜶, δηλ. 𝜓(𝜶) = ℓ𝑝(𝜶) = (∑ ([𝒂]𝑗)
𝑝𝐾

𝑗=1 )
1

𝑝 για μια 

συγκεκριμένη τιμή του p. Μερικές από τις πιο δημοφιλείς μορφές που συναντώνται στην 

βιβλιογραφία είναι αυτές που ενσωματώνουν τις νόρμες ℓ0 και ℓ1, αντιστοιχα. Στα πλαίσια 
της παρούσας εργασίας, προτείνεται, επιπρόσθετα στις προαναφερθείσες τυπικές μορφές, 
η χρήση άλλων νορμών, συμπεριλαμβανομένων εκείνων οι οποίες επιλέγουν άτομα που 
βρίσκονται στον κυρτό φλοιό του χώρου των χαρακτηριστικών, συνθέτοντας την 

αρχετυπική ανάλυση, καθώς και μία νόρμα κανονικοποίησης με δομή ιεραρχικού δέντρου 
[237], η οποία έχει αποδειχθεί χρήσιμη σε μια πληθώρα περιπτώσεων διερεύνησης της 
συσχέτισης μεταξύ παρελθοντικών παρατηρήσεων της χρονοσειράς του ηλεκτρικού 
φορτίου. Παρόλο που οι προαναφερθείσες νόρμες έχουν περιγραφεί αναλυτικά στην 

βιβλιογραφία, για λόγους πληρότητας θα παρατεθούν στη συνέχεια κάποιες σημαντικές 
λεπτομέρειες σχετικά με την εφαρμογή τους. 



Ανάπτυξη επιβλεπόμενων και μη επιβλεπόμενων μεθόδων μηχανικής μάθησης για την μοντελοποίηση χρονικά 

εξελισσόμενων συστημάτων με εφαρμογές σε έξυπνα ηλεκτρικά δίκτυα  

 

Ν. Γιαμαρέλος 

 
56 

Όπως ορίστηκε νωρίτερα, η αραιή αναπαράσταση χρησιμοποιεί ένα υπερπλήρες σύνολο από 
ακολουθίες (ή άτομα) ενός λεξικού D. Ο σχηματισμός του λεξικού επιτυγχάνεται μέσα από 
μία συγκεκριμένη διαδικασία εκμάθησης η οποία προσπαθεί να προσαρμόσει τα άτομα του 

λεξικού στα δεδομένα εισόδου/εκπαίδευσης με τη μορφή γραμμικών συνδυασμών αυτών. 
Αυτές οι μέθοδοι μη επιβλεπόμενης μάθησης υπολογίζουν την συνάρτηση κόστους του 
σφάλματος ανακατασκευής με αξιοσημείωτα αποτελέσματα σε πολλούς τομείς μηχανικής 
μάθησης. Η εκμάθηση του λεξικού ορίζεται ως ένα από κοινού πρόβλημα βελτιστοποίησης 

ως προς το λεξικό 𝑫 = {𝒅(𝑗)},𝑗 = 1:𝐾 αλλά και τους συντελεστές 𝑨 = {𝜶(𝑘)}, 𝑘 = 1: 𝑁 και 
εκφράζεται συχνά ως εξής: 

𝑚𝑖𝑛
𝑫∈𝐶,𝑨∈ℝ𝐾×𝑁

(
1

2
‖𝑿 − 𝑫𝑨‖𝐹

2 +𝜆𝜓(𝑨)) 
(2.22) 

𝑚𝑖𝑛
𝑫∈𝐶,𝑨∈𝑅𝐾×𝑁

(
1

2
‖𝑿− 𝑫𝑨‖𝐹

2) s.t: 𝜓(𝐀) ≤ 𝜌 
(2.23) 

Όμοια με παραπάνω η συνάρτηση 𝜓(⋅) δηλώνει τον όρο της επιβαλλόμενης αραιότητας . Το 

σύνολο 𝐶 των ατόμων του λεξικού ορίζεται συχνά ως το κυρτό σύνολο των πινάκων που 
ικανοποιεί τον ακόλουθο περιορισμό: 

𝐶 ≜ {𝑫 ∈ ℝ𝑑×𝐾 υ.τ.π.: ∀𝑗=1:𝐾 , (𝒅
(𝑗))𝑇𝒅(𝑗) ≤ 1} (2.24) 

Η εξίσωση (2.24) επιτρέπει τη χρήση κανονικοποιημένων ατόμων και όχι αυθαίρετων 
προκειμένου να αποφευχθούν οι περιπτώσεις υπολογισμού μικρών τιμών συντελεστών.  

Η συνεισφορά της παρούσας έρευνας έγκειται επίσης στη διερεύνηση του σταδίου 
εκμάθησης του λεξικού, πέραν της τυπικής μορφοποίησης των νορμών 𝜓(⋅) και του 

περιορισμού 𝐶 του λεξικού D, α) τοποθετώντας τα άτομα του λεξικού σε ένα 
κατευθυνόμενο δέντρο και β) παρέχοντας μια λύση εμπνευσμένη από την αρχετυπική 
ανάλυση στην οποία το λεξικό D των αρχετύπων υπόκειται σε δύο δυικούς περιορισμούς: 

Ο πρώτος, υποστηρίζει ότι κάθε διάνυσμα 𝒙(𝑖) πρέπει να προσεγγίζεται από ένα κυρτό 

συνδυασμό κάποιων αρχετύπων 𝒅(𝑗), ενώ ο δεύτερος, διασφαλίζει ότι κάθε j-οστό 

αρχέτυπο πρέπει να προσεγγίζεται από ένα κυρτό συνδυασμό των διανυσμάτων 𝒙(𝑖).  

Συνοψίζοντας, η εκμάθηση του λεξικού 𝑫 ∈ ℝ𝑑×𝐾 πραγματοποιείται μέσω των σχέσεων 
(2.22) και (2.23) σε συνδυασμό με α) τους τυπικούς πριορισμούς του λεξικού της εξίσωσης  
(2.24) καθώς και τους επιπρόσθετους που αναφέρθηκαν παραπάνω και β) κατάλληλες 

μορφές για τις νόρμες 𝜓(⋅). Η είσοδος των αλγορίθμων που επιλύουν τις (2.22) και (2.23) 

είναι το σύνολο 𝑿 ∈ ℝ𝑑×𝑁 των d-διάστατων ακολουθιών, μήκους N. Προκειμένου να 
παραχθεί μια εκτίμηση (δηλ. μία πρόβλεψη) για μια τιμή του φορτίου τη χρονική στιγμή k, 

𝐸𝐿(𝑘), δημιουργείται μία ακολουθία ενδιαφέροντος εισόδου 𝒒 ∈ ℝ𝑑−1 μιας και η 
ζητούμενη τιμή 𝐸𝐿(𝑘)  είναι άγνωστη και πρόκειται να προβλεφθεί. Για το λόγο αυτό, η 

επίλυση της (2.20) ή (2.21) γίνεται με τη βοήθεια ενός περικομμένου λεξικού 𝑫𝑡𝑟 ∈
ℝ(𝑑−1)×𝐾 το οποίο περιέχει τις πρώτες (d-1) γραμμές του αρχικού λεξικού 𝑫 ∈ ℝ𝑑×𝐾.  
Γνωρίζοντας ότι η λύση της (2.20) ή (2.21) παρέχει ένα k-διάστατο αραιό διάνυσμα 

συντελεστών 𝜶𝑡𝑟 ∈ ℝ
𝐾, εξάγεται μία τιμή πρόβλεψης του φορτίου για την χρονική στιγμή 

k, 𝐸𝐿(𝑘)  εφαρμόζοντας τον ακόλουθο κανόνα ανακατασκευής: 

𝐸𝐿(𝑘) = 𝑫𝛼𝑡𝑟  (2.25) 

Θα πρέπει να αναφερθεί ότι για την εφαρμογή της (2.25), τα άτομα 𝒅𝑡𝑟
(𝑗)

 του περικομμένου 

λεξικού 𝑫𝑡𝑟  θα πρέπει να κανονικοποιηθούν εκ νέου ώστε να βρίσκονται στη μοναδιαία ℓ2 
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σφαίρα. Το Σχήμα 7 παρέχει μια γραφική απεικόνιση της διαδικασίας εκμάθησης του 

λεξικού  𝑫 ∈ ℝ𝑑×𝐾, ενώ το Σχήμα 8 δείχνει την προτεινόμενη μέθοδο για την εξαγωγή 

προβλέψεων 𝐸𝐿(𝑘) χρησιμοποιώντας ένα διάνυσμα 𝒒 ∈ ℝ𝑑−1 με παρελθοντικές τιμές της 

χρονοσειράς του φορτίου, το λεξικό 𝑫𝑡𝑟 ∈ ℝ
(𝑑−1)×𝐾, και το αντίστοιχο αραιό διάνυσμα 

συντελεστών 𝜶𝑡𝑟 ∈ ℝ
𝐾. 

 

Σχήμα 7: Γραφική απεικόνιση της διαδικασίας εκμάθησης του λεξικού D από ένα μητρώο X από N-

διάστατες ακολουθίες ηλεκτρικού φορτίου. 

 
 

Σχήμα 8: Προτεινόμενη μέθοδος για την πρόβλεψη του ηλεκτρικού φορτίου α) χρησιμοποιώντας ένα 

περικομμένο λεξικό Dtr για τον υπολογισμό των αραιών συντελεστών και β) εφαρμόζοντάς τους στο 

αρχικό λεξικό D. 

Μια συλλογή από τις μεθόδους αραιής αναπαράστασης για την πρόβλεψη του ηλεκτρικού 
φορτίου που διερευνώνται στα πλαίσια της διατριβής παρουσιάζεται στον  πίνακα Πίνακας 
2. Συγκεκριμένα, εφαρμόζονται οι ακόλουθες συναρτήσεις κόστους για αραιή 

αναπαράσταση και εκμάθηση λεξικού: α) η νόρμα ℓ0 που υλοποιείται με τους αλγορίθμους 

K-SVD και orthogonal matching pursuit (OMP), β) η νόρμα ℓ1 που υλοποιείται με τους 
αλγορίθμους online και least-angle regression-least absolute shrinkage and selection 
operator (LARS-LASSO), γ) η νόρμα ℓ2 που συνδέεται με περιορισμούς της αρχετυπικής 

ανάλυσης για τα άτομα και δ) μία νόρμα ℓ0
𝑡𝑟𝑒𝑒 όπου τα άτομα ενσωματώνονται σε μια 

δενδροειδή δομή g(T). Παρακάτω περιγράφεται σύντομα η κάθε μία από αυτές ως εξής: 

 

 

 

1

d

2

x(2) x(N)

EL(2) EL(N)

d(K)d(2)

=X Rd x N

[a
(1)
]1

a(1) a(N)

 RK x N

D Rd x K

[a
(1)
]2

[a
(1)
]K

EL(1)

d(1)x(1)
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Πίνακας 2: Λίστα μεθόδων αραιής αναπαράστασης για την πρόβλεψη ηλεκτρικού φορτίου  

Νόρμα 
Τύποι συνάρτησης 𝜓(⋅), σύνολα λεξικών C και πρόσθετες ιδιότητες 

του 𝜶 

ℓ0 
𝑚𝑖𝑛

𝑫∈𝐶,𝑨∈ℝ𝐾×𝑁
(0.5‖𝑿−𝑫𝑨‖𝐹

2), υ.τ.π.: ‖𝑨‖0≤ 𝜌 

𝐶 ≜ {𝑫∈ ℝ𝑑×𝐾 υ.τ.π.: ∀𝑗=1:𝐾, (𝒅
(𝑗))𝑇𝒅(𝑗) = 1} 

ℓ1 
𝑚𝑖𝑛

𝑫∈𝐶,𝑨∈ℝ𝐾×𝑁
(0.5‖𝑿−𝑫𝑨‖𝐹

2+𝜆‖𝑨‖1) 

𝐶 ≜ {𝑫∈ ℝ𝑑×𝐾 υ.τ.π.: ∀𝑗=1:𝐾, (𝒅
(𝑗))𝑇𝒅(𝑗) ≤ 1} 

ℓ2 

𝑚𝑖𝑛(‖𝑿−𝑫𝑨‖𝐹
2 = ‖𝑿−𝑿𝑩𝑨‖𝐹

2)  

υ.τ.π. 𝒂(𝑖) ∈ 𝛥𝐾, 𝒃
(𝑗) ∈ 𝛥𝑁 

𝛥𝐾 ≜ {𝒂
(𝑖) ∈ ℝ𝐾 υ.τ.π.  𝒂(𝑖) ≥ 0 𝜅𝛼𝜄 ∑[𝒂(𝑖)]𝑗

𝐾

𝑗=1

= 1} 

𝛥𝛮≜ {𝒃
(𝑗) ∈ ℝ𝑁 υ.τ.π.  𝐛(𝑗) ≥ 0 𝜅𝛼𝜄 ∑[𝒃(𝑗)]𝑖

𝑁

𝑖=1

=1}∀𝑖 ∈ [1:𝑁],& ∀𝑗

∈ [1:𝐾] 

ℓ0
𝑡𝑟𝑒𝑒 

𝑚𝑖𝑛
𝑫∈𝐶,𝑨∈ℝ𝐾×𝑁

(0.5‖𝑿−𝑫𝑨‖𝐹
2+𝜆ℓ𝑜

𝑡𝑟𝑒𝑒(𝑨)) 

𝐶 ≜ {𝑫∈ ℝ𝑑×𝐾 υ.τ.π.: ∀𝑗=1:𝐾, (𝒅
(𝑗))𝑇𝒅(𝑗) ≤ 1} 

 

1. Νόρμα ℓ0:K-SVD/OMP. Είναι γνωστό ότι η εφαρμογή της νόρμας ℓ0 οδηγεί σε ένα 
συνδυαστικό NP-σκληρό πρόβλημα βελτιστοποίηση, η λύση του οποίου μπορεί να 
επιτευχθεί μόνο μέσω προσεγγιστικών μεθόδων. Για το σκοπό αυτό, εφαρμόζονται 
άπληστοι αλγόριθμοι (greedy algorithms) για την εύρεση του διανύσματος βέλτιστης 

λύσης. Η στρατηγική αυτή έγκειται στην αναζήτηση του ατόμου που αντιστοιχεί στο 
δείγμα εισόδου με την ισχυρότερη συσχέτιση με την έννοια των ελαχίστων 
τετραγώνων. Στην περίπτωση αυτή, χρησιμοποιείται η δημοφιλής μέθοδος OMP 

[238]. Δοθέντος ενός λεξικού D και ενός τυχαίου δείγματος 𝒙(𝑖), η μέθοδος OMP 
επιλέγει διαδοχικά τα άτομα με την υψηλότερη συσχέτιση με το αντίστοιχο υπόλοιπο 

του δείγματος. Σε κάποιο βήμα s: 0 < 𝑠 ≤ 𝜌, με 𝜌 το επίπεδο αραιότητας, ο 

αλγόριθμος επιλογής του καταλληλότερου ατόμου εκφράζεται ως 𝑘𝑠 =
𝑎𝑟𝑔𝑚𝑎𝑥𝑗|(𝒅

(𝑗))𝑇𝒓𝑠−1|, όπου 𝒓𝑠−1 είναι το τρέχον υπόλοιπο. Έπειτα από την 

επιλογή ενός ατόμου, το σήμα 𝒙(𝑖) προβάλλεται στο εύρος των επί του παρόντος 

επιλεγμένων ατόμων ως: �̂�𝑠 = (𝑫𝑉𝑠)
+
𝒙(𝑖), όπου 𝑉𝑠 = 𝑉𝑠−1∪ 𝑘𝑠 αναπαριστά το 

σύνολο των δεικτών που δηλώνουν τα τρέχοντα επιλεγόμενα άτομα του λεξικού και 

𝑫𝑉𝑠  είναι το υποσύνολο του λεξικού με τα στοιχεία που καθορίζει το σύνολο των 

δεικτών 𝑉𝑠. Η τιμή του νέου υπολοίπου είναι 𝒓𝑠 = 𝒙
(𝑖) −𝑫𝑉𝑠 �̂�𝑠  και η διαδικασία 

επαναλαμβάνεται μέχρι είτε να επιλεχθούν 𝜌 άτομα, είτε να ελαχιστοποιηθεί η τιμή 
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του υπολοίπου. Στα πλαίσια της παρούσας έρευνας επιλέγεται ο αλγόριθμος batch-
OMP [239], με την αποδόμηση Cholesky. Η εκμάθηση του λεξικού, 

κανονικοποιημένου κατά τη νόρμα ℓ0 επιτυγχάνεται με τον αλγόριθμο KSVD/OMP. 

Δεδομένου ενός συνόλου δεδομένων εκπαίδευσης 𝑋 και του αντίστοιχου συνόλου 

αραιών συντελεστών 𝐴(𝑡) υπολογισμένων με τον αλγόριθμο OMP για το λεξικό 

𝑫(𝑡) = [𝒅1
(𝑡)
,𝒅2
(𝑡)
, . . . , 𝒅𝐾

(𝑡)
] κατά το βήμα επανάληψης t, ο στόχος είναι η απόκτηση 

του ανανεωμένου λεξικού 𝐷(𝑡+1): 

𝑚𝑖𝑛
𝑫(𝑡+1)

{‖𝑿 − 𝑫(𝑡+1)𝑨(𝑡)‖
𝐹

2
}   𝜐.τ.π.   ‖𝒂(𝑖),(𝑡)‖

0
≤ 𝜌 (2.26) 

Έστω 𝜔𝑘 το σύνολο των δεικτών που αφορούν τα δείγματα εκπαίδευσης τα οποία 

χρησιμοποιούν το άτομο 𝑑(𝑘),(𝑡): 𝜔𝑘 = {𝑖|1 ≤ 𝑖 ≤ 𝑁, [𝑨]𝑘,𝑖 ≠ 0} , με [𝑨](𝑘,∶) να 

δηλώνει την k-οστή γραμμή του πίνακα συντελεστών 𝑨 ∈ ℝ𝑑×𝑁. Έστω, επίσης 𝛺𝑘 ∈

𝑅𝐾×|𝜔𝑘| ένας πίνακας με μονάδες όπου (𝜔𝑘(𝑖), 𝑖) μηδενικά αλλού. Ορίζοντας τον 

πίνακα σφαλμάτων ως 𝑬𝑘 = 𝑿 −∑ 𝒅(𝑗),(𝑡) 𝑗≠𝑘 , ο πίνακας [𝑨]𝑗,: εκφράζει την 

πληροφορία που δεν μπορεί να εξηγηθεί από την αναπαράσταση αυτή. Επομένως, το 

k-οστό άτομο μπορεί να βελτιστοποιηθεί έτσι ώστε να αναπαριστά ακριβέστερα την 
πληροφορία αυτή. Συνοψίζοντας, ο αλγόριθμος K-SVD ανανεώνει το k-οστό άτομο 
εφαρμόζοντας παραγοντοποίηση ιδιαζουσών τιμών (singular value decomposition - 
SVD) στον πίνακα 𝑬𝑘

𝜔, όπου 𝑬𝑘
𝜔 = 𝑬𝑘𝛺𝑘, αναζητώντας τον κοντινότερο πίνακα 

βαθμού 1 έτσι ώστε 𝑬𝑘
𝜔 = 𝑼𝜟𝑽𝑇. Η ανανεωμένη τιμή 𝒅𝑘

(𝑡+1)
του k-οστού ατόμου 

ορίζεται ως η πρώτη στήλη του 𝑼, και το νέο διάνυσμα συντελεστών 𝒂𝜔
(𝑘)

 ως η πρώτη 

στήλη του 𝑽 πολλαπλασιασμένη με [𝜟]1,1. Η διαδικασία αυτή επαναλαμβάνεται για 

κάθε άτομο, δημιουργώντας ένα ανανεωμένο λεξικό, το οποίο χρησιμοποιείται από τον 

αλγόριθμο OMP ώστε να προκύψουν οι ανανεωμένοι αραιοί συντελεστές 𝑨(𝑡+1). 

2. Νόρμα ℓ1: ONLINE/LARS-LASSO. Η νόρμα ℓ1, χρησιμοποιείται ευρέως για την 
επίλυση προβλήματα αραιής αναπαράστασης δεδομένου ότι είναι σε θέση να 
παρέχει μια αναλυτική λύση σε πολυωνυμικό χρόνο. Παραδείγματα διαδεδομένων 
αλγορίθμων είναι η αναζήτηση βάσης (basis pursuit) καθώς και ο LASSO [240]. Σε 
αντίθεση με τις μεθόδους συντεταγμένης καθόδου, οι οποίες υποθέτουν ότι τα 

άτομα του λεξικού παρουσιάζουν χαμηλή συσχέτιση, εδώ εφαρμόζονται μεθόδοι 
που βασίζονται σε ομοτοπία (homotopy) όπως ο αλγόριθμος LARS-LASSO [241]. 

Μία ομοτοπία ανάμεσα σε δύο συνεχείς συναρτήσεις f και 𝑔 από έναν τοπολογικό 
χώρο 𝑋 σε έναν τοπολογικό χώρο 𝑌, ορίζεται ως μια συνεχής συνάρτηση 

𝐻: 𝑋 × [0,1] → 𝑌, δηλαδή μια απεικόνιση από το χώρο που ορίζεται από το 

γινόμενου του 𝑋 με το μοναδιαίο διάστημα [0,1] στον χώρο 𝑌, έτσι ώστε 𝐻(𝑥, 0) =
𝑓(𝑥) και 𝐻(𝑥,1) = 𝑔(𝑥) για κάθε x ∈ 𝑋.  Ο αλγόριθμος LARS-LASSO υπολογίζει 

την αλληλουχία των λύσεων μειώνοντας επαναληπτικά την τιμή του 𝜆 και 
χρησιμοποιώντας την προηγούμενη λύση σαν θερμική επανεκκίνηση. Έχει 
αναφερθεί ότι η μοναδικότητα της λύσης για μια συγκεκριμένη τιμή της 

παραμέτρου 𝜆, είναι εγγυημένη και κατ’ επέκταση μπορεί να αποδειχθεί ότι η 
αλληλουχία των λύσεων είναι τμηματικά γραμμική [242]. Η ιδιότητα αυτή είναι 
πολύ σημαντική καθώς ο αλγόριθμος ακολουθεί την κατεύθυνση κάθε λύσης 
εωσότου να φτάσει ένα κρίσιμο σημείο, όπου είτε ένα μη μηδενικό στοιχείο γίνεται 

μηδενικό (κι έτσι αφαιρείται από το ενεργό σύνολο συντελεστών), είτε ένα νέο μη 
μηδενικό στοιχείο προστίθεται στο ενεργό σύνολο συντελεστών. Ως αποτέλεσμα, 
η μέθοδος ομοτοπίας αρχικοποιείται με ένα κενό  σύνολο συντελεστών και 
ανανεώνει επαναληπτικά κατά ένα στοιχείο κάθε φορά. Η πολυπλοκότητα της 

μεθόδου βασίζεται στην αντιστροφή του πίνακα συνδιακύμανσης των επιλεγμένων 
ατόμων σε κάθε οριακό σημείο προκειμένου να ενημερωθεί το ενεργό σύνολο 
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συντελεστών, η οποία εκτελείται από την αποδόμηση Cholesky ή τον τύπο 
Woodbury. Στην παρούσα προσέγγιση υιοθετείται η μέθοδος online μάθησης σε 
συνδυασμό με τον αλγόριθμο LARS-LASSO για την εκμάθηση του λεξικού. 

3. Νόρμα ℓ2: Αρχετυπική ανάλυση. Η αρχετυπική ανάλυση είναι μια καινοτόμος 
μέθοδος μάθησης χωρίς επίβλεψη που σχετίζεται με μεθόδους ανάλυσης γενετικών 
δεδομένων όπως η αραιή κωδικοποίηση [243]. Τα αρχέτυπα αποτελούν ειδική 

περίπτωση στοιχείων λεξικού, λόγω του ότι τοποθετούνται κυρίως στον κυρτό φλοιό 
του χώρου των χαρακτηριστικών. Η αρχετυπική ανάλυση έχει να κάνει με την 

εκμάθηση μιας παραγοντικής αναπαράστασης του 𝑿 μέσω της επίλυσης ενός 
αντίστοιχου αρχετυπικού προβλήματος. Αναζητά ένα σύνολο αρχετύπων 𝑫 όπου 

κάθε διάνυσμα 𝒅(𝑗) ανήκει επίσης στο χώρο των χαρακτηριστικών, αλλά ο 
σχηματισμός τους περιορίζεται από δύο δυϊκούς γεωμετρικούς περιορισμούς. Ο 

πρώτος δηλώνει ότι οποιαδήποτε ακολουθία 𝒙(𝑖) πρέπει να προσεγγιστεί επαρκώς 

από έναν κυρτό συνδυασμό μερικών αρχετύπων 𝒅(𝑗), ενώ ο δεύτερος δηλώνει ότι 

κάθε αρχέτυπο 𝒅(𝑗) πρέπει επίσης να προσεγγιστεί με έναν κυρτό συνδυασμό του 

διανύσματος ακολουθίας 𝒙(𝑖). Έτσι, δεδομένου ενός συνόλου αρχετύπων D, κάθε 

ακολουθία 𝒙(𝑖) θα πρέπει να προσεγγίζεται ως 𝒙𝑎𝑝𝑝𝑟𝑥
(𝑖)

= 𝑫𝒂(𝑖), όπου 𝒂(𝑖) ∈ ℝ𝐾,  

είναι ένα διάνυσμα στήλης με τους συντελεστές που βρίσκεται στον κυρτό φλοιό 𝛥𝐾 
[244]: 

𝛥𝐾 ≜ {𝒂
(𝑖) ∈ ℝ𝐾  𝜐. 𝜏. 𝜋.  𝜶(𝑖) ≥ 0 𝜅𝛼𝜄 ∑[𝒂(𝑖)]𝑗

𝐾

𝑗=1

= 1} 

(2.27) 

Και κάθε αρχέτυπο 𝒅(𝑗) πρέπει να προσεγγιστεί από το γινόμενο 𝑿 ∙ 𝒃(𝑗), με 𝒃(𝑗) ∈
ℝ𝑁 να δηλώνει ένα άλλο διάνυσμα στήλη με συντελεστές το οποίο βρίσκεται στον 
κυρτό φλοιό 𝛥𝑁: 

𝛥𝑁 ≜ {𝒃(𝑗) ∈ ℝ𝑁 𝜐. 𝜏. 𝜋. 𝐛(𝑗) ≥ 0 𝜅𝛼𝜄 ∑[𝒃(𝑗)]𝑖

𝑁

𝑖=1

= 1} 
(2.28) 

Τότε το παραπάνω πρόβλημα εκφράζεται με την ελαχιστοποίηση του υπολειπόμενου 
αθροίσματος τετραγώνων (Residual Sum of Squares  - RSS) ως εξής: 

𝑚𝑖𝑛
𝒂𝑖∈𝛥𝑝 για 𝑖=1:𝑁

∑‖𝒙(𝑖)− 𝑫𝒂(𝑖)‖
2

2
 

𝑁

𝑖=1

 
(2.29) 

όπου ∀𝑗,𝒅(𝑗) = 𝑿 ∙ 𝒃(𝑗), το οποίο ισοδυναμεί με το: 

𝑚𝑖𝑛
𝒂(𝑖)∈𝛥𝐾 για 𝑖=1:𝑁

𝒃(𝑗)∈𝛥𝑁 για j=1:𝐾

‖𝑿− 𝑿 ∙ 𝑩 ∙ 𝑨‖𝐹
2 (2.30) 

με 𝑨 ∈ ℝ𝐾×𝑁, 𝐁 ∈ ℝ𝑁×𝐾 και 𝑫 = 𝑿 ∙ 𝑩. Η σχέση (2.29) αποτελεί ένα μη κυρτό 
πρόβλημα βελτιστοποίησης, ωστόσο είναι κυρτό ως προς μια από τις μεταβλητές A 
ή B, όταν η άλλη μεταβλητή παραμένει σταθερή. Η παρατήρηση αυτή επιτρέπει την 
ανάπτυξη μια τεχνικής συντεταγμένης καθόδου που εγγυάται με ασυμπτωτικό τρόπο 

την ύπαρξη ενός στάσιμου σημείου του προβλήματος. Θα πρέπει να σημειωθεί ότι η 
κύρια διαφορά μεταξύ της αραιής κωδικοποίησης και της αρχετυπικής ανάλυσης, 

εκτός από τη μη αρνητικότητα του 𝒂(𝑖), είναι ότι τα αρχέτυπα πρέπει να είναι κυρτοί 



Ανάπτυξη επιβλεπόμενων και μη επιβλεπόμενων μεθόδων μηχανικής μάθησης για την μοντελοποίηση χρονικά 

εξελισσόμενων συστημάτων με εφαρμογές σε έξυπνα ηλεκτρικά δίκτυα  

        Ν. Γιαμαρέλος 
61 

συνδυασμοί των δεδομένων X, και με παρόμοιο τρόπο , το 𝒃(𝑗) πρέπει επίσης να 
βρίσκεται στον κυρτό φλοιό 𝛥𝑁, ιδιότητες που τους αποδίδουν εγγενώς το 
χαρακτηριστικό της αραιότητας. Η λύση του προβλήματος της σχέσης (2.29) μπορεί 
να αντιμετωπιστεί αποτελεσματικά από έναν αλγόριθμο ενεργών συνόλων.  

4. Νόρμα ℓ0
𝑡𝑟𝑒𝑒: Ιεραρχική αραιότητα. Στην προτεινόμενη εργασία η τυπική 

προσέγγιση αραιής αναπαράστασης επεκτείνεται εισάγοντας επιπλέον μια νόρμα 

𝜓 (·) που επιβάλλει αραιότητα ο ρόλος της οποίας είναι να ενσωματώσει τα άτομα 
του 𝑫 και συνεπώς τους συντελεστές 𝒂 σε μία σταθερή ιεραρχική δενδροειδή δομή. 

Αν υποτεθεί ένα δένδρο 𝑇 με 𝐾 κόμβους: 𝑇 = {𝑗}, 𝑗 = {1, . . . , 𝐾} όπως ορίζεται στην 
[232], τότε ο στόχος είναι η εύρεση συγκεκριμένων συνδυασμών των συντελεστών 

𝜶 οι οποίοι θα πρέπει υποχρεωτικά να είναι μέρος ενός συνδεδεμένου υποδένδρου 
της αρχικής δενδροειδούς δομής 𝑇. Προκειμένου να γίνει κατανοητή η πρόταση 

αυτή, δίνεται ένα παράδειγμα στο Σχήμα 9. Δεδομένης μιας λύσης 𝒂 ∈ ℝ8, τα 

σύνολα των προγόνων - 𝑎𝑛𝑐𝑒𝑠𝑡𝑜𝑟𝑠(𝑗) , ενός κόμβου 𝑗 ορίζονται από το υποσύνολο 
των δεικτών που αντιστοιχεί στους προγόνους του κόμβου 𝑗.  

 

Σχήμα 9: (α) Ένα παράδειγμα ενός διανύσματος λύσης που ενσωματώνεται σε μια δενδροειδή δομή T. 

(β) Λύση με κόμβους μη μηδενικών τιμών (μη σκιασμένοι κόμβοι) όπου ισχύει η ιδιότητα των 

προγόνων: 𝜶𝟖 ≠ 𝟎 ⇒𝜶(ancestors(𝟖))≠ 𝟎. 

Έπειτα, το διάνυσμα λύσης 𝒂 θα πρέπει να τηρεί την συνθήκη: 𝒂𝑗 ≠ 0,⇒ [𝒂𝑘 ≠ 0] 

για όλα τα 𝑘 που ανήκουν στους προγόνους - 𝑎𝑛𝑐𝑒𝑠𝑡𝑜𝑟𝑠(𝑗). Η συνθήκη αυτή 

ουσιαστικά επιβάλλει τον ακόλουθο κανόνα: η συνεισφορά του ατόμου 𝒅(𝑗) ∈ ℝ𝑑 

στην ανακατασκευή του σήματος 𝒙, είναι επιτρεπτή μόνο αν τα στοιχεία του συνόλου 
των προγόνων-ancestors(𝑗) ανήκουν επίσης στο σύνολο των δεικτών των κόμβων που 
συνεισφέρουν. Οι Jennaton κ.α. [245], έχουν προτείνει μια συμπληρωματική 
περιγραφή ορίζοντας τα σύνολα απογόνων-descendants(j) ως εξής: θέτουμε 𝒂𝑗 = 0, ⇒

[𝒂 = 0], για όλα εκείνα τα k τα οποία ανήκουν στους απογόνους-descendants(j). Αυτό 

διαισθητικά δηλώνει ότι, αν ένα άτομο 𝒅(𝑗) ∈ ℝ𝑑 δεν συνεισφέρει ενεργά στην 
αναπαράσταση του 𝒙, τότε δεν θα πρέπει να συνεισφέρουν ούτε οι απόγονοί του στο 

δένδρο T. Ακόμη, ο συμβολισμός 𝑇 ≜ {descendants(𝑗)}, με 𝑗 = 1:𝑝, εννοεί το σύνολο 

των στοιχείων των απογόνων-descendants(𝑗) για κάθε κόμβο. Τέλος, κάθε στοιχείο g 
του T αναφέρεται ως μια ομάδα. Τότε ο αριθμός των ομάδων g στο G, που 
συνεισφέρουν στην αναπαράσταση 𝒙, μπορεί να ρυθμιστεί με τη χρήση μιας νόρμας 

δένδρου 𝜓(𝜶) ≜ 𝑙0
𝑡𝑟𝑒𝑒(𝜶), η οποία εντοπίζει τουλάχιστον έναν μη μηδενικό 

συντελεστή του 𝜶: 

𝜓(𝜶) ≜ 𝑙0
𝑡𝑟𝑒𝑒(𝜶) =∑𝛿𝑔(𝒂),

𝑔∈𝑇

  

𝛿𝑔 = {
1 αν υπάρχει 𝑗 ∈ 𝑔 τέτοιο ώστε 𝛂𝑗 ≠ 0 

0 αλλιώς 
 

(2.31) 
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Έτσι, η (2.20) σε συνδυασμό με τον περιορισμό της (2.31), οδηγεί στην ακόλουθη μη 
κυρτό πρόβλημα βελτιστοποίησης: 

𝑚𝑖𝑛
𝜶∈ℝ𝐾

(
1

2
‖𝒙 − 𝑫𝜶‖2

2 +𝜆∑𝛿𝑔

𝑔∈𝑇

 
(2.32) 

Η εξίσωση (2.32) επιλύεται προσεγγιστικά με δυαδικούς διαχωρισμούς παρέχοντας 
μία λύση της μορφής: 

𝑚𝑖𝑛
𝜶∈𝑅𝐾

(
1

2
‖𝒖− 𝒂‖2

2 + 𝜆∑ 𝛿𝑔(𝒂)

𝑔∈𝑇

) 
(2.33) 

όπου 𝒖 ∈ ℝ𝐾 είναι ένα σταθερό σήμα. Το πρόβλημα αυτό αντιμετωπίζεται με την 

εισαγωγή του προσεγγιστικού τελεστή για τον όρο μη κυρτής κανονικοποίησης 𝜆 ⋅
ℓ0
𝑡𝑟𝑒𝑒(𝜶). Στη βιβλιογραφία έχει αποδειχθεί ότι η (2.33) μπορεί να λυθεί 

αποτελεσματικά με τον αλγόριθμο ISTA [232]. Η εκμάθηση λεξικού, στο πλαίσιο της 
προτεινόμενης ιεραρχικής αραιής κωδικοποίησης, υλοποιείται ως: 

𝑚𝑖𝑛
𝑫∈𝐶,𝑨∈ℝ𝐾×𝑁

(0.5‖𝑿 −𝑫𝑨‖𝐹
2 + 𝜆ℓ𝑜

𝑡𝑟𝑒𝑒(𝑨)) = 

𝑚𝑖𝑛
𝑫∈𝐶,𝑨∈ℝ𝐾×𝑁

1

𝑁
∑(0.5‖𝒙(𝑖) −𝑫𝒂(𝑖)‖

2

2
+ 𝜆ℓ𝑜

𝑡𝑟𝑒𝑒(𝒂(𝑖)))

𝑁

𝑖=1

 

(2.34) 

όπου C είναι το κυρτό σύνολο των πινάκων 𝐶 ≜ 𝑫 ∈ ℝ𝑁×𝐾υ.π.τ. 

∀𝑗=1:𝐾 , (𝒅
(𝑗))𝑇𝒅(𝑗) ≤ 1. 
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3. ΕΦΑΡΜΟΓΕΣ ΣΕ ΕΞΥΠΝΑ ΔΙΚΤΥΑ ΗΛΕΚΤΡΙΚΗΣ 
ΕΝΕΡΓΕΙΑΣ 

Το κεφάλαιο αυτό πραγματεύεται την αξιοποίηση των προβλεπτικών μεθόδων Μ.Μ στα 
πλαίσια  των έξυπνων δικτύων ηλεκτρικής ενέργειας. Ανακεφαλαιώνοντας, στην 

παράγραφο 3.1 παρουσιάζεται μια αναλυτική εισαγωγή στα έξυπνα δίκτυα κατά την οποία 
περιγράφονται τα βασικά χαρακτηριστικά, η αρχιτεκτονική, οι τεχνολογίες και οι 
προδιαγραφές που ενσωματώνουν. Στην επόμενη παράγραφο 3.2, εξετάζεται από 
ερευνητικής σκοπιάς, ο ρόλος της πρόβλεψης του ηλεκτρικού φορτίου σε σχέση με τις 

προδιαγραφές του έξυπνου δικτύου και ταυτόχρονα παρατίθεται μια εκτενής 
βιβλιογραφική ανασκόπηση της πρόβλεψης του ηλεκτρικού φορτίου με μεθόδους Μ .Μ. 
Το κεφάλαιο ολοκληρώνεται στην παράγραφο 3.3, με την διεξοδική περιγραφή μιας σειράς 
από μελέτες περίπτωσης, με στόχο την αξιολόγηση των μεθοδολογιών πρόβλεψης που 

αναπτύχθηκαν στα πλαίσια της Δ.Δ. 

3.1 Εισαγωγή στα έξυπνα ηλεκτρικά δίκτυα 

Είναι γεγονός πως ο τομέας της ηλεκτρικής ενέργειας υφίσταται διαρκείς μεταβάσεις σε 
παγκόσμιο επίπεδο, οι οποίες έχουν ενταθεί ιδιαίτερα κατά τις τελευταίες δεκαετίες. Το 
παραδοσιακό δίκτυο ηλεκτρικής ενέργειας που είναι υπεύθυνο για την παροχή ισχύος 
στους καταναλωτές, βασιζεται σε ηλεκτρομηχανική υποδομή που επιβάλλει την 

κεντροποιημένη παραγωγή ενέργειας και την μονόδρομη ροή ενέγειας από το επίπεδο 
παραγωγής προς το επίπεδο διανομής, ενώ αποκλείει την δυνατότητα επικοιωνίας μεταξύ 
των επιμέρους στοιχείων του δικτύου. Ωστόσο, το συμβατικό ηλεκτρικό δίκτυο έχει 
υποβαθμιστεί και δεν είναι σε θέση να ανταποκριθεί στις απαιτήσεις που διαμορφώνουν οι 

ενεργειακές ανάγκες και οι τεχνολογικές και οικονομικές εξελίξεις [246]. Οι ευρέως 
γνωστές ελλείψεις του συστήματος ισχύος προκαλούνται από αστάθεια τάσης, 
διακοπτόμενη παροχής ενέργειας, περικοπές φορτίων (load curtailments), διακοπές 
ρεύματος και καταστάσεις ανισορροπίας στο ισοζύγιο ενέργειας ή υπερφόρτωσης [247]. 

Εκτός από αυτά τα ανεπιθύμητα ζητήματα, υπάρχουν πολλοί άλλοι παράγοντες που 
συντελούν στην ανάπτυξη ενός νέου παραδείγματος, του έξυπνου δικτύου (smart grid). Το 
μοντέλο αυτό παρουσιάζει βελτιωμένα χαρακτηριστικά παρακολούθησης, εκτέλεσης 
υπολογισμών και ελέγχου, χρησιμοποιώντας σύγχρονες τεχνολογίες σε αυτούς τους τομείς. 

Μερικοί από τους σημαντικότερους παράγοντες συνοψίζονται παρακάτω [248]: 

1. Η απορρύθμιση της αγοράς ηλεκτρικής ενέργειας έχει θέσει νέους κανόνες στην 

εμπορία ενέργειας με αποτέλεσμα να προκύπτουν σενάρια ροής ισχύος και 
αβεβαιότητες για τη διαχείριση των οποίων το συμβατικό δίκτυο δεν είναι 
κατάλληλο. 

2. Η αυξανόμενη διείσδυση των ανανεώσιμων πηγών ενέργειας έχει αλλάξει τη μορφή 

σύστημα διανομής από ένα ακτινικό σε ένα δικτυωτό σύστημα εντείνοντας τις 
απαιτήσεις για παρακολούθηση και έλεγχο. Η διαλείπουσα φύση αυτών των 
ανανεώσιμων πηγών ενέργειας αποτελεί επίσης πρόκληση λόγω της 
μεταβαλλόμενης δυναμικής του συστήματος ηλεκτρικής ενέργειας.  

3. Η νέα εποχή ψηφιακής οικονομίας που διανύουμε απαιτεί παροχή ισχύος υψηλής 
ποιότητας και αξιοπιστίας. 

4. Καθώς επεκτείνεται η δικτυωτή φύση του δικτύου ηλεκτρικής ενέργειας με την 
αύξηση της χρήσης επικοινωνιών ευρείας περιοχής, η απειλή φυσικών επιθέσεων 
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και κυβερνοεπιθέσεων εισάγει περαιτέρω πολυπλοκότητα κατά την 
παρακολούθηση και τη διασύνδεση των στοιχείων του ηλεκτρικού δικτύου.  

5. Μια από τις σοβαρότερες ανησυχίες της σημερινής εποχής είναι η διατήρηση του 
περιβάλλοντος και η προώθηση της βιώσιμης ανάπτυξης. Οι στόχοι αυτοί 
επιτυγχάνονται μέσα από την ενεργειακή αποδοτικότητα του δικτύου, τη μείωση 
της ζήτησης αιχμής (peak demand) και τη μεγιστοποίηση της ενσωμάτωσης των 

ανανεώσιμων πηγών ηλεκτρικής ενέργειας στο δίκτυο. 
Ένας ευρέως αποδεκτός ορισμός του έξυπνου δικτύου διατυπώνεται ως εξής [249]: Το 
έξυπνο δίκτυο περιλαμβάνει την ενοποίηση τεχνολογιών ισχύος, επικοινωνιών και 
πληροφοριών, στοχεύοντας σε μια βελτιωμένη υποδομή ηλεκτρικής ενέργειας που 

εξυπηρετεί επαρκώς τις ανάγκες των καταναλωτών ενώ παρέχει μια συνεχή εξέλιξη των 
εφαρμογών τελικής χρήσης. Παρόλο που η κύρια καινοτομία του έξυπνου δικτύου είναι η 
δυνατότητα αμφίδρομης επικοινωνίας και ροής ισχύος [250], έχουν εντοπιστεί ορισμένα 
θεμελιώδη χαρακτηριστικά τα οποία περιλαμβάνουν [251]: 

1. Την ικανότητα αυτο-ίασης (self-healing), που σημαίνει ότι το έξυπνο δίκτυο έχει 
επίγνωση της κατάστασης λειτουργίας του που προκύπτει από την ευρεία 

παρακολούθηση των στοιχείων του σε πραγματικό χρόνο. Επιπλέον, έχει τη 
δυνατότητα νησιδοποίησης (islanding), απομονώνοντας τα ελαττωματικά στοιχεία 
από το υπόλοιπο σύστημα. 

2. Την ανθεκτικότητα (resiliency) σε διαταραχές, φυσικές επιθέσεις και 

κυβερνοεπιθέσεις καθώς και φυσικές καταστροφές. 
3. Την ανάμιξη των καταναλωτών. Σε αντίθεση με το συμβατικό δίκτυο, οι 

καταναλωτές συμμετέχουν ενεργά στο έξυπνο δίκτυο επιτρέποντάς τους να είναι 
συγχρόνως και παραγωγοί (prosumers). Αυτός ο ενεργός ρόλος των χρηστών θα 

βοηθήσει στην εξισορρόπηση της προσφοράς και της ζήτησης και θα διασφαλίσει 
την αξιοπιστία του δικτύου. 

4. Την παροχή υψηλής ποιότητας ισχύος. Το έξυπνο δίκτυο χαρακτηρίζεται από πολύ 
υψηλής ποιότητας παροχή ισχύος. Αυτό θα περιλαμβάνει τη χρήση τεχνικών 

ελέγχου και μετρήσεων μέσω αισθητήρων σε πραγματικό χρόνο, επιτρέποντας 
ταχεία διάγνωση και λύσεις σε συμβάντα που επηρεάζουν την ποιότητα ισχύος, 
όπως υπερτάσεις μεταγωγής, βλάβες γραμμών και αρμονικές.  

5. Την υψηλή διείσδυση ανανεώσιμων πηγών ενέργειας (ΑΠΕ) φιλικών προς το 

περιβάλλον. 
6. Την αλληλεπίδραση με την αγορά. Το έξυπνο δίκτυο δημιουργεί τις προϋποθέσεις 

για ένα περιβάλλον αποδεσμευμένης αγοράς ηλεκτρικής ενέργειας. Το έξυπνο 
δίκτυο σχεδιάζεται έτσι ώστε να παρέχει την ευελιξία σε επιχειρήσεις κοινής 

ωφελείας, ρυθμιστικούς φορείς και καταναλωτές να επινοήσουν κατάλληλους 
κανόνες εργασίας και ανταλλαγής υπηρεσιών σύμφωνα με τις απαιτήσεις μιας 
συγκεκριμένης περιοχής. 

7. Την ανάπτυξη «έξυπνων» (δηλ. αυτοματοποιημένων, διαδραστικών και 

πργματικού χρόνου) τεχνολογιών που βελτιστοποιούν τη λειτουργία του 
εξοπλισμού και των συσκευών των καταναλωτών και προορίζονται για μετρήσεις, 
όπως οι έξυπνοι μετρητές (smart meters), επικοινωνία σχετικά με τις λειτουργίες 
και την κατάσταση του δικτύου και αυτοματισμό της διανομής.  

8. Την ανάπτυξη προτύπων επικοινωνίας και διαλειτουργικότητας του εξοπλισμού και 
των συσκευών που συνδέονται με το ηλεκτρικό δίκτυο, συμπεριλαμβανομένης της 
υποδομής που πλαισιώνει τη λειτουργία του δικτύου. 

Τα ανωτέρω ιδιαίτερα χαρακτηριστικά ενός έξυπνου δικτύου ηλεκτρικής ενέργειας έχουν 

βελτιωθεί σημαντικά τα τελευταία χρόνια με τη χρήση εξελιγμένων τεχνολογιών 
πληροφοριών και επικοινωνιών (information and communication technologies - ICT) 
[252], επιτρέποντας την αμφίδρομη μετάδοση δεδομένων και πληροφοριών μέσω μιας 
ασφαλούς από κυβερνοεπιθέσεις διεπαφής. Ταυτόχρονα, η χρήση αναβαθμισμένων 
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τεχνολογιών στα ηλεκτρονικά ισχύος έχει συντελέσει στην εκτέλεση των απαραίτητων 
εργασιών παρακολούθησης, μέτρησης και ελέγχου με αξιόπιστο τρόπο. Αναδεικνύεται 
λοιπόν, σε αυτό το πλαίσιο, η προφανής σημασία της υπολογιστικής νοημοσύνης ως ένα 

πολύτιμο συμπληρωματικό εργαλείο του σύγχρονου δικτύου διανομής και διαχείρισης της 
ηλεκτρικής ενέργειας για την αποτελεσματική διάγνωση και επίλυση προβλημάτων σε 
κάθε επίπεδο του συστήματος [253], δηλαδή την παραγωγή, την μεταφορά, την διανομή 
και την κατανάλωση ηλεκτρική ενέργειας. 

Η ύπαρξη των ψηφιακών δεδομένων αποτελεί μια ακόμη ιδιαίτερη αναβάθμιση που 
προσφέρει το έξυπνο δίκτυο και η οποία επιτυγχάνεται με την εκτεταμένη χρήση έξυπνων 

αισθητήρων και δικτύων αισθητήρων [254]. Η ενσωμάτωση τέτοιων τεχνολογιών 
επιτρέπει την ανίχνευση διακοπών ρεύματος, προβλημάτων ποιότητας ισχύος, καθώς και 
την παρακολούθηση των ρυθμών παραγωγής και κατανάλωσης σε πραγματικό χρόνο. 
Παράλληλα, οι έξυπνοι υποσταθμοί που αποτελούνται από μετασχηματιστές, διακόπτες 

κυκλώματος, πυκνωτές και μεταγωγείς, είναι τοποθετημένοι στο δίκτυο διανομής για την 
παρακολούθηση της απόδοσης του συστήματος και την εξυπηρέτηση των τοπικών 
φορτίων. 

Επιπλέον, η αποδοτικότητα του έξυπνου δικτύου οφείλεται σε μεγάλο βαθμό στη βελτίωση 
των συστημάτων εποπτικού ελέγχου και απόκτησης δεδομένων (supervisory control and 
data acquisition - SCADA) και διαχείρισης ενέργειας (energy management systems - 

EMS), μέσω της εισαγωγής των συγχρονισμένων μετρήσεων φασιθέτη (synchrophasors) 
και των μονάδων μέτρησης φασιθετών (phasor measurement units - PMUs) [255], [256]. 
Τα στοιχεία αυτά παρέχουν διαδραστική και άμεση παρακολούθηση του συνολικού 
συστήματος μέσα από αναλύσεις συμβάντων (events). Επίσης, είναι εφοδιασμένα με μια 

σειρά από ρουτίνες ανίχνευσης, για τον εντοπισμό του ρυθμού αλλαγής συχνότητας (rate 
of change of frequency - RoCoF), νησιδοποίησης και σταθερότητας της τάσης, ενώ 
ταυτόχρονα βασίζονται στην απόκτηση δεδομένων από παγκόσμια συστήματα 
στιγματοθέτησης (global positioning systems - GPS) και την μετάδοσή τους σε ένα κέντρο 

παρακολούθησης. Με τον τρόπο αυτό, παρέχονται προβλέψεις και προειδοποιήσεις για 
τυχόν δυσλειτουργίες οι οποίες μπορεί να οφείλονται στο εύρος, την φάση ή τη συχνότητα 
ισχύος και τάσης.   

Έτσι, η νέα δομή πλέγματος (smart grid) που έχει επικρατήσει, σε συνδυασμό με χρήση 
των τεχνολογιών που αναφέρθηκαν και την εφαρμογή τεχνικών που βασίζονται σε τεχνητή 
νοημοσύνη έχουν προσδώσει στο έξυπνο δίκτυο δυνατότητες αυτό-αποκατάστασης (self-

restoration) και αυτό-ίασης, τη στιγμή που η αποκατάσταση βλαβών του συμβατικού 
δικτύου πραγματοποιείται χειροκίνητα ή τοπικά [257], [258]. 

Η υλοποίηση των βασικών χαρακτηριστικών του έξυπνου δικτύου απαιτεί την 
ενσωμάτωση ποικίλων τεχνολογιών οι οποίες αναφέρονται στη συνέχεια [259], [260]. 

• Διασπαρμένη παραγωγή και αποθήκευση: 
Αναφέρεται στην ευρεία χρήση διασπαρμένων πηγών ενέργειας, με έμφαση στις 
φιλικές προς το περιβάλλον ΑΠΕ, όπως οι ανεμογεννήτριες, τα φωτοβολταϊκά, η 
γεωθερμία και τα μικρό-υδροηλεκτρικά εργοστάσια, με στόχο την αύξηση της 

ποιότητας ισχύος. Η βασική ιδέα είναι ότι η ενέργεια παράγεται και διανέμεται όχι 
από μεγάλες μονάδες αλλά από μικρότερες πηγές εγκατεστημένες κοντά στους 
καταναλωτές. Η ενσωμάτωση της διασπαρμένης παραγωγής όχι μόνο μειώνει το 
λειτουργικό κόστος, αλλά προσφέρει επίσης ορισμένα οφέλη στους σχεδιαστές 
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δικτύου, όπως η μείωση της ζήτησης αιχμής και η παροχή ενέργειας σε 
απομακρυσμένες και δυσπρόσιτες περιοχές, ειδικά στις αναπτυσσόμενες χώρες.  

• Παρακολούθηση και έλεγχος σε πραγματικό χρόνο: 
Σε αντίθεση με το περιβάλλον του συμβατικού δικτύου, ο καταναλωτής αναμένεται 
να συμμετέχει ενεργά στις λειτουργίες του έξυπνου δικτύου μέσα από την 
εγκατάσταση ενός μεγάλου αριθμού αισθητήρων και ατομικών έξυπνων μετρητών 

που παρέχουν πληροφορίες για την κατάσταση των στοιχείων και της απόδοσης του 
συστήματος σε πραγματικό χρόνο. 

• Διανεμημένη ευφυΐα  

Η δικτυωτή δομή και η αμφίδρομη ροή ισχύος και πληροφορίας που χαρακτηρίζουν 
το έξυπνο δίκτυο, επιβάλλουν την ύπαρξη της κατάλληλης υποδομής για την 
αποτελεσματική λειτουργία και διαχείρισή του. Αυτή μπορεί να επιτευχθεί μέσα 
από την αξιοποίηση μεθόδων και τεχνολογιών διανεμημένης ευφυΐας και ελέγχου 

σε όλα τα επίπεδα του δικτύου, όπως οι έξυπνες οικιακές συσκευές, οι συσκευές 
edge computing, και οι απομακρυσμένες τερματικές μονάδες (remote terminal units 
- RTUs). 

• Διαχείριση ζήτησης (demand-side management – DSM) 

Η διαχείριση ζήτησης περιλαμβάνει την εφαρμογή διάφορων λύσεων από την 
πλευρά των καταναλωτών οι οποίες οδηγούν σε μια επιθυμητή μεταβολή της 
καμπύλης κατανάλωσης και παραγωγή φορτίου. Οι λύσεις αυτές επηρεάζουν 
κυρίως τη συμπεριφορά των καταναλωτών που σχετίζεται με τη χρήση της 

ηλεκτρικής ενέργειας. Ανάλογα με τον τομέα όπου στοχεύει η κάθε μία από την 
πλευρά του πελάτη, οι προσεγγίσεις DSM μπορούν να κατηγοριοποιηθούν σε (α) 
ενεργειακή απόδοση, (β) χρόνοπρογραματισμό κατανάλωσης και (γ) απόκριση 
ζήτησης (demand response - DR). 

• Απόκριση ζήτησης 
Είναι γεγονός ότι η ζήτηση της ηλεκτρικής ενέργειας εμφανίζει μια διακύμανση 
κατά τη διάρκεια της ημέρας με μια μικρή περίοδο αιχμής, τουτέστιν αυξημένης 
ζήτησης, διάρκειας λίγων ωρών. Ένα σημαντικό μέλημα για τους διαχειριστές και 

τους σχεδιαστές του δικτύου είναι να μειώσουν τη διαφορά μεταξύ του φορτίου 
αιχμής (peak load) και των τιμών του φορτίου κατά τη διάρκεια της υπόλοιπης 
ημέρας, για τη βέλτιστη χρήση του δικτύου ηλεκτρικής ενέργειας. Αυτή η 
εξομάλυνση της καμπύλης του φορτίου μπορεί να επιτευχθεί με την μετακύλιση 

των φορτίων (load shifting) σε διαφορετικές ώρες της ημέρας. 
Τα πεδία λειτουργίας του έξυπνου δικτύου αποτελούνται από τη μαζική παραγωγή, τη 
μεταφορά, τη διανομή και την κατανάλωση στο επίπεδο της ροής ισχύος και από τις 
αγορές, τους διαχειριστές και τους παρόχους υπηρεσιών ηλεκτρικής ενέργειας στο επίπεδο 

της ροής πληροφοριών [261]. Τα επίπεδα ισχύος και επικοινωνίας αλληλοεπιδρούν μεταξύ 
τους χρησιμοποιώντας αρχιτεκτονικές επικοινωνίας, όπως δίκτυα περιοχής (area 
networks), αρχιτεκτονικές συστημάτων ισχύος και αρχιτεκτονικές ICT. 

Η απεικόνιση της ολοκληρωμένης υποδομής ενός έξυπνου δικτύου φαίνεται στο Σχήμα 10. 
Το κατώτερο επίπεδο (επίπεδο 1) αναπαριστά το σύστημα ισχύος του έξυπνου δικτύου το 
οποίο περιλαμβάνει τη μαζική παραγωγή (τμήμα 1.α), την μεταφορά, την διανομή (τμήμα 

1.β), την αποθήκευση, την διασπαρμένη παραγωγή ενέργειας (τμήμα 1.γ) και τους τελικούς 
καταναλωτές (τμήμα 1.δ). Η μαζική παραγωγή προκύπτει κυρίως από συμβατικές πηγές 
όπως μονάδες θερμικής παραγωγής ενέργειας, παραγωγής πυρηνικής ενέργειας, 
υδροηλεκτρικά εργοστάσια και ΑΠΕ όπως αιολικά και ηλιακά πάρκα. Οι γραμμές ροής 

ισχύος του δικτύου απεικονίζονται με κόκκινο χρώμα, ενώ οι διακεκομμένες μπλε γραμμές 
είναι γραμμές επικοινωνίας. Οι διαδικασίες ελέγχου και παρακολούθησης της παραγωγής 
εκτελούνται στο τμήμα 1.α από τους περιφερειακούς διαχειριστές μεταφοράς (regional 
transmission operators - RTOs) και τους διεθνείς οργανισμούς προτύπων (international 

standards organizations - ISOs). 
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Σχήμα 10: Τα βασικά στοιχεία στην υποδομή του έξυπνου δικτύου. 

3.2 Ερευνητικό υπόβαθρο 

3.2.1 Η πρόβλεψη του ηλεκτρικού φορτίου σε σχέση με τις προδιαγραφές των 

έξυπνων δικτύων 

Προκειμένου να είναι επιτυχής και αποτελεσματική η ενσωμάτωση των προαναφερθέντων 
τεχνολογιών στο πλαίσιο των έξυπνων δικτύων και να επιτυγχάνονται οι στόχοι του, θα 

πρέπει να τηρούνται μια σειρά από προδιαγραφές σε σχέση με τις αλληλεπιδράσεις 
ανάμεσα στις εμπλεκόμενες οντότητες, τις τεχνολογικές εξελίξεις και τους κανόνες της 
αγοράς ενέργειας. Η πρόβλεψη του ηλεκτρικού φορτίου αποτελεί ένα συμπληρωματικό 
στοιχείο κατά την καθορισμό των προδιαγραφών αυτών όπως καταδεικνύεται παρακάτω.  

Όπως έχει ήδη αναφερθεί το παραδοσιακό δίκτυο ηλεκτρικής ενέργειας έχει υποστεί 
ραγδαίες μεταβολές, με αποτέλεσμα την υπάρχουσα κατάσταση η οποία χαρακτηρίζεται 

από τα εξής:  Από τη μια μεριά το μοντέλο της ελεύθερης αγοράς ενέργειας [262] έχει 
προκαλέσει την αύξηση του ανταγωνισμού ανάμεσα στους διαφορετικές οντότητες που 
συμμετέχουν σε αυτήν [263], ενώ από την άλλη μεριά, οι συνεχείς αναβαθμίσεις στον 
εξοπλισμό, την ασφάλεια, την ποιότητα ισχύος και την τεχνολογία επικοινωνίας και 

πληροφοριών [264], [265] έχουν πυροδοτήσει την εξάπλωση των έξυπνων δικτύων τα 
οποία διασυνδέουν διαχειριστές (operators), φορείς σωρευτικής εκπροσώπησης 
(aggregators) και prosumers [266], [267]. Παράλληλα, η ενεργειακή κρίση που κλονίζει 
τον πλανήτη ασκεί έντονη πίεση για εξυπνότερη και αποδοτικότερη διαχείριση την 

παραγωγής και διανομής ενέργειας [268], [269]. Συνεπώς, ο συνδυασμός των ανωτέρω 
παραγόντων συνθέτει ένα περιβάλλον υψηλής αβεβαιότητας και αστάθειας για τα μέλη του 
δικτύου, είτε αυτοί είναι διαχειριστές είτε παραγωγοί/καταναλωτές.  

Μια από τις προτεινόμενες λύσεις μεταξύ άλλων για την αντιμετώπιση των ανωτέρω 
θεμάτων είναι η ψηφιοποίηση της υπάρχουσας τεχνολογίας [270] καθώς και η 
ενσωμάτωση ευφυών συστημάτων για την υποστήριξη των αναγκών του δικτύου στο 
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επίπεδο της κατανάλωσης [271]. Τέτοιου είδους λύσεις αναφέρονται ως συστήματα 
διαχείρισης διασπαρμένης ενέργειας  (distributed energy management systems - DERMS) 

και παρουσιάζουν μια σειρά από πλεονεκτήματα όπως, η άμεση επεκτασιμότητα του 
δικτύου, η συμβατότητα με τεχνολογίες  αυτοματισμού, η εύκολη ενσωμάτωση των 
συναλλαγών ενέργειας σε αυτά, η ανθεκτικότητα σε βλάβες του δικτύου, και η 
περιβαλλοντική βιωσιμότητα [272], [273]. 

Αναπόσπαστο μέρος μιας τέτοιας ψηφιακής πλατφόρμας αποτελεί η πρόβλεψη της 
κατανάλωσης ή/και ζήτησης του ηλεκτρικού φορτίου που συμβάλλει σε μια πληθώρα 

διαφορετικών λειτουργιών της τοπολογίας ενός έξυπνου δικτύου [274], [275]. Αρχικά, από 
τη σκοπιά του Διαχειριστή Συστήματος Διανομής - ΔΣΔ (Distribution System Operator - 
DSO), ένα ουσιαστικό στάδιο για τη διασφάλιση της αποδοτικότητας, τόσο της 
οικονομικής όσο και στο επίπεδο των διαθέσιμων πόρων, είναι ο χρονοπρογραμματισμός 

των μονάδων παραγωγής ενέργειας σε έναν ορίζοντα τουλάχιστον είκοσι τεσσάρων ωρών, 
δηλαδή της επόμενης ημέρας [276]. Είναι προφανές ότι για να επιτευχθεί αυτό θα πρέπει 
κανείς να έχει στη διάθεσή του ακριβείς προβλέψεις ζήτησης ηλεκτρικού φορτίου 
οδηγώντας σε ευέλικτα, διαλειτουργικά και βιώσιμα έξυπνα δίκτυα. Ειδικότερα, η 

δημοσίευση [253] που ήταν αποτέλεσμα της παρούσας έρευνας περιλαμβάνει μια ενδελεχή 
ανασκόπηση σχετικά με την εφαρμογή μεταευρετικών μεθόδων βελτιστοποίησης στο 
πλαίσιο του έξυπνου δικτύου, όπου γίνεται φανερή η συνεισφορά της πρόβλεψης του 
ηλεκτρικού φορτίου σε μια πληθώρα εργασιών βελτιστοποίησης που εκτείνονται από τον 

βραχυπρόθεσμο έλεγχο ροής ισχύος έως τον μακροπρόθεσμο σχεδιασμό του μεγέθους και 
της σύστασης του δικτύου. 

Από την άλλη πλευρά, ίσως το πιο θεμελιώδες χαρακτηριστικό των παραδοσιακών δικτύων 
ηλεκτρικής ενέργειας αποτελεί η μονόδρομη ροή της ενέργειας από τις μονάδες παραγωγής 
στις μονάδες κατανάλωσης, όπως εργοστάσια, σπίτια, δημόσιος φωτισμός και ηλεκτρικά 
οχήματα. Ωστόσο, όπως έχει ήδη αναφερθεί, στα πλαίσια των έξυπνων δικτύων, οι 

καταναλωτές επιτρέπεται να παράγουν τη δική τους ενέργεια από ανανεώσιμες ή από 
άλλους τύπους πηγών ενέργειας και να πωλούν στο δίκτυο την ποσότητα παραγόμενης 
ενέργειας η οποία δεν καταναλώνεται [277]. Ως εκ τούτου, το νέο μοντέλο της αμφίδρομης 
ροής ισχύος θα έχει (και έχει) ως αποτέλεσμα την αύξηση της διείσδυσης των ΑΠΕ [278]. 

Έτσι, οι μετρήσεις της ενεργούς ισχύος – Ε.Ι. (active power - AP) που αποκτώνται από 
οποιονδήποτε υποσταθμό υψηλής τάσης/μέσης τάσης (ΥΤ/ΜΤ) είναι το αποτέλεσμα 
δεδομένων τόσο παραγόμενης όσο και ζητούμενης ενέργειας, αναφερόμενες εφεξής ως 
«μεικτό φορτίο». Λαμβάνοντας επίσης υπόψη τη στοχαστική φύση των ΑΠΕ λόγω 

διαλείπουσας παραγωγής [279], το έργο της πρόβλεψης του μικτού φορτίου γίνεται αρκετά 
δύσκολο και απαιτεί τη χρήση προηγμένων μεθοδολογιών Μ.Μ. Η αστάθεια της 
παραγωγής από ΑΠΕ στα σύγχρονα δίκτυα ηλεκτρικής ενέργειας αντιμετωπίζεται με την 
εγκατάσταση συστημάτων αποθήκευσης ενέργειας [280] και την εφαρμογή ενεργειών 

μετακύλισης και εξισορρόπησης φορτίου [281], οι οποίες απαιτούν, όπως κι αν έχει το 
πράγμα, αξιόπιστους και εύρωστους αλγόριθμους πρόβλεψης φορτίου.  

Μια άλλη θεμελιώδης αλλαγή που λαμβάνει χώρα αυτή τη στιγμή στην απορυθμισμένη 
αγορά ενέργειας είναι η αποδέσμευση των ΔΣΔ [282], επιτρέποντας την εισαγωγή ολοένα 
και περισσότερων φορέων και κατ' ακολουθίαν αυξάνοντας τον ανταγωνισμό μεταξύ τους. 
Προκειμένου οι παραγωγοί - καταναλωτές να προετοιμάσουν τις αντίστοιχες στρατηγικές 

υποβολής προσφορών ώστε να μεγιστοποιήσουν τα κέρδη τους, η πρόβλεψη της τιμής 
εκκαθάρισης της αγοράς σε καθημερινή βάση αναμένεται να είναι ένα ισχυρό εργαλείο 
[283], το οποίο μπορεί να ενισχυθεί σημαντικά με την εφαρμογή μεθόδων βραχυπρόθεσμης 
πρόβλεψης φορτίου (short-term load forecasting - STLF) [284]. Από επιχειρησιακή άποψη, 

η STLF μπορεί επίσης να είναι ένας παράγοντας βελτίωσης της ποιότητας ισχύος, της 
ασφάλειας, της προστασίας του εξοπλισμού και της σταθερότητας των δικτύων ισχύος 
[285], [286]. 
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3.2.2 Βιβλιογραφική έρευνα πρόβλεψης ηλεκτρικού φορτίου 

Μεταξύ των μεθοδολογιών που έχουν προταθεί για την αντιμετώπιση του προβλήματος 

της πρόβλεψης του ηλεκτρικού φορτίου, το πεδίο της υπολογιστικής νοημοσύνης και 
συγκεκριμένα ο κλάδος της μηχανικής μάθησης [287] έχει φανεί αναπάντεχα ικανός στο 
να παρέχει μια πληθώρα προσεγγίσεων με αξιόλογα αποτελέσματα. Για τον λόγο αυτό, 
παρατίθεται παρακάτω μια βιβλιογραφική επισκόπηση μεταξύ των πιο διαδεδομένων και 

καθιερωμένων μεθοδολογιών μηχανικής μάθησης, οι οποίες χρησιμοποιούνται για την 
πρόβλεψη της κατανάλωσης του ηλεκτρικού φορτίου. 

Η Γραμμική Παλινδρόμηση (ΓΠ) ανήκει στις μεθόδους που πρωταρχικά εφαρμόστηκαν 
για την πρόβλεψη της κατανάλωσης του ηλεκτρικού φορτίου. Μία προσέγγιση που 
βασίζεται στην γραμμική παλινδρόμηση χρονοσειρών αποδομημένων  σε επιμέρους 
στοιχεία που αναπαριστούν την εποχή του έτους και την ημέρα της εβδομάδας,  

παρουσιάζεται στη [288] για τη μοντελοποίηση τόσο της εποχικής τάσης όσο και της 
μεταβλητότητας (volatility) της ζήτησης ηλεκτρικής ενέργειας. Μία πιθανοκρατική 
προσέγγιση για την αντιμετώπιση της αβεβαιότητας που εμφανίζεται στα δεδομένα του 
φορτίου έχει προταθεί και παρουσιαστεί στην [289], εφαρμόζοντας παλινδρόμηση 

ποσοστιαίων σημείων, ενώ ένα μοντέλο που βασίζεται στην ίδια μέθοδο αλλά λαμβάνει 
σαν εισόδους επίσης τις καιρικές συνθήκες και της τιμή της ηλεκτρικής ενέργειας 
παρουσιάζεται στην [290]. Η επίδραση των μεταβλητών που περιγράφουν τις κλιματικές 
συνθήκες, στην πρόβλεψη της ζήτησης της ηλεκτρικής ενέργειας μελετάται επίσης 

διεξοδικά στις αναφορές [291] και [292]. Το ζήτημα της βελτίωσης της πρόβλεψης 
δεδομένων κατανάλωσης ηλεκτρικού φορτίου από ένα σύνολο έξυπνων μετρητών 
διερευνάται στη [293], προτείνοντας ένα περιοδικό αυτοπαλινδρομικό μοντέλο με 
εξωγενείς μεταβλητές (periodic autoregressive model with exogenous variables - PARX), 

οι οποίες περιλαμβάνουν την θερμοκρασία και ημερολογιακές πληροφορίες. Ένα 
σημαντικό ερευνητικό θέμα που ανακύπτει κατά την διαδικασία της πρόβλεψης του 
ηλεκτρικού φορτίου αποτελεί η παρουσία των εποχικών φαινομένων, οι οποίες 
προκύπτουν τόσο από την μεταβλητότητα της κατανάλωσης κατά τη διάρκεια της ημέρας 

και για διαφορετικές πειόδους του έτους, όσο και από τις μεταβολές των καιρικών 
συνθηκών. Για παράδειγμα, για έναν υποτιθέμενο Υ/Σ, εγκατεστημένο σε μια περιοχή της 
Ελλάδας, συνήθως αναμένεται μια άνοδος της παραγωγής αλλά και της ζήτησης, κατά τους 
καλοκαιρινούς μήνες λόγω της μεγάλης διάρκειας ηλιοφάνειας και της υψηλής χρήσης 

κλιματιστικών, αντίστοιχα.  Προς αυτή την κατεύθυνση, έχουν προταθεί διάφορες τεχνικές, 
μεταξύ των οποίων η τριπλή εκθετική εξομάλυνση (triple exponential smoothing) [294], η 
μέθοδος της αποδόμησης [295], [296] ή η χρήση χρονοσειρών πολλαπλών εξισώσεων 
(multiple equation time-series) [297]. Ακολουθώντας μια παρόμοια προσέγγιση, η 

πρόβλεψη της μέγιστης τιμής της εβδομαδιαίας κατανάλωσης φορτίου με ορίζοντα ενός 
έτους  επιχειρείται στη [298], όπου το φορτίο αποδομείται σε τρία διαφορετικά συστατικά, 
την δυναμική τάση αύξησης της κατανάλωσης, την εποχική τάση που σχετίζεται με τις 
καιρικές συνθήκες και την περιοδικότητα της κατανάλωσης που δεν οφείλεται στις 

καιρικές συνθήκες, οι οποίες μοντελοποιούνται με την χρήση τεχνικών Autoregressive 
Integrated Moving Average with Exogenous variables (ARIMAX) και ARIMA. 
Συγκεκριμένα, με τα μοντέλα αυτά ενσωματώνουμε τα σφάλματα προηγούμενων 
προβλέψεων στην εξίσωση παλινδρόμησης. Έτσι, επιτυγχάνεται η υπεροχή στην απόδοση 

της πρόβλεψης σε σχέση με αυτά που προκύπτουν από τα απλά AR μοντέλα. Οι συγγραφείς 
της [114] προτείνουν και κάνουν χρήση ενός μοντέλου ARIMA για την πρόβλεψη της 
ζήτησης της ενέργειας για τη φόρτιση ηλεκτρικών οχημάτων, οι έξοδοι του οποίου 
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αξιοποιούνται για τη μορφοποίηση ενός προβλήματος στοχαστικού 
χρονοπρογραμματισμού των μονάδων παραγωγής  ενέργειας για το επόμενο 24ωρο.  

Στα τελευταία έτη, η αραιότητα αποκτά ολένα και περισσότερη δημοφιλία στον τομέα της 
μοντελοποίησης σημάτων. Παρόλο που αρχικά είχε εφαρμοστεί στην επεξεργασία 

σήματος και μετέπειτα εικόνας, κυρίως ως εργαλείο αποθορυβοποίησης, πρόσφατα έχει 
παρουσιαστεί ένα αυξανόμενο ερευνητικό ενδιαφέρον για την χρήση της σε ηλεκτρικά 
σήματα. Όπως έχει ήδη αναφερθεί, αναπαράσταση συνίσταται στην αναζήτηση της 
αραιότερης λύσης του διανύσματος των αραιών συντελεστών, δηλαδή εκείνης με τα 

λιγότερα μη μηδενικά στοιχεία, δεδομένου ενός λεξικού. Επίσης, ένα καθοριστικό στάδιο 
κατά την προαναφερθεία διαδικασία είναι η εκμάθηση του λεξικού, η οποία έγκειται στην 
εύρεση των ατόμων και μορφοποιείται σαν ένα απο κοινού  πρόβλημα βελτιστοποίησης 
όπως περιγράφεται από τις σχέσεις (2.20) και (2.21). Η ανάπτυξη μεθόδων αραιής 

αναπαράστασης για την μοντελοποίηση και την πρόβλεψη της κατανάλωσης ηλεκτρικής 
ενέργειας νοικοκυριών μελετάται στο [238] προτείνοντας έναν αλγόριθμο που βασίζεται 
στη μέθοδο εναλλασόμενων διευθύνσεων των πολλαπλασιαστών (alternating direction 
method of multipliers - ADMM) για την επίλυση του προβλήματος της εκμάθησης του 

λεξικού. Ένας αριθμός ερευνητικών εργασιών που βασίζονται στην αραιή Μπεϋζιανή 
μάθηση (sparse Bayesian learning - SBL) έχουν επίσης δημοσιευθεί κατά την τελευταία 
δεκαετία, χρησιμοποιώντας τη μέθοδο σταθμισμένης (weighted) SBL [299], [300] ή της 
SBL με συνδυασμένους πυρήνες (combined kernels) [301]. Πέρα από την πρόβλεψη 

τουορτίου, η προσέγγιση της αραιής κωδικοποίησης έχει χρησιμοποιηθεί για την 
αντιμετώπιση πολλών ακόμη προβλημάτων που αφορούν τα δίκτυα ισχύος. Στις 
δημοσίευσεις [302], [303], η πρόβλεψη της παραγώμενης αιολικής ενέργειας σε 
πραγματικό χρόνο επιτυγχάνεται με τη μέθοδο της αραιής κωδικοποίησης με χρήση μη 

αρνητικών συντελεστών και με ελαστική κανονικοποίηση (elastic net regularization). Ο 
γνωστός για την αποτελεσματικότητά του αλγόριθμος K-SVD [238], [303], έχει επίσης 
χρησιμοποιθεί πρόσφατα στο πλαίσιο του έξυπνου δικτύου, είτε για το διαχωρισμό της 
καταναλισκώμενης ενέργειας ενός κτιρίου στην ενέργεια που δαπανάται από κάθε συσκευή 

του κτιρίου ξεχωριστά [304], είτε για την συμπίεση δεδομένων από ατομικούς έξυπνους 
μετρητές και την εξαγωγή μοτίβων μερικής χρήσης (partial usage patterns) που 
εντοπίζονται στο προφίλ του φορτίου των καταναλωτών [305]. 

Η πρόβλεψη του φορτίου με τη μέθοδο της παλινδρόμησης με χρήση μηχανών 
διανυσμάτων υποστήριξης (support vector regression - SVR), έχει κερδίσει επίσης 
δημοτικότητα τα τελευταία χρόνια, λόγω της ικανότητας αυτής της μεθόδου να 

μοντελοποιεί τις μη γραμμικότητες που δυνητικά εντοπίζονται στα δεδομένα των 
χρονοσειρών του ηλεκτρικού φορτίου. Το μοντέλο SVR που παρουσιάζεται στην [306] 
αφορά στην πρόβλεψη του φορτίου αιχμής, δηλαδή της μέγιστης τιμής κατανάλωσης, 
διαμέσου μιας πολυωνυμικής συνάρτηση πυρήνα, οι παράμετροι της οποίας 

βελτιστοποιούνται μέσω της πολλαπλής διασταυρούμενης αξιολόγησης. Σε αντίθεση με τα 
συμβατικά μοντέλα SVR, η ιδέα της συγκέντρωσης προβλέψεων από  πολλαπλά 
διαφορετικά μοντέλα με διαφορετικές συναρτήσεις πυρήνα εισάγεται στις [307] και [308]. 
Η πρόβλεψη της ωριαίας κατανάλωσης φορτίου αποτελεί το αντικείμενο μελέτης της 

[309], υλοποιώντας ένα μοντέλο SVR που χρησιμοποιεί τη μέθοδο της εμπειρικής 
αποδόμησης (empirical mode decomposition – EMD) για το διαχωρισμό μιας χρονοσειράς 
σε δύο συστατικά, τα οποία περιγράφουν την εποχική τάση και τις τοπικές διαταραχές στις 
μετρήσεις  κατανάλωσης αντίστοιχα. Ένα υβριδικό μοντέλο [310] έχει προταθεί πρόσφατα 

για την πρόβλεψη της ζήτησης με ορίζοντα μισής ώρας, το οποίο χρησιμοποιεί έναν 
τροποποιημένο αλγόριθμο fire-fly optimization (FFO) για τη βαθμονόμηση των 
παραμέτρων του μοντέλου. 

Λόγω της ικανότητάς τους να ανιχνεύουν μη γραμμικές συσχετίσεις, τα νευρωνικά δίκτυα 
εμπρόσθιας τροφοδότησης [311] έχουν εφαρμοστεί εκτενώς για την πρόβλεψη τόσο της 
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κατανάλωσης του ηλεκτρικού φορτίου όσο και της ζήτησης. Οι πιο αντιπροσωπευτικές 
αρχιτεκτονικές FFNN είναι τα δίκτυα MLP και RBF. Οι δημοσιεύσεις [312], [313] και 
[314] προτείνουν την ανάπτυξη δικτύων πρόσθιας τροφοδότησης για την πρόβλεψη της 

ωριαίας κατανάλωσης. Εκτός από τα ιστορικά δεδομένα φορτίου, στις μεταβλητές εισόδου 
των δύο πρώτων μοντέλων συμπεριλαμβάνονται ορισμένοι ημερολογιακοί δείκτες, όπως η 
μέρα της εβδομάδας, η ώρα της ημέρας και η εποχή του έτους,  ενώ η θερμοκρασία και η 
υγρασία εισάγονται στο τρίτο μοντέλο. Η χρήση ημερολογιακών και κλιματικών 

μεταβλητών εισόδου εφαρμόζεται στα περισσότερα μοντέλα πρόβλεψης, καθώς η θετική 
επίδραση των εξωγενών μεταβλητών κατά την πρόβλεψη του ηλεκτρικού φορτίου έχει 
επιβεβαιωθεί από μια πληθώρα εργασιών στη βιβλιογραφία, [315]–[317], [318]. Σε πολλές 
περιπτώσεις, ο αλγόριθμος Levenberg-Marquardt επιλέγεται για την εκπαίδευση των 

νευρωνικών δικτύων σημειώνοντας ανώτερη απόδοση σε σχέση με άλλους αλγορίθμους 
[319], [320]. Σύμφωνα με την αναφορά [321], ένα δίκτυο με πολλαπλές στοιβάδες (multi-
layered) βελτιστοποιείται με την χρήση του αλγορίθμου grey wolf optimization - GWO. 
Τα πειραματικά αποτελέσματα δείχνουν ότι το προτεινόμενο μοντέλο παρουσιάζει 

υψηλότερη προβλεπτική ακρίβεια σε σύγκριση τόσο με την απλή γραμμική παλινδρόμηση 
αλλά και με τα νευρωνικά δίκτυα MLP σε συνδυασμό με μεταευρετικές μεθόδους.  
Επιπλέον, ένα τεχνητό νευρωνικό δίκτυο που ακολουθεί μια καινοτόμα προσέγγιση για τη 
σύνδεση μεταξύ των στοιβάδων, η οποία αποκαλείται μέση πυκνή σύνδεση (dense average 

connection), έχει προταθεί πρόσφατα [322], εμφανίζοντας ικανοποιητικά αποτελέσματα. 
Έχοντας σαν στόχο τη βελτίωση της διαδικασίας της εκπαίδευσης ενός FFNN τριών 
στοιβάδων, οι συγγραφείς της [323] υλοποιούν έναν αναβαθμισμένο αλγόριθμο 
οπισθοδιάδοσης, σημειώνοντας ικανοποιητικά αποτελέσματα πρόβλεψης, με βάση τον 

δείκτη MAPE. Μία μεθοδολογία βραχυπρόθεσμης πρόβλεψης του φορτίου των κόμβων 
ενός δικτύου περιγράφεται επίσης στην [324], όπου ένα νευρωνικό δίκτυο MLP 
συνδυάζεται με έναν αλγόριθμο ομαδοποίησης των κόμβων, επιτυγχάνοντας έτσι μειωμένο 
υπολογιστικό χρόνο και παρόμοια προβλεπτική ικανότητα σε σύγκριση με τα απλά δίκτυα 

MLP. Ένα σύστημα πολλαπλών πρακτόρων (multi-agent system – MAS) σχεδιάζεται στην 
[325] συμπεριλαμβανομένης α) της αναγνώρισης μοτίβων ζήτησης ηλεκτρικού φορτίου σε 
διάστημα 24 ωρών, β) της κατάταξης των ημερήσιων προφίλ ζήτησης σε κατηγορίες με 
βάση τα μοτίβα αυτά και τέλος γ) ένα σύνολο από δίκτυα MLP για την πρόβλεψη της 

ζήτησης. Η εφαρμογή των δικτύων RBF για την πρόβλεψη του ηλεκτρικού φορτίου 
παρατηρείται επίσης σε μικρότερη κλίμακα με βάση τη βιβλιογραφία, τόσο σε 
βραχυπρόθεσμους [326] όσο και σε μακροπρόθεσμους [327] ορίζοντες πρόβλεψης. 

Τα Τυχαία Δάση (Random forests - RF) αποτελούν μια μέθοδο μηχανικής μάθησης που 
βασίζεται σε πολλαπλές επιμέρους προβλέψεις παρουσιάζοντας πολύ καλή προβλεπτική 
ακρίβεια ενώ έχει χρησιμοποιηθεί σε ένα μεγάλο αριθμό εφαρμογών, 

συμπεριλαμβανομένης και της πρόβλεψης του ηλεκτρικού φορτίου. Διάφορα 
παλινδρομικά μοντέλα αξιολογούνται στη [328], με το μοντέλο τυχαίων δασών να παρέχει 
καλύτερες βραχυπρόθεσμες προβλέψης ζήτησης απ’ ότι τα μοντέλα KNN και γραμμικής 
παλινδρόμησης σύμφωνα με τον δείκτη MAPE. Ένα πιθανοκρατικό μοντέλο πρόβλεψης 

του φορτίου βασισμένο σε παλινδρόμηση ποσοστιαίων σημείων αναπτύσσεται στη [329] 
και επιπλέον χαρακτηριστικό την αναδρομικής εξάλειψης χαρακτηριστικών (recursive 
feature elimination) για την επιλογή των μεταβλητών εισόδου. Επιπλέον, οι συγγραφείς 
προτείνουν μία εναλλακτική μέθοδο για τον προσδιορισμό των ποσοστημορίων (quantiles) 

για την αντιμετώπιση του ζητήματος της αξιοπιστίας που προκύπτει κατά την κατασκευή 
των διαστημάτων πρόβλεψης. 
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Λόγω της ικανότητάς τους να διαχειρίζονται χωρο-χρονικά δεδομένα αποτελεσματικά, τα 
Νευρωνικά Δίκτυα Γράφων έχουν εφαρμοστεί επιτυχώς για την πρόβλεψη της 

κατανάλωσης του οικιακού ηλεκτρικού φορτίου. Η διερεύνηση της χρήσης του 
συγκεκριμένου πεδίου έχει ξεκινήσει αρκετά πρόσφατα και έτσι η σχετική βιβλιογραφία 
είναι περιορισμένη. Ένα αυτο-προσαρμοζόμενο δίκτυο, που ονομάζεται Graph WaveNet, 
προτείνεται στην [330] ως ένας αποτελεσματικός τρόπος για την ανίχνευση χωρικών 

εξαρτήσεων μεταξύ διαφορετικών κατοικιών, παρουσιάζοντας σημαντική βελτίωση στην 
ακρίβεια των προβλέψεων σε σχέση με διάφορα μοντέλα αναφοράς (baseline models). Η 
πρόβλεψη του συγκεντρωμένου φορτίου (aggregated load) πραγματοποιείται με χωρο-
χρονικά νευρωνικά δίκτυα γράφων στη [331]. Το προτεινόμενο μοντέλο GNN 

ενσωματώνει ένα σύνολο από εξατομικευμένους γράφους όπου κάθε κόμβος αντιστοιχεί 
στο συγκεντρωμένο φορτίο μιας κλάσης έξυπνων μετρητών και έναν κεντρικό γράφο που 
αναπαριστά την χρονοσειρά του συνολικού φορτίου. Ένα παρόμοιο μοντέλο για την 
πρόβλεψη της κατανάλωσης της ηλεκτρικής ενέργειας από νοικοκυριά, το οποίο δεν 

απαιτεί γεωγραφικές ή περιβαλλοντικές μεταβλητές υλοποιείται στην [332], συνδυάζοντας 
συνελικτικά δίκτυα γράφων (Graph Convolutional Networks - GCN) και Δίκτυα Μακράς 
Βραχύχρονης Μνήμης (Long Short-Term Memory - LSTM). Το πρόβλημα της ανεπαρκούς 
ποσότητας δεδομένων εκπαίδευσης μοντέλων GNN για την βραχυπρόθεσμη πρόβλεψη του 

ηλεκτρικού φορτίου αντιμετωπίζεται στην αναφορά [333] μέσω μιας προσέγγισης μάθησης 
προσθετικής μεταφοράς (attentive transfer learning). Η προτεινόμενη μεθοδολογία μπορεί 
δυναμικά να αναθέτει βάρη σε διαφορετικά μοντέλα GNN ανάλογα με την επάρκεια των 
δεδομένων εισόδου. 

Είναι προφανές από τη βιβλιογραφία, ότι αν και το πρόβλημα της πρόβλεψης του 
ηλεκτρικού φορτίου έχει αντιμετωπιστεί με πολλαπλές τεχνικές μηχανικής μάθησης, 

εντούτοις καμια από αυτές δεν επιτυγχάνει καθολική υπεροχή σε ότι αφορά την ακρίβεια 
των προβλέψεων. Η παρατήρηση αυτή επιβεβαιώνεται μελετώντας τα ερευνητικά 
αποτελέσματα, αλλά και αξιολογώντας συγκρίσεις αναφοράς από τη βιβλιογραφία [334]–
[336]. Η αδυναμία εξαγωγής καθολικά ανώτερης επίδοσης από τις μεθόδους της 

βιβλιογραφικής ανασκόπησης που προηγήθηκε είναι αναμενόμενη αν λάβει κανείς υπόψη 
τα ανεπιθύμητα χαρακτηριστικά του προβλήματος της πρόβλεψης του φορτίου, το οποίο 
περιλαμβάνει μη γραμμικότητες και υψηλά επίπεδα θορύβου στα δεδομένα. Επιπλέον, η  
στατιστική της χρονοσειράς του φορτίου δεν χαρακτηρίζεται από στατικότητα [337], 

εξαιτίας της τυχαιότητας και της μεταβλητότητας που χαρακτηρίζουν τις καιρικές 
συνθήκες που επηρεάζουν την παραγωγή ενέργειας. Διαφορετικές κλάσεις μεθόδων 
μηχανικής μάθησης ενδέχεται να διαχειρίζονται επαρκώς ορισμένα από αυτά τα ζητήματα, 
όμως συνήθως αποτυγχάνουν σε σχέση με  την αντιμετώπιση κάποιων άλλων, π.χ., τα 

γραμμικά μοντέλα είναι πιο εύρωστα στο θόρυβο, αλλά δεν μπορούν χειριστούν τις μη 
γραμμικότητες. Παρόλο που οι προαναφερθείσες προκλήσεις είναι εγγενείς στην 
πρόβλεψη του φορτίου, εξαρτώνται άμεσα από τον χρονικό ορίζοντα πρόβλεψης, 
καθιστώντας αδύνατο να προσδιορίσει κανείς μία και μόνο μέθοδο μηχανικής μάθησης 

που να υπερτερεί έναντι των υπολοίπων για διαφορετικούς ορίζοντες πρόβλεψης. Για 
παράδειγμα, τα γραμμικά μοντέλα συνήθως παρουσιάζουν αξιόπιστες προβλέψεις για 
βραχυπρόθεσμους ορίζοντες, ενώ η απόδοσή τους μειώνεται καθώς ο ορίζοντας πρόβλεψης  
αυξάνεται λόγω της επικράτησης μη γραμμικών συσχετίσεων στα δεδομένα. Θα πρέπει να 

σημειωθεί ότι η προηγούμενη παρατήρηση σχετικά με την αδυναμία μιας μεμονωμένης 
μεθόδου να επικρατήσει έναντι όλων των άλλων δεν αφορά μόνο στο πλαίσιο της 
πρόβλεψης φορτίου, αλλά αποτελεί μια πιο γενική έννοια στη μηχανική μάθηση και τη 
βελτιστοποίηση, όπως εκφράζεται από το  θεώρημα “no free lunch” [338].  

Για να αντιμετωπιστεί αυτό το πρόβλημα, θα μπορούσε κανείς να καταφύγει στη χρήση 
μιας προσέγγισης πολλαπλών μοντέλων [339], συνδυάζοντας διαφορετικές μεθοδολογίες 

μηχανικής μάθησης. Δυστυχώς, σε ένα σενάριο υλοποίησης σε πραγματικό χρόνο, 
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προκύπτει μια σημαντική πρακτική δυσκολία για τις προσεγγίσεις πολλαπλών μοντέλων: 
πώς επιλέγει κανείς το καταλληλότερο μοντέλο από μια ομάδα εκπαιδευμένων μοντέλων 
για το επόμενο χρονικό βήμα πρόβλεψης; Μια λύση είναι η αξιοποίηση ενός συστήματος 

αποφάσεων βασισμένου σε κανόνες που χρησιμοποιεί πρότερη διαθέσιμη γνώση, όπως η 
ώρα της ημέρας και οι μετρήσεις που αφορούν τις καιρικές συνθήκες σε επίπεδο 
υποσταθμού. Ωστόσο, η τεχνική αυτή συνοδεύεται από ένα σημαντικό εμπόδιο, καθώς όχι 
μόνο οι κανόνες ενός τέτοιου συστήματος είναι δύσκολο να κατανοηθούν, αλλά δεν 

προσφέρουν επίσης καμία εγγύηση για τη διαρκή βέλτιστη επιλογή μοντέλου. Από την 
άλλη, η πλήρης απόρριψη ενός συστήματος αποφάσεων είναι επίσης κάτι που δεν 
συστήνεται, καθώς οι μεμονωμένες προβλέψεις από διαφορετικές μεθόδους δεν 
προσφέρουν από μόνες τους καμία αξιοποιήσιμη πληροφορία . Πιο συγκεκριμένα, ένας 

επαγγελματίας, είτε πρόκειται για έναν τεχνικό διαχειριστή του συστήματος διανομής είτε 
για φορέα σωρευτικής εκπροσώπησης (ΦοΣΕ) ΑΠΕ, χρειάζεται μια τελική τιμή πρόβλεψης 
για να αναπτύξει τη στρατηγική λειτουργίας του. Μια πρακτική λύση είναι να απορρίψει 
κανείς τέτοιους κανόνες επιλογής και αντ 'αυτού να χρησιμοποιήσει ένα σύστημα 

στάθμισης που αξιολογεί μοντέλα μόνο χρησιμοποιώντας τις προηγούμενες επιδόσεις 
πρόβλεψής τους [340]. Η στάθμιση των αποτελεσμάτων εξόδου των μοντέλων πρόβλεψης 
LSTM που περιγράφεται στην [341] βασίζεται στον βαθμό ομοιότητας μεταξύ των 
πραγματικών και αναγνωρισμένων τυπικών τιμών κατανάλωσης φορτίου. Δύο 

διαφορετικές προσεγγίσεις για τον προσδιορισμό των βαρών μοντέλων πολλαπλών 
προβλέψεων ακολουθούνται στις αναφορές [342], [343], χρησιμοποιώντας την καινοτόμα 
στρατηγική της σταδιακά αυξητικής ενημέρωσης των βαρών. Εναλλακτικά, μια μηχανή 
ακραίας εκμάθησης (extreme learning machine) μπορεί να χρησιμοποιηθεί για το 

συνδυασμό των αποτελεσμάτων μιας δεξαμενής προβλέψεων όπως αυτό περιγράφεται στη 
[344]. Ένα ευφυές σχήμα υποστήριξης λήψης αποφάσεων που περιλαμβάνει την 
προγνωστική αξιολόγηση απόδοσης, την ανάλυση ιδιοτήτων μοντέλου, την 
βελτιστοποίηση της δομής και της επιλογής μοντέλου, παρουσιάζεται με μια εξελικτική 

μέθοδο εκμάθησης πολλαπλών μοντέλων για την βραχυπρόθεσμη πρόβλεψη του 
ηλεκτρικού φορτίου [345]. Τέλος, το αυτοματοποιημένο σύστημα που περιγράφεται στη 
[346], βασίζεται σε κρυφές Μαρκοβιανές αλυσίδες για την εξαγωγή παρόμοιων ημερήσιων 
μοτίβων κατανάλωσης ώστε να αποκτηθεί το καλύτερο μοντέλο από μια βιβλιοθήκη 

διαθέσιμων μοντέλων πρόβλεψης. Τα ακόλουθα μοντέλα νευρωνικών δικτύων 
ακολουθούν τεχνικές που διαφοροποιούνται από τις προηγούμενες εργασίες, και 
προκύπτουν από πολλαπλούς κύκλους εκπαίδευσης που βασίζονται σε στιγμιότυπα [347] 
ή στα κρυφά χαρακτηριστικά ενός δικτύου Random Vector Functional Link [348]. 

3.3 Ανάπτυξη μεθόδων πρόβλεψης ηλεκτρικού φορτίου 

3.3.1 Μη επιβλεπόμενες μέθοδοι: Αραιή αναπαράσταση και εκμάθηση λεξικού  

Τα δεδομένα της μελέτης περίπτωσης έχουν συλλεχθεί από έναν υποσταθμό ΥΤ/ΜΤ στην 
ηπειρωτική Ευρώπη και εκτείνονται στο χρονικό διάστημα Σεπτέμβριος 2017 -Δεκέμβριος 
2018. Η ακριβής προέλευση και η χρονολογία των δεδομένων δεν είναι δημόσια διαθέσιμες 
για λόγους εμπιστευτικότητας και απορρήτου. Για τον ίδιο λόγο, τα αποτελέσματα που 

προκύπτουν και παρουσιάζονται στο επόμενο κεφάλαιο περιλαμβάνουν τις 
κανονικοποιημένες τιμές των προβλέψεων. Οι καταγεγραμμένες μετρήσεις αναφέρονται σε 
τιμές μικτού φορτίου παραγωγής-ζήτησης, δεδομένης της ύπαρξης πολλαπλών 
φωτοβολταϊκών (ΦΒ) συστημάτων, οικιακά ή μη, τα οποία συμμετέχουν στο δίκτυο 

διανομής και παραγωγής ηλεκτρικής ενέργειας ΜΤ. Οι εν λόγω μετρήσεις λαμβάνονται ανά 
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διαστήματα του ενός λεπτού και περιέχουν αφενός τις τιμές μικτού φορτίου, καθώς και 
δεδομένα καιρού από τον μετεωρολογικό σταθμό του υποσταθμού. Συγκεκριμένα 

παρέχονται τιμές νεφοκάλυψης, ταχύτητας ανέμου, υγρασίας και θερμοκρασίας. 
Σημειώνεται ότι, οι χρονοσειρές δεδομένων έχουν υποβληθεί σε αναδειγματοληψία 
εφαρμόζοντας μια μέθοδο παρεμβολής, όπου κάθε δείγμα ορίζεται ως ο μέσος όρος ενός 
κινούμενου παραθύρου 15 μετρήσεων, εάν τουλάχιστον 8 από αυτές είναι έγκυρες και ως 

απροσδιόριστη τιμή (null), διαφορετικά. Στη συνέχεια ακολουθεί η κατάλληλη 
προεπεξεργασία των ανωτέρω μετρήσεων προκειμένου να δημιουργηθεί ένα μοντέλο 
πρόβλεψης του μικτού φορτίου του δικτύου, για ένα σύντομο ορίζοντα πρόβλεψης όπως 
αυτός της μίας ώρας. 

Ένα πρωταρχικό ζήτημα κατά την προεπεξεργασία των δεδομένων είναι η αντιμετώπιση 
δεδομένων που λείπουν ή είναι κατεστραμμένα, δηλαδή είναι αδύνατη η ανάγνωση ή η 

χρήση τους. Τέτοιου είδους δεδομένα μπορούν να προκύψουν είτε από διακοπές της 
λειτουργίας των αισθητήρων, κυρίως λόγω δυσλειτουργίας, είτε λόγω εργασιών 
συντήρησης, είτε εξαιτίας κάποιου κακόβουλου λογισμικού. Στο πλαίσιο της εκπόνησης της 
διδακτορικής διατριβής, το στάδιο της προεπεξεργασίας των δεδομένων, αναλαμβάνει την 

αφαίρεση των κατεστραμμένων δεδομένων και ακραίων τιμών, ενώ τα δεδομένα που 
λείπουν αγνοούνται. Λόγω του μεγέθους του συνόλου των διαθέσιμων δεδομένων, η 
χειροκίνητη εξαγωγή των προβληατικών δεδομένων καθίσταται εξαιρετικά δύσκολη αν όχι 
αδύνατη κι ετσι προτιμήθηκε η δημιουργία μιας ρουτίνας αυτόματης ανίχνευσης των 

δεδομένων αυτών. Σε αντίθεση με τις τιμές κατεστραμμένων δεδομένων, οι οποίες 
υποδεικνύονται από τις εκτός των επιτρεπόμενων ορίων τιμές του μικτού φορτίου ή από την 
αδυναμία προσπέλασής τους, ο εντοπισμός των ακραίων τιμών αποτελεί μια δυσκολότερη 
επιστημονική πρόκληση. Μια σειρά από αποτελεσματικές τεχνικές διαχείρισης δεδομένων 

μπορεί να βρει κανείς στην αναφορά [349]. Για τις ανάγκες των πειραμάτων που 
πραγματοποιήθηκαν στα πλαίσια της Δ.Δ, εφαρμόζεται μια προσέγγιση όπου η ανίχνευση 
βασίζεται στην υπέρβαση μιας ανώτερης τιμής της διαμέσου τιμής επί του συνόλου των 
τιμών του μικτού φορτίου που περιέχονται σε ένα κυλιόμενο χρονικό παράθυρο . Έτσι 

επιτυγχάνεται η αποτελεσματική αναγνώριση των ακραίων τιμών, αποφεύγοντας παράλληλα 
την λανθασμένη κατηγοριοποίηση φυσιολογικών μετρήσεων ως ακραίες τιμές Σχήμα 11. Οι 
τιμές του μήκους του κυλιόμενου παραθύρου και του κατωφλίου της διαμέσου επιλέγονται 
ως 60 και 0.15 αντίστοιχα. 

 

Σχήμα 11: Λειτουργία της ρουτίνας ανίχνευσης ακραίων τιμών που βασίζεται στο κατώφλι 

κυλιόμενης διαμέσου. 

Ένα σημαντικό στάδιο στη δημιουργία ενός μοντέλου πρόβλεψης του ηλεκτρικού φορτίου 
αποτελεί αυτό της επιλογής των μεταβλητών εισόδου. Όλα τα μοντέλα που αναπτύχθηκαν 
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στο πλαίσιο αυτής της μελέτης θεωρούνται ως αυτοπαλινδρομικά με εξωγενείς μεταβλητές 
με την έννοια ότι οι είσοδοί τους αποτελούνται αποκλειστικά από προηγούμενες τιμές της 
εξόδου και τιμές των καιρικών δεδομένων. Δεδομένου ότι ο στόχος είναι η δημιουργία 

μοντέλων πρόβλεψης βραχυπρόθεσμου ορίζοντα, η χρήση ιστορικών δεδομένων τόσο 
ηλεκτρικού φορτίου όσο και δεδομένων καιρού μπορεί να θεωρηθεί επαρκής. Παρακάτω 
παρατίθεται, για την πληρέστερη περιγραφή των μεταβλητών εισόδου,  οι ακόλουθοι 
συμβολισμοί. Έτσο, ένα d-διάστατο διανύσμα-στήλη δηλώνεται με πεζά έντονα γράμματα 

(δλδ., 𝒙 ή 𝒙(𝑘) ∈ 𝑅𝑑) και ο όρος [⋅]𝑖 χρησιμοποιείται για το συμβολισμό των δεικτών του 
στοιχείου ενός διανύσματος-στήλης. Οι τιμές των συνιστωσών του διανύσματος μετρήσεων 

𝒙(𝑘) περιέχουν πραγματικούς αριθμούς οι οποίοι απεικονίζουν τις τρέχουσες και ιστορικές 

τιμές του μικτού φορτίου 𝒑 και τις καιρικές μεταβλητές 𝒘.  Κατά συνέπεια, ως 𝒑(𝑡) και 𝒘(𝑡) 
δηλώνονται οι τρέχουσες και ιστορικές τιμές του μικτού φορτίου καθώς και οι μετρήσεις των 

καιρικών μεταβλητών, καταχωρημένες την τρέχουσα χρονική στιγμή t. Αξίζει να 
διευκρινιστεί ότι οι δείκτες t+4 και t-4 αναφέρονται σε διάστημα μιας ώρας μετά και πριν 

από την τρέχουσα χρονική στιγμή αντίστοιχα, η τιμή του 𝑑 ισούται με το συνολικό αριθμό 
των μεταβλητών των μοντέλων και  η τιμή του N ισούται με το πλήθος των δεδομένων 
εκπαίδευσης. 

Οι επιλεχθείσες μεταβλητές εισόδου, οι οποίες είναι κοινές για όλα τα μοντέλα που 
υλοποιούνται στα πλαίσια της μελέτης περίπτωσης, περιγράφονται αναλυτικά στον  Πίν. Τα 

στοιχεία του διανύσματος [𝒑(𝑡)]𝑛, 𝑛 ∈ [1: 5] περιέχουν τις τιμές της 𝑛-οστής μεταβλητής 

εισόδου που σχετίζεται με το μικτό φορτίο, ενώ τα στοιχεία του διανύσματος [𝒘(𝑡)]𝑚, 𝑚 ∈
[1:4] περιέχουν τις τιμές της m-οστής καιρικής μεταβλητής εισόδου. Οι συμβολισμοί [𝑐(𝑡)]1, 

[𝑠(𝑡)]1, [ℎ(𝑡)]1 και [𝑡(𝑡)]1 χρησιμοποιούνται για τη δήλωση των τρέχοντων τιμών της 
νεφοκάλυψης, της ταχύτητας ανέμου, της υγρασίας και της θερμοκρασίας αντίστοιχα. 

Προκειμένου να αποκτηθούν οι προβλέψεις του μικτού φορτίου της επόμενης ώρας, οι 

οποίες δηλώνονται ως [𝒑(𝑡+4)]1, οι είσοδοι που φαίνονται στον πίνακα Πίνακας 3, 
εισάγονται σε κάθε μοντέλο.  
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Πίνακας 3: Μεταβλητές εισόδου των μοντέλων πρόβλεψης αραιής αναπαράστασης  

Αύξοντας αριθμός 

μεταβλητής εισόδου 

Διάνυσμα 

μεταβλητής εισόδου 

Τύπος μεταβλητής 

εισόδου 
Μαθηματική έκφραση Περιγραφή 

1 [𝒙(𝑡) ]
9
 [𝒑(𝑡) ]

1
 [𝑝(𝑡)]

1
 Τρέχουσα τιμή Ε.Ι.  

2 [𝒙(𝑡) ]
8
 [𝒑(𝑡)]

2
 

∑ [𝑝(𝑡−𝑛) ]
1

3
𝑛=0

4
 

Μέση τιμή Ε.Ι. για την τελευταία ώρα  

3 [𝒙(𝑡) ]
7
 [𝒑(𝑡)]

3
 [𝑝(𝑡) ]

1
− [𝑝(𝑡−1)]

1
 

Διαφορά μεταξύ τρέχουσας τιμής Ε.Ι. και 

τιμής πριν 15 λεπτά 

4 [𝒙(𝑡) ]
6
 [𝒑(𝑡)]

4
 [𝑝(𝑡) ]

1
− [𝑝(𝑡−4)]

1
 

Διαφορά μεταξύ τρέχουσας τιμής Ε.Ι. και 

τιμής πριν 1 ώρα 

5 [𝒙(𝑡) ]
5
 [𝒑(𝑡)]

5
 [𝑝(𝑡) ]

1
− [𝑝(𝑡−8)]

1
 

Διαφορά μεταξύ τρέχουσας τιμής Ε.Ι. και 

τιμής πριν 2 ώρες 

6 [𝒙(𝑡) ]
4
 [𝒘(𝑡) ]

1
 [𝑐 (𝑡+4)]

1
− [𝑐(𝑡) ]

1
 

Διαφορά μεταξύ τρέχουσας τιμής 

νεφοκάλυψης και τιμής μετά από 1 ώρα  

7 [𝒙(𝑡) ]
3
 [𝒘(𝑡) ]

2
 [𝑠 (𝑡+4)]

1
− [𝑠(𝑡) ]

1
 

Διαφορά μεταξύ τρέχουσας τιμής ταχύτητας 

ανέμου και τιμής μετά από 1 ώρα 

8 [𝒙(𝑡) ]
2
 [𝒘(𝑡) ]

3
 [ℎ(𝑡+4)]

1
− [ℎ(𝑡)]

1
 

Διαφορά μεταξύ τρέχουσας τιμής υγρασίας 

και τιμής μετά από 1 ώρα 

9 [𝒙(𝑡) ]
1
 [𝒘(𝑡) ]

4
 [𝑡 (𝑡+4)]

1
− [𝑡 (𝑡)]

1
 

Διαφορά μεταξύ τρέχουσας τιμής 

θερμοκρασίας και τιμής μετά από 1 ώρα 
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Η χρήση των μεταβλητών αυτών κρίνεται δικαιολογημένη καθώς υπάρχει ισχυρή εξάρτηση 
της χρονοσειράς του ηλεκτρικού φορτίου από την τρέχουσα τιμή [316]. Μια συνιθισμένη 
τακτική [114] αποτελεί επίσης η αξιοποίηση της εποχικής τάσης του ηλεκτρικού φορτίου,  

όπως αυτή αντικατοπτρίζεται στις διαφορές μεταξύ της τρέχουσας και προηγούμενων τιμών 

του μικτού φορτίου σύμφωνα με τους όρους [𝒑(𝑡)]3:5, ενώ η εισαγωγή του μέσου όρου των 

προηγούμενων τιμών, [𝒑(𝑡)]2 σύμφωνα με τη βιβλιογραφία, είναι εξίσου σημαντική [317]. 
Τέλος, η ενσωμάτωση των τιμών που απεικονίζουν το διάνυσμα των καιρικών 

χαρακτηριστικών, [𝒘(𝑡)]1:4 αναμένεται να βελτιώσει την ακρίβεια των προβλέψεων με 
βάση τα διάφορα πειραματικά αποτελέσματα [291], [292]. Οι τιμές των μεταβλητών αυτών 
αναμένεται να αποτελέσουν το σύνολο δεδομένων εκπαίδευσης με βάση το οποίο θα γίνει η 

εκμάθηση του λεξικού και των αραιών συντελεστών. 

Ολοκληρώνοντας την προεπεξεργασία των δεδομένων και την επιλογή των μεταβλητών 

εισόδου, ολοκληρώνουμε την προετοιμασία του συνόλου δεδομένων εκπαίδευσης. Μετά 
από προσεκτική εξέταση των διαθέσιμων δεδομένων, κρίθηκε ότι τα δεδομένα που 
καλύπτουν το διάστημα του φθινοπώρου του 2017 είναι τα καταλληλότερα για την 
εκπαίδευση των μοντέλων, αφήνοντας διαθέσιμα τα υπόλοιπα δεδομένα, δηλαδή εκείνα 

που εκτείνονται από τον χειμώνα του 2017 έως τον χειμώνα του 2018 για τη διαδικασία 
του ελέγχου (testing) των μοντέλων. Η επιλογή των δεδομένων εκπαίδευσης βασίστηκε 
στο γεγονός ότι τα δεδομένα σε αυτό το διάστημα παρουσίαζαν τον ελάχιστο δυνατό 
αριθμό ελλειπουσών και ακραίων τιμών σε σύγκριση με άλλα διαστήματα.  Επιπρόσθετα, 

αυτός ο διαχωρισμός των δεδομένων επιτρέπει τη διατήρηση ενός ολόκληρου έτους 
διαθέσιμου ως σύνολο δεδομένων ελέγχου, κάτι που βοηθά στην καλύτερη αξιολόγηση 
των γενικευμένων προγνωστικών ικανοτήτων του μοντέλου σε διαφορετικές εποχές του 
έτους. Αυτό είναι ένα σημαντικό ζήτημα, καθώς η χρονοσειρά αποτελείται από μια 

συνιστώσα της ζητούμενης και μια συνιστώσα της παραγόμενης ενέργειας, οι στατιστικές 
ιδιότητες των οποίων δεν είναι στατικές κατά τη διάρκεια του έτους, κυρίως λόγω της 
μεταβλητότητας του καιρού. Τέλος, ένα σημείο που χρήζει ιδιαίτερης προσοχής είναι ότι 
δεν εφαρμόζεται μετάθεση (permutation) των δεδομένων πριν από τον διαχωρισμό των 

διαθέσιμων δεδομένων στα σύνολα δεδομένων εκπαίδευσης και ελέγχου. Έτσι, τα 
δεδομένα που χρησιμοποιούνται κατά τη διαδικασία ελέγχου είναι εντελώς άγνωστα στο 
εκάστοτε προτεινόμενο μοντέλο, ενισχύοντας την αξιοπιστία των προβλέψεων.  

Η ανάλυση των προδιαγραφών με βάση τις οποίες διεξάγεται η παρούσα μελέτη 
περίπτωσης, ολοκληρώνεται με την περιγραφή του πειραματικού πρωτοκόλλου. Ο πρώτος 
κατά σειρά αλγόριθμος αραιής κωδικοποίησης που εφαρμόστηκε ήταν ο K-SVD. Όπως 

έχει ήδη αναφερθεί, ο K-SVD αποτελεί μια επαναληπτική μέθοδο που εναλλάσσει τη 
λειτουργία του μεταξύ της αραιής κωδικοποίησης του διανύσματος ενδιαφέροντος με βάση 
το τρέχον λεξικό και μιας διαδικασίας ανανέωσης των ατόμων του λεξικού για την 
καλύτερη προσαρμογή στα δεδομένα εκπαίδευσης. Τηρώντας την ιδιότητα του 

υπερπλήρους λεξικού, ο αριθμός των ατόμων τίθεται ίσος με 60, δηλαδή 6 φορές 
μεγαλύτερος από τη διάσταση του χώρου των μεταβλητών εισόδου. Μία επιπλέον 
παράμετρος που θα πρέπει να προσδιοριστεί, είναι ο αριθμός των μη μηδενικών στοιχείων 
που περιέχονται στα άτομα, ή αλλιώς το επίπεδο αραιότητας. Με βάση τον κανόνα του 

αντίχειρα (rule of thumb), η τιμή αυτή, δεν ξεπερνά το 10% του πλήθους των ατόμων και 
κατά συνέπεια, επιλέγεται να είναι ίση με 6. Εφόσον, ο αλγόριθμος K-SVD χαρακτηρίζεται 
από ευελιξία σε σχέση με τη συμβατότητά του με την τεχνική αραιής αποδόμησης που θα 
χρησιμοποιηθεί, επιλέγεται η μέθοδος OMP. Τέλος, η ανανέωση του λεξικού 

πραγματοποιείται ανά μέγιστο αριθμό 100 επαναλήψεων.  
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Ο online αλγόριθμος εκμάθησης λεξικού που περιγράφεται στην [350], εφαρμόζεται στη 
συνέχεια σε συνδυασμό με η μέθοδο LARS-LASSO για να επιτευχθεί η αραιή αποδόμηση. 

Στα πλαίσια της προσέγγισης αυτής, η αραιότητα επιβάλλεται μέσω της νόρμας  ℓ1, 

σύμφωνα με την σχέση (2.22). Η παράμετρος κανονικοποίησης 𝜆 τίθεται ίση με 0.1. Για 
λόγους πληρότητας παρέχονται επίσης αποτελέσματα με τη χρήση της κανονικοποίησης 

elastic net [351], η οποία συνδυάζει τις νόρμες ℓ1 και ℓ2. Στην περίπτωση αυτή, οι 
συντελεστές κανονικοποίησης 𝜆1 και 𝜆2 επιλέγεται να είναι ίσοι με 0.1 και 0.01 αντίστοιχα. 
Ένα επιπλέον μοντέλο υλοποιείται, το οποίο χρησιμοποιεί τον online αλγόριθμο για την 
εκμάθηση του λεξικού και τη μέθοδο OMP για το στάδιο της αραιής κωδικοποίησης [352] 

αντί της LASSO. Όμοια με την προηγούμενη υλοποίηση η τιμή του 𝜆 επιλέγεται να είναι 
ίση με 0.1, ακολουθώντας μια διαδικασία δοκιμής και σφάλματος. Προκειμένου να 

εξασφαλιστεί η δίκαιη σύγκριση μεταξύ των μοντέλων, το μέγεθος του λεξικού παραμένει 
ίδιο για όλα τα πειράματα που λαμβάνουν χώρα στα πλαίσια της μελέτης περ ίπτωσης. Ένας 
ακόμη παράγοντας που επηρεάζει την απόδοση του μοντέλου είναι η μέγιστη διάρκεια 
εκτέλεσης του αλγορίθμου, η οποία ισούται με 20 δευτερόλεπτα, καθώς δεν παρατηρείται 

περαιτέρω βελτίωση πέραν του χρόνου αυτού. 

Η επόμενη μέθοδος που αναπτύχθηκε ενσωματώνει την αρχετυπική ανάλυση. Σύμφωνα με 

την προσέγγιση αυτή, η εκμάθηση του λεξικού συνθέτει το μη κυρτό πρόβλημα 
βελτιστοποίησης όπως εκφράζεται από τις σχέσεις (2.29) και (2.30) και το οποίο επιλύεται 

με τον αλγόριθμο ενεργών συνόλων που προτείνεται στο άρθρο [244]. Η νόρμα ℓ2 
επιστρατεύεται για την επιβολή της αραιότητας τοποθετώντας τα άτομα στην γειτονιά του 
κυρτού φλοιού του χώρου των χαρακτηριστικών. 

Μέσω της παρούσας μελέτης περίπτωσης, εκτός από την ανάδειξη της καταλληλότερης 
μεθοδολογίας αραιής κωδικοποίησης για το πρόβλημά της βραχυπρόθεσμης πρόβλεψης 
του μικτού φορτίου, εξετάζεται επίσης η επίδραση των διάφορων νορμών νομιμοποίησης. 
Προς αυτή την κατεύθυνση, υλοποιείται μια επιπλέον στρατηγική, αυτή της ιεραρχικής 

αραιότητας η οποία υπαγορεύει την ενσωμάτωση των ατόμων του λεξικού σε ένα 
κατευθυνόμενο δένδρο τόσο κατά την εκμάθηση του λεξικού όσο και κατά το στάδιο της 
αραιής αναπαράστασης. Στα πλαίσια των πειραματικών προσομοιώσεων του μοντέλου που 
βασίζεται στην ιεραρχική αραιότητα, χρησιμοποιεί ται μια νόρμα με δενδροειδή δομή  

ℓ0
𝑡𝑟𝑒𝑒, όπου ο αριθμός των ατόμων καθορίζεται από τη διαμόρφωση του δένδρου. Η δομή 

διακλάδωσης που επιλέγεται, προσδιορίζεται από ένα δένδρο 3 επιπέδων με 4 κλάδους σε 

κάθε ένα από τα δύο πρώτα επίπεδα και 2 κλάδους στο τελευταίο επίπεδο.  Η διαμόρφωση 
αυτή οδηγεί σε ένα λεξικό με διάσταση 53, γεγονός που εξασφαλίζει μέγεθος λεξικού 
συγκρίσιμο με τις υπόλοιπες μεθόδους καθώς και εύλογο χρόνο εκτέλεσης. Μέσα από μια 
διαδικασία δοκιμής και σφάλματος η παράμετρος 𝜆 τέθηκε ίση με 0.01. 

Προκειμένου να τονιστεί η υπεροχή της προτεινόμενης μεθοδολογίας αραιής 
κωδικοποίησης, δοκιμάζονται επίσης τυπικές γραμμικές ή μη γραμμικές μέθοδοι 
μηχανικής μάθησης, συμπεριλαμβανομένης της απλής γραμμικής παλινδρόμησης, της 
παλινδρόμησης με χρήση διανυσμάτων υποστήριξης και των νευρωνικών δικτύων MLP. 
Όλα τα συγκριτικά μοντέλα χρησιμοποιούν τις ίδιες μεταβλητές εισόδου που 

περιγράφονται παραπάνω, αλλά και κοινά σύνολα δεδομένων εκπαίδευσης και ελέγχου. 
Πιθανώς η πιο κοινή και απλή μέθοδος πρόβλεψης είναι η γραμμική παλινδρόμηση [108]. 
Έτσι, ένα μοντέλο παλινδρόμησης ελαχίστων τετραγώνων δημιουργήθηκε και 
χρησιμοποιήθηκε ως μοντέλο αναφοράς. Στη συνέχεια, εφαρμόστηκε ένα μοντέλο SVR με 

Γκαουσιανή συνάρτηση πυρήνα [162]. Η εκπαίδευση του μοντέλου πραγματοποιήθηκε με 
τον αλγόριθμο SMO, ενώ για τη βελτιστοποίηση των υπερπαραμέτρων του 
χρησιμοποιήθηκε η Μπεϋζιανή βελτιστοποίηση. Η πιο αντιπροσωπευτική κλάση μη 
γραμμικών μεθόδων για την βραχυπρόθεσμη πρόβλεψη του ηλεκτρικού φορτίου είναι τα 

νευρωνικά δίκτυα MLP [353]. Έτσι, το σύνολο των συγκριτικών μοντέλων που 
αναπτύσσονται ολοκληρώνεται με την εισαγωγή ενός δικτύου MLP με δύο στοιβάδες το 
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οποίο εκπαιδεύεται με τον αλγόριθμο οπισθοδιάδοσης Levenberg-Marquardt [165].  Θα 
πρέπει να σημειωθεί ότι, λόγω της ευαισθησίας των μεθόδων εκπαίδευσης των δικτύων 
MLP στην αρχικοποίηση των βαρών, η διαδικασία εκπαίδευσης επαναλήφθηκε 20 φορές, 

χρησιμοποιώντας κάθε φορά διαφορετική τυχαία προετοιμασία για τα βάρη του 
νευρωνικού δικτύου. 

3.3.2 Επιβλεπόμενες μέθοδοι: Μέθοδος ανσάμπλ 

Η πρώτη μέθοδος που αναπτύχθηκε στα πλαίσια της της παρούσας Δ.Δ. ακολουθεί τις 
αρχές της επιβλεπόμενης μάθησης. Συγκεκριμένα, βασίζεται στη μέθοδο ανσάμπλ και είναι 
σε θέση να παρέχει αξιόπιστες προβλέψεις, για πολλαπλούς ορίζοντες πρόβλεψης, 
ειδικότερα δε για χρονικά παράθυρα των 15 λεπτών, 1 ώρας και 2, 3, 6 έως και 24 ωρών. 

Για την αξιολόγηση την απόδοσης της προτεινόμενης μεθόδου δημιουργήθηκαν μια σειρά 
από πειράματα τα οποία χρησιμοποιούν τα δεδομένα που αναφέρθηκαν στην παράγραφο  
3.3.1, με τη διαφορά ότι στην περίπτωση αυτή τα δεδομένα ολόκληρου του έτους 2017 
είναι διαθέσιμα. Οι συνθήκες αναδειγματοληψίας καθώς και η διαδικασία 

προεπεξεργασίας των δεδομένων συμπεριλαμβανομένου του αλγορίθμου ανίχνευσης 
ακραίων τιμών, παραμένουν ίδιες με αυτές που περιγράφονται στην προηγούμενη μελέτη 
περίπτωσης. 

Η επιλογή των μεταβλητών εισόδου συνδέεται άμεσα με τον ορίζοντα πρόβλεψης. Γ ια το 
λόγο αυτό και με βάση τη βιβλιογραφία, ένα σύνολο χαρακτηριστικών διανυσμάτων - 
εισόδων δημιουργήθηκε για κάθε ορίζοντα πρόβλεψης, αποτελούμενο από ιστορικά 

δεδομένα του φορτίου και δεδομένα καιρού. Στη συνέχεια, η συνεισφορά των μεταβλητών 
αυτών στην βελτίωση την ακρίβειας των προβλέψεων εξετάστηκε με την μέθοδο της 
δοκιμής και του σφάλματος, οδηγώντας στην τελικά επιλογή των μεταβλητών εισόδου του 
μοντέλου για κάθε ορίζοντα πρόβλεψης. Εναλλακτικά, άλλες προσεγγίσεις όπως τα δένδρα 

αποφάσεων ενίσχυσης βάθμωσης (gradient boosting decision tree), ο συντελεστής 
συσχέτισης Pearson [354], ο μηχανισμός προσοχής (attention mechanism) [355] ή η 
διερευνητική ανάλυση δεδομένων (Exploratory Data Analysis) [356], θεωρούνται επίσης 
χρήσιμες για τη μείωση και επιλογή των χαρακτηριστικών εισόδου. Είναι σημαντικό να 

σημειωθεί ότι, για κάθε ορίζοντα, οι μεταβλητές εισόδου είναι κοινές για όλες τις μεθόδους 
μηχανικής μάθησης που εξετάζονται στην παρούσα Δ.Δ. Οι μεταβλητές που δέχονται όλα 
τα μοντέλα μπορούν να χωριστούν σε 4 διαφορετικές κατηγορίες, κάτι το οποίο 
απεικονίζεται στον πίνακα Πίνακας 4, όπου παρατηρούμε τα εξής: (α) τρέχουσες και 

προηγούμενες τιμές Ε.Ι., (β) διαφορά μεταξύ τρέχουσας και προηγούμενων τιμών Ε.Ι., (γ) 
μέσος όρος προηγούμενων τιμών Ε.Ι. και (δ) μετρήσεις καιρικών συνθηκών. Προς 
διευκόλυνση του αναγνώστη, αναφέρεται ότι οι τρέχουσες και προηγούμενες τιμές Ε.Ι. 

δηλώνονται ως 𝒑(𝑡), η μεταβλητή εξόδου, δηλαδή η τιμή του μικτού φορτίου μετά από s 

το πλήθος 15-λεπτα διαστήματα ως �̂�(𝑡+𝑠), ενώ οι καιρικές μεταβλητές, οι οποίες είναι η 

νεφοκάλυψη, η ταχύτητα ανέμου, η υγρασία και η θερμοκρασία, ως  𝒘(𝑡). Είναι σημαντικό 
να αναφερθεί ότι, κατά το στάδιο της εκπαίδευσης του μοντέλου πρόβλεψης, οι μεταβλητές 

εισόδου 𝒘(𝑡) εισάγονται ως μετρούμενες τιμές πραγματικών δεδομένων καιρού την 
χρονική στιγμή t. Αντιθέτως, κατά την εφαρμογή του μοντέλου σε πραγματικό χρόνο, οι 

μελλοντικές τιμές των καιρικών δεδομένων 𝒘(𝑡+𝑠) όντας άγνωστες, θα πρέπει να 
αντικατασταθούν από καιρικές προβλέψεις, εισάγοντας επιπλέον αβεβαιότητα.
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Πίνακας 4. Περιγραφή των μεταβλητών εισόδου των μοντέλων που υλοποιούνται για κάθε ορίζοντα πρόβλεψης. Κάθε γραμμή του πίνακα αναφέρεται στις διαφορετικές 

κατηγορίες εισόδων, ενώ η τελευταία γραμμή αναφέρεται στην μεταβλητή εξόδου. 

Ορίζοντας πρόβλεψης 
15 λεπτά 

(𝐭 + 𝟏) 

1 ώρα 

(𝐭 + 𝟒) 

2 ώρες 

(𝐭 + 𝟖) 

3 ώρες 

(𝐭 + 𝟏𝟐)  

6 ώρες 

(𝐭 + 𝟐𝟒)  

24 ώρες 

(𝐭 + 𝟗𝟔)  

Τρέχουσες και 

προηγούμενες τιμές Ε.Ι. 

𝒑(𝑡−𝑖) , 
𝑖 = 0,95,671 

𝒑(𝑡−𝑖), 
𝑖 = 0,4,92,668 

𝒑(𝑡−𝑖), 
𝑖 = 0,8,88,664 

𝒑(𝑡−𝑖) , 
𝑖 = 0,12,84,660 

𝒑(𝑡−𝑖), 
𝑖 = 0,24,72,648 

𝒑(𝑡−𝑖), 
𝑖 = 0,96,576 

Μέσος όρος 

προηγούμενων τιμών 

Ε.Ι. 

∑ 𝒑(𝑡−𝑛)3
𝑛=0

4
 

∑ 𝒑(𝑡−𝑛)3
𝑛=0

4
 

∑ 𝒑(𝑡−𝑛)7
𝑛=0

8
 

∑ 𝒑(𝑡−𝑛)11
𝑛=0

12
 

∑ 𝒑(𝑡−𝑛)23
𝑛=0

24
 

∑ 𝒑(𝑡−𝑛)95
𝑛=0

96
 

Διαφορά μεταξύ τιμών 

Ε.Ι. 
𝒑(𝑡) − 𝒑(𝑡−𝑖), 

𝑖 = 1  

𝒑(𝑡) − 𝒑(𝑡−𝑖), 
𝑖 = 4 

𝒑(𝑡) − 𝒑(𝑡−𝑖), 
𝑖 = 8 

𝒑(𝑡) − 𝒑(𝑡−𝑖), 
𝑖 = 12 

𝒑(𝑡) − 𝒑(𝑡−𝑖), 
𝑖 = 24 

𝒑(𝑡) − 𝒑(𝑡−𝑖), 
𝑖 = 96 

Τιμές καιρικών 

συνθηκών 
𝒘(𝑡+𝑖) , 
𝑖 = 0 

𝒘(𝑡+𝑖), 
𝑖 = 4 

𝒘(𝑡+𝑖), 
𝑖 = 4,8 

𝒘(𝑡+𝑖), 
𝑖 = 4,8,12 

𝒘(𝑡+𝑖), 
𝑖 = 16,20,24 

𝒘(𝑡+𝑖), 
𝑖 = 88,92,96 

Τιμές πρόβλεψης Ε.Ι. 

(μεταβλητή εξόδου) 
�̂�(𝑡+1) �̂�(𝑡+4) �̂�(𝑡+8) �̂�(𝑡+12) �̂�(𝑡+24) �̂�(𝑡+96) 
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Κατά τη διαδικασία του διαχωρισμού των διαθέσιμων δεδομενών σε συνόλα δεδομένων 
εκπαίδευσης και ελέγχου  θα πρέπει να ληφθεί υπόψην η εξής παρατήρηση. Το  ηλεκτρικό 
δίκτυο επεκτείνεται συνεχώς, εντάσσοντας περισσότερους καταναλωτές και παραγωγούς 

ΑΠΕ, καθένας με διαφορετικά προφίλ κατανάλωσης και παραγωγής. Συνεπώς, είναι 
επιθυμητό το σύνολο δεδομένων εκπαίδευσης να απέχει όσο το δυνατόν λιγότερο χρονικά 
από το διάστημα για το οποίο θα πραγματοποιηθούν οι προβλέψεις. Εφόσον τα διαθέσιμα 
δεδομένα καλύπτουν δύο διαδοχικά έτη, εκείνα που αντιστοιχούν στο έτος 2017 

επιλέχθηκαν ως σύνολο δεδομένων εκπαίδευσης και εκείνα που αντιστοιχούν στο έτος 
2018, επιλέχθηκαν ως σύνολο δεδομένων ελέγχου. 

Για λόγους πληρότητας υπογραμμίζεται το γεγονός ότι πριν από την εκπαίδευση του 
μοντέλου δεν έχει προηγηθεί ανακάτεμα των δεδομένων, ενώ επιπλέον οι πραγματικές  
τιμές και οι προβλέψεις του μικτού φορτίου υπόκεινται σε κανονικοποίηση πριν 
παρουσιαστούν καθώς συντρέχουν δεσμεύσεις απορρήτου. Επίσης, τα μοντέλα που κατά 

την εκπαίδευσή τους απαιτούν ένα στάδιο αξιολόγησης, δηλαδή τα μοντέλα που 
βασίζονται σε νευρωνικά δίκτυα MLP και RBF, επιστρατεύουν την 10-πλή 
διασταυρούμενη αξιολόγηση, ενώ στην περίπτωση των μοντέλων που απαιτούν πολλαπλές 
εκτελέσεις εκπαίδευσης για κάθε διαφορετική αρχικοποίηση των βαρών, όπως τα δίκτυα 

MLP, επιλέγεται το μοντέλο που επιτυγχάνει την υψηλότερη επίδοση κατά το στάδιο της 
διασταυρούμενης αξιολόγησης. Μια επισκόπηση του προτεινόμενου μοντέλου παρέχεται 
στο Σχήμα 12, το οποίο απεικονίζει την αλληλουχία των βημάτων που λαμβάνουν χώρα 
κατά την εφαρμογή του μοντέλου, ξεκινώντας από την απόκτηση των ανεπεξέργαστων 

δεδομένων Ε.Ι. από τον Υ/Σ έως την παραγωγή των τελικών προβλέψεων. Θα πρέπει να 
τονιστεί ότι πρόκειται για ένα γενικευμένο διάγραμμα το ποιο δεν αναφέρεται σε κάποιο 
συγκεκριμένο χρονικό ορίζοντα πρόβλεψης. 

 

Σχήμα 12: Διάγραμμα του προτεινόμενου μοντέλου ανσάμπλ που περιγράφει την εφαρμογή του για την 
πρόβλεψη του μικτού φορτίου διενεργώντας τα ακόλουθα βήματα: (α) απόκτηση των ανεπεξέργαστων 
δεδομένων, (β) προεπεξεργασία δεδομένων, (γ) κατασκευή των μεταβλητών εισόδου και των συνόλων 

δεδομένων εκπαίδευσης και ελέγχου, (δ) εκπαίδευση των υπο-μοντέλων και εξαγωγή των αντίστοιχων 
προβλέψεων, και (ε) εφαρμογή του μηχανισμού στάθμισης των μεμονωμένων προβλέψεων των υπο-

μοντέλων και υπολογισμός της τελικής πρόβλεψης της επόμενης τιμής Ε.Ι.. 
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Προκειμένου να παρέχουμε ένα ολοκληρωμένο πλαίσιο αξιολόγησης της ακρίβειας των 
προβλέψεων της προτεινόμενης μεθόδου, κρίθηκε σκόπιμο να πραγματοποιηθεί η 

σύγκρισή της με ένα αντίστοιχο μοντέλο από τη βιβλιογραφία που ενσωματώνει πολλαπλές 
τοπολογίες νευρωνικών δικτύων MLP [357] και εφαρμόζεται για την πρόβλεψη του 
ηλεκτρικού φορτίου. Έτσι, ακολουθώντας το πειραματικό πρωτόκολλο που περιγράφεται 
σε αυτή την εργασία, ένα σύνολο από FFNN, με μία κρυφή στοιβάδα, εκπαιδεύεται με 14 

διαφορετικές τυχαίες αρχικοποιήσεις των βαρών. Για κάθε αρχικοποίηση, το πλήθος των 
νευρώνων της κρυφής στοιβάδας κυμαίνεται από 3 έως 50. Η σιγμοειδής συνάρτηση 
υπερβολικής εφαπτομένης επιλέγεται ως συνάρτηση ενεργοποίησης των στοιβάδων των 
δικτύων, ενώ όλα τα επιμέρους νευρωνικά δίκτυα εκπαιδεύονται με τον αλγόριθμο 

ανθεκτικής οπισθοδιάδοσης. Κατά τη διαδικασία της εκπαίδευσης, τα νευρωνικά δίκτυα 
διατάσσονται σε αύξουσα σειρά ανάλογα με την τιμή του δείκτη MAPE που επιτυγχάνουν 
σε ένα κοινό σύνολο αξιολόγησης, το οποίο στην περίπτωση αυτή ορίζεται ως το 20% του 
συνόλου δεδομένων εκπαίδευσης. Στη συνέχεια, επιλέγονται τα δίκτυα που αντιστοιχούν 

στις πρώτες 5 τιμές του MAPE και οι τελικές προβλέψεις υπολογίζονται από τον μέσο όρο 
των επιμέρους προβλέψεων αυτών των 5 μοντέλων. Αξίζει να τονιστεί ότι τα συγκρινόμενα 
μοντέλα εκπαίδευονται και αξιολογούνται σε κοινά σύνολα δεδομένων εκπαίδευσης και 
ελέγχου αντίστοιχα.  

3.3.3 Επιβλεπόμενες μέθοδοι: Νευρωνικά δίκτυα γράφων ορατότητας 

Η απόδοση και η αποτελεσματικότητα της προτεινόμενης μεθοδολογίας για τη 
βραχυπρόθεσμη πρόβλεψη του μικτού φορτίου αξιολογείται μέσα από τη διεξαγωγή μιας 

μελέτης περίπτωσης στα πραγματικά δεδομένα για τα οποία αποδόθηκε περιγραφή στην 
παράγραφο 3.3.2. Με βάση τις πειραματικές προσομοιώσεις που προηγήθηκαν και τα 
αντίστοιχα αποτελέσματα, τα οποία παρατίθενται στο επόμενο κεφάλαιο, η διαδικασία της 
προεπεξεργασίας των δεδομένων και η ρουτίνα ανίχνευσης ακραίων τιμών που 

περιγράφονται σε αυτές, κρίνονται απολύτως επαρκείς και αποτελεσματικές. Για το λόγο 
αυτό, υιοθετούνται και εφαρμόζονται αυτούσιες κατά την εκτέλεση των ακόλουθων 
πειραματικών δοκιμών. Αν και η πρόθεση να χρησιμοποιηθούν όσο το δυνατόν πιο 
πρόσφατα δεδομένα στο πλαίσιο των πειραμάτων ήταν πρωταρχικής σημασίας, το 

ελάχιστο όριο των 4 ετών για τον αποχαρακτηρισμό των ιστορικών δεδομένων που 
ορίστηκε από τον φορέα παροχής των δεδομένων, επέβαλλε την δεδομένων δεδομένων 
προηγούμενων ετών. Ωστόσο, η αξιοπιστία και η ευρωστία του προτεινόμενου μοντέλου 
δεν τίθονται υπό αμφισβήτηση καθώς η συμπεριφορά των καταναλωτών, η διείσδυση των 

ΑΠΕ και η τεχνική υποδομή του δικτύου κοινής ωφέλειας δεν  έχουν αλλάξει σημαντικά 
από τα έτη αναφοράς των συνόλων δεδομένων εκπαίδευσης και ελέγχου της μεθόδου, 
μέχρι σήμερα. Ο υπό εξέταση υποσταθμός ΥΤ/ΜΤ τροφοδοτεί μια αρκετά μεγάλη περιοχή 
με διαφορετικές κατηγορίες καταναλωτών, συμπεριλαμβανομένων βιομηχανικών και 

εμπορικών μονάδων καθώς και οικιακών φορτίων. Υπολογίζεται ότι εξυπηρετεί περίπου 
πεντακόσιες χιλιάδες πελάτες, καλύπτοντας πολλαπλές διαφορετικές συμπεριφορές 
ζήτησης, επομένως δύναται να αποτελέσει την κατάλληλη πηγή δεδομένων προκειμένου 
να εξεταστούν διάφορα πιθανά σενάρια που θα παρουσιαστούν στη συνέχεια.  Θα πρέπει 

να σημειωθεί ότι για τον καθορισμό των συνόλων δεδομένων εκπαίδευσης και ελέγχου 
ακολουθείται η ίδια προσέγγιση με εκείνη που αναφέρεται στην παράγραφο 3.3.2.  

Δεδομένου ότι: α) στην περίπτωση που απασχόλησε την παρούσα Δ.Δ, ο επιθυμητός 
ορίζοντας πρόβλεψης είναι 24 ώρες και β) συστήνεται από τη σχετική βιβλιογραφία [358]–
[360], ένα σύνολο εισόδων που αποτελείται από ένα μείγμα ιστορικών τιμών μικτού 
φορτίου και μετεωρολογικών μετρήσεων που αναφέρονται σε διάφορες παρελθοντικές 

χρονικές στιγμές, κατασκευάστηκε και αναθεωρήθηκε με δοκιμή και σφάλμα ένα βέλτιστο 
σύνολο μεταβλητών εισόδου.Οι επιλεγμένες μεταβλητές εισόδου που τροφοδοτούν το 
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μοντέλο VGNN μπορούν να χωριστούν σε τέσσερις κατηγορίες σύμφωνα με τον πίνακα 
Πίνακας 5.  

Κατά την προσπάθεια ενίσχυσης της ευρωστίας του προτεινόμενου μοντέλου, διεξάγονται 
προσομοιώσεις που αφορούν ασυνήθιστες συνθήκες κατανάλωσης που δεν συναντώνται 
στην βιβλιογραφία. Σύμφωνα με τις αυτές, αντί το μοντέλο να τροφοδοτηθεί με τα 

δεδομένα ολόκληρου του έτους, επιλέγονται διάφορα υποσύνολα, που καλύπτουν 
διαφορετικές χρονικές περιόδους του έτους, και θα καλούνται εφεξής σενάρια. 
Ακολουθώντας τη στρατηγική αυτή λοιπόν, ορίζονται 4 διαφορετικά σενάρια, τα οποία 
περιγράφονται στον πίνακα Πίνακας 6. Κάθε σενάριο χρησιμοποιεί ως σύνολο δεδομένων 

εκπαίδευσης (α) τα δεδομένα που αντιστοιχούν στον Χειμώνα του 2017, (β) τα δεδομένα 
που αντιστοιχούν στην Άνοιξη του 2017, (γ) τα δεδομένα που αντιστοιχούν στο Καλοκαίρι 
του 2017, (δ) τα δεδομένα που αντιστοιχούν στο Φθινόπωρο του 2017, (ε) τα δεδομένα που 
αντιστοιχούν στις εργάσιμες ημέρες (δηλαδή ολόκληρα 24ωρα) του 2017, (στ) τα δεδομένα 

που αντιστοιχούν στις χρονικές περιόδους του 2017 με φως του ήλιου (δηλαδή στις ώρες 
από την ανατολή έως τη δύση του ήλιου για ολόκληρο το έτος)  και (ζ) τα δεδομένα που 
αντιστοιχούν στις χρονικές περιόδους των εργάσιμων ημερών του 2017 με φως του ήλιου 
(δηλαδή στις ώρες από την ανατολή μέχρι τη δύση του ήλιου μόνο για τις εργάσιμες μέρες 

του έτους). Κατ’ αντιστοιχία, το σύνολο δεδομένων ελέγχου κάθε σεναρίου περιέχει τα 
ανάλογα δεδομένα του έτους 2018. Αυτά τα σενάρια αντιπροσωπεύουν ουσιαστικά 
περιόδους αυξημένης ζήτησης για τις οποίες η παροχή έγκυρων προβλέψεων, αν και 
δύσκολη, είναι ιδιαίτερα πολύτιμη τόσο για τον διαχειριστή όσο και για τους παραγωγούς. 

Ένα σημείο που αξίζει να αναφερθεί είναι ότι δεν πραγματοποιείται ανακάτεμα των 
δεδομένων πριν από την εκπαίδευση του μοντέλου. Λόγω συμφωνίας περί απορρήτου, οι 
πραγματικές τιμές και οι τιμές πρόβλεψης μικτού φορτίου έχουν κανονικοποιηθεί 
προκειμένου να παρουσιαστούν. 
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Πίνακας 5: Περιγραφή των μεταβλητών εισόδου του προτεινόμενου μοντέλου.  

Μεταβλητή 
Μελλοντικές προβλέψεις 

Ε.Ι (μεταβλητή εξόδου) 

Τρέχουσα και 

προηγούμενες τιμές Ε.Ι 

Μέσος όρος 

προηγούμενων τιμών 

Ε.Ι 

Διαφορά μεταξύ 

τρέχουσας και 

προηγούμενων τιμών Ε.Ι 

Τιμές καιρικών 

συνθηκών 

Μαθηματικός τύπος �̂�(𝑡 + 96) 
𝑝(𝑡 − 𝑖), 

𝑖 = 0,96,576 

∑ 𝑝(𝑡 − 𝑖)95
𝑖=0

96
 

𝑝(𝑡) − 𝑝(𝑡 − 𝑖), 
𝑖 = 96 

𝑤(𝑡 + 𝑖), 

𝑖 = 88, 92, 96 

Περιγραφή 

Τιμή πρόβλεψης Ε.Ι 24 

ώρες μετά την τρέχουσα 

χρονική στιγμή 𝑡 

Τιμές Ε.Ι κατά την 

τρέχουσα χρονική στιμή 

𝑡, πριν 24 ώρες και 1 

εβδομάδα πριν από την 

τρέχουσα χρονική 

στιγμή 𝑡 

Μέσος όρος τιμών Ε.Ι 

μετρημένων κατά τη 

διάρκεια του τελευταίου 

24ώρου 

Διαφορά μεταξύ των 

τιμών Ε.Ι την τρέχουσα 

χρονική στιμή 𝑡 και 24 

ώρες πριν από την 

τρέχουσα χρονική στιγμή 

𝑡 

Τιμές καιρικών 

συνθηκών 22, 23 και 24 

ώρες μετά από την 

τρέχουσα χρονική στιγμή 

𝑡 

οι δείκτες (𝑡 ± 𝑖) δηλώνουν 𝑖 15-λεπτα διαστήματα πριν/μετά από την τρέχουσα χρονική στιγμή 𝑡, δηλ., ο δείκτης 𝑡 + 4 αναφέρεται σε διάστημα 1 ώρας μετά από την τρέχουσα χρονική 

στιγμή 

 

Πίνακας 6: Περιγραφή των σεναρίων προσομοίωσης. Το έτος αναφοράς του συνόλου δεδομένων εκπαίδευσης είναι το 2017 και του συνόλου δεδομένων ελέγχου το 2018. 

Όλα τα σύνολα δεδομένων αποτελούνται από δεδομένα Ε .Ι. και καιρικών συνθηκών.  

Τίτλος 

σεναρίου 
Σ1 Σ2 Σ3 Σ4 Σ5 Σ6 Σ7 

Χρονική 

περίοδο στην 

όποια υπάρχουν 

τα δεδομένα 

Η εποχή του 

χειμώνα  

Η εποχή της 

άνοιξης 

Η εποχή του 

καλοκαιριού 

Η εποχή του 

φθινοπώρου 

Εργάσιμες 

ημέρες 

ολόκληρου του 

έτους 

Χρονικές περίοδοι 

ολόκληρου του 

έτους με φώς του 

ήλιου 

Χρονικές περίοδοι 

των εργάσιμων 

ημερών με φως του 

ήλιου 
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Κάθε πείραμα αναφέρεται στην εκπαίδευση του μοντέλου VGNN και στην επακόλουθη 
εξαγωγή προβλέψεων, χρησιμοποιώντας τα δεδομένα των διαφορετικών σεναρίων, που 

περιγράφονται παραπάνω. Όλες οι πειραματικές δοκιμές ακολουθούν ένα κοινό 
πρωτόκολλο το οποίο περιγράφεται αναλυτικά στη συνέχεια. Αρχικά, κατασκευάζεται 
ένας γράφος φυσικής ορατότητας που αντιστοιχεί στη χρονοσειρά εισόδου του φορτίου. 
Έπειτα χρησιμοποιείται ένα μη γραμμικό και non-positional νευρωνικό δίκτυο γράφων, 

όπως ορίζεται στην εργασία [225]. Τα δύο δίκτυα πρόσθιας τροφοδότησης, AGGREGATE 
και UPDATE, που ενσωματώνει το νευρωνικό δίκτυο γράφων, περιέχουν μία κρυφή 
στοιβάδα με 2 κρυφούς νευρώνες το καθένα, ενώ ως συναρτήσεις ενεργοποίησης του κάθε 
νευρώνα επιλέγονται η υπερβολική εφαπτομένη και μια γραμμική συνάρτηση αντίστοιχα. 

Κατά τη διαδικασία της εκπαίδευσης ο δείκτης MSE χρησιμοποιείται ως μέτρο του 
σφάλματος εκπαίδευσης και αξιολόγησης. Προκειμένου να αποφευχθεί η ενδεχόμενη 
υπερπροσαρμογή του μοντέλου εκπαίδευσης, κάνουμε χρήση του 70% των συνολικών 
δεδομένων του συνόλου εκπαίδευσης για την φάση της εκμάθησης (training) του μοντέλου 

ενώ το 30% αποτελεί το σύνολο δεδομένων αξιολόγησης (validation). Οι τιμές των 
παραμέτρων της ανθεκτικής οπισθοδιάδοσης, 𝛥𝑚𝑎𝑥, 𝛥𝑚𝑖𝑛, 𝜂−, και 𝜂+ τέθηκαν ίσες με 50, 

1𝑒 − 6, 0.5 και 1.2 αντίστοιχα ενώ ο μέγιστος αριθμός βημάτων οπισθοδιάδοσης 𝑆𝑏 
ανέρχεται σε 50. Το μοντέλο GNN που επιτυγχάνει τη μικρότερη τιμή του MSE στο 
σύνολο των δεδομένων αξιολόγησης θεωρείται ως το βέλτιστο μοντέλο. Τελικά, η 

απόδοση του μοντέλου VGNN αξιλογείται με βάση τους δείκτες MAE και R2 κατά το 
στάδιο του ελέγχου (testing). Οι πειραματικές δοκιμές που έλαβαν χώρα, δεν περιορίζονται 
σε προσομοιώσεις του προτεινόμενου μοντέλου, αντιθέτως για σκοπούς συγκρίσεων 
αναφοράς, περιλαμβάνουν προσομοιώσεις με ορισμένες από τις ευρύτερα διαδεδομένες 

μεθοδολογίες πρόβλεψης. Παρακάτω παρατίθενται οι μεθολογίες αυτές καθώς και οι 
τεχνικές λεπτομέρειες και τις διαμορφώσεις των αντίστοιχων μοντέλων πρόβλεψης που 
υλοποιήθηκαν:  

• Γραμμική παλινδρόμηση. Οι μοναδικές παράμετροι που συνδέονται με τη μέθοδο 

αυτή, είναι οι συντελεστές του μοντέλου γραμμικής παλινδρόμησης οι οποίοι 
υπολογίζονται με τη βοήθεια του αλγορίθμου ελαχίστων τετραγώνων [108]. 

• Παλινδρόμηση με χρήση διανυσμάτων υποστήριξης. Ένα μοντέλο SVR με 
Γκαουσιανή συνάρτηση πυρήνα υλοποιείται [162] ενώ ο αλγόριθμος της 

διαδοχικής ελάχιστης βελτιστοποίησης εφαρμόζεται για την εκπάιδευσή του. Οι 
υπερπαράμετροι του μοντέλου, δηλαδή ο παράγοντας 휀, ο παράγοντας κλιμάκωσης 
πυρήνα (kernel scale) sigma και ο όρος box constraint [361], βελτιστοποιούνται με 

τη βοήθεια του αλγορίθμου της Μπεϋζιανής βελτιοστοποίησης. 

• Νευρωνικά δίκτυα MLP. Ένα μοντέλο νευρωνικών δικτύων MLP αναπτύσσεται και 
εκπαιδεύεται με γνωστό αλγόριθμο Levenberg-Marquardt [362]. Προκειμένου η 

υπολογιστική πολυπλοκότητα του μοντέλου να διατηρηθεί σε συγκρίσιμα επίπεδα 
με αυτή των υπόλοιπων μεθόδων, το νευρωνικό δίκτυο περιλαμβάνει 2 κρυφές 
στοιβάδες. Για τον προσδιορισμό των υπερπαραμέτρων του, ακολουθείται μια 
διαδικασία εξαντλητικής αναζήτησης, δοκιμάζοντας όλους του δυνατούς 

συνδυασμούς νευρώνων στο εύρος μεταξύ 5 και 20 για κάθε στοιβάδα και 
υπολογίζοντας την απόδοση του μοντέλου μέσω 10πλής διασταυρούμενης 
αξιολόγησης. Η εφαρμογή της προσέγγισης αυτής οδηγεί σε μια αρχιτεκτονική 15 
και 5 νευρώνων σε κάθε στοιβάδα. Στο σημείο αυτό υπογραμμίζεται ότι για την 

αντιμετώπιση της ευαισθησίας που εμφανίζουν οι αλγόριθμοι εκπαίδευσης των 
νευρωνικών δικτύων MLP λόγω της αρχικοποίησης των βαρών, υιοθετείται η 
τακτική που χρησιμοποιείται κατά τις μελέτες περίπτωσης που αναλύονται στις 
παραγράφους 3.3.1 και 3.3.2. 

Για την εξασφάλιση ενός κοινού πλαισίου συγκρίσεων μεταξύ της προτεινόμενης μεθόδου 
και των μεθόδων αναφοράς, όλα τα μοντέλα τροφοδοτούνται και αξιολογούνται με κοινά 
δεδομένα. Επιπλέον, όλα τα πειράματα υλοποιούνται με τη βοήθεια του υπολογιστικού 
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πακέτου MathWorks MATLAB R2022a και διεξάγονται στο ίδιο υπολογιστικό σύστημα, 
που είναι εξοπλισμένο με επεξεργαστή Intel(R) Core(TM) i7-10700K CPU @ 3.80GHz, 
μνήμη RAM 32GB και κάρτα γραφικών NVIDIA GeForce GTX 1080. 
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4. ΑΠΟΤΕΛΕΣΜΑΤΑ  

Στο κεφάλαιο αυτό παρουσιάζονται τα αποτελέσματα που προέκυψαν από τις πειραματικές 
προσομοιώσεις πρόβλεψης με χρήση πραγματικών δεδομένων μικτού φορτίου για κάθε μια 
από τις μεθοδολογίες Μ.Μ. που αναπτύχθηκαν στα πλαίσια της Δ.Δ., δηλαδή του 

ιεραρχικού μοντέλου αραιής αναπαράστασης (παράγραφος 4.1), του μοντέλου ανσάμπλ 
(παράγραφος 4.2) και του μοντέλου Νευρωνικών Δικτύων Γράφων (παράγραφος 4.3). Η 
παράγραφος 4.4 που ακολουθεί, εκθέτει τα αποτελέσματα πρόβλεψης που 
συμπεριλαμβάνονται σε δημοσίευση η οποία πραγματοποιήθηκε στα πλαίσια της Δ.Δ. Σε 

όλη την έκταση του κεφαλαίου, ιδιαίτερη έμφαση αποδίδεται στην οπτική αναπαράσταση 
των αποτελεσμάτων, έτσι ώστε να είναι ευανάγνωστα και κατατοπιστικά. 

4.1 Μοντέλο αραιής αναπαράστασης και εκμάθησης λεξικού 

Ένας πολύ σημαντικός παράγοντας κατά την αξιολόγηση ενός μοντέλου πρόβλεψης 
αποτελεί η ακρίβεια που επιτυγχάνει στην εκτίμηση των μελλοντικών τιμών κατανάλωσης 

ηλεκτρικού φορτίου. Για να είναι δυνατή η σύγκριση και η αξιολόγηση των πειραματικών 
αποτελεσμάτων, κρίθηκε σκόπιμο να χρησιμοποιηθεί ένας συνοπτικός πίνακας  Έτσι, ο 
Πίνακας 7 περιέχει τις τιμές των δεικτών απόδοσης για την προτεινόμενη προσέγγιση, μαζί 
με τις υπόλοιπες μεθόδους που βασίζονται σε αραιή κωδικοποίηση. Για λόγους καλύτερης 

αναγνωσιμότητας, κάθε μέθοδος του πίνακα συνοδεύεται από την αντίστοιχη νόρμα του 
σφάλματος που ενσωματώνει. Όπως φαίνεται, το ιεραρχικό μοντέλο αποδεικνύεται ότι 
είναι το πιο αποτελεσματικό μεταξύ όλων των υλοποιήσεων αραιότητας, συνεπώς κρίνεται 
απαραίτητο η απόδοσή του να συγκριθεί με εκείνες που παράγονται από τις γνωστές 

γραμμικές και μη γραμμικές μεθόδους. Τα αντίστοιχα αποτελέσματα παρατίθενται στον 
πίνακα Πίνακας 8. Για την μέτρηση της αποδοτικότητας των μοντέλων χρησιμοποιούνται 
οι δείκτες MAE και R2, καθώς αποτελούν τους πιο κοινώς χρησιμοποιούμενους στη 
βιβλιογραφία. Στο πλαίσιο της διερεύνησης της προβλεπτικής ακρίβειας του 

προτεινόμενου μοντέλου, οι δείκτες απόδοσης υπολογίστηκαν μεμονωμένα για σενάρια 
ημέρας και νύχτας και συμπεριλαμβάνονται στον πίνακα Πίνακας 9. 

Πίνακας 7: Απόδοση της προτεινόμενης και των υπολοίπων μεθόδων αραιότητας για προβλέψεις με 

ορίζοντα 1 ώρας.  

Μέθοδος 

Αραιότητας 
Νόρμα R2 MAE 

K-SVD/OMP ℓ0  0.89 0.81 

Online / 

LARS-LASSO 
ℓ1  0.88 0.74 

Elastic Net  ℓ1 + ℓ2 0.90 0.86 

Online-OMP / 

LARS-LASSO 
ℓ0  0.92 0.90 

Αρχετυπική 

Ανάλυση 
ℓ2  0.80 1.02 

Ιεραρχική 

Αραιότητα 
ℓ0
𝑡𝑟𝑒𝑒  0.94 0.61 
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Πίνακας 8: Απόδοση της προτεινόμενης μεθόδου αραιότητας και των μεθόδων αναφοράς για 

προβλέψεις με ορίζοντα 1 ώρας.  

Μέθοδος R2 MAE 

LR 0.92 0.76 

SVR 0.93 0.73 

MLP3 
0.92 

(0.89 ± 0.11) 

0.79 

(0.82 ± 0.16) 

Ιεραρχική 

Αραιότητα 
0.94 0.61 

 

Πίνακας 9: Απόδοση της προτεινόμενης μεθόδου αραιότητας και των μεθόδων αναφοράς για 

προβλέψεις περιόδων ημέρας και νύχτας με ορίζοντα 1 ώρας.  

Μέθοδος 
Σενάριο ημέρας Σενάριο νύχτας 

R2 MAE R2 MAE 

LR 0.89 0.98 0.94 0.58 

SVR 0.90 0.94 0.95 0.53 

MLP3 
0.89 

(0.86 ± 0.13) 

0.99 

(1.02 ± 0.20) 

0.94 

(0.91 ± 0.08) 

0.59 

(0.61 ± 0.13) 

Ιεραρχική 

Αραιότητα 
0.90 0.88 0.98 0.34 

 

Η απόδοση πρόβλεψης του ιεραρχικά δομημένου μοντέλου αραιής αναπαράστασης 

παρουσιάζεται γραφικά στα σχήματα: Σχήμα 13, Σχήμα 14 και Σχήμα 15. Τα δεδομένα που 
εμφανίζονται σε όλα τα γραφήματα οφείλουν να είναι κανονικοποιημένα στο εύρος [-1, 1] 
για λόγους εμπιστευτικότητας. Ένα στιγμιότυπο των ωριαίων πραγματικών τιμών και 
τιμών πρόβλεψης που εκτείνεται σε ένα τυχαία επιλεγμένο διάστημα 24 ωρών, 

απεικονίζεται στο Σχήμα 13, ενώ τα αντίστοιχα υπόλοιπα (residuals) παρουσιάζονται στο 
Σχήμα 14. Σημειώνεται στο σημείο αυτό, ότι οι προβλέψεις για την επόμενη ώρα 
παρέχονται κάθε 15 λεπτά. Αυτό σημαίνει ότι κατά την εφαρμογή του σε πραγματικό 
χρόνο, το μοντέλο παρέχει ανά 15 λεπτά μια νέα πρόβλεψη για τιμή του μικτού φορτίου 1 

ώρα μετά από την τρέχουσα χρονική στιγμή. Ο κατακόρυφος άξονας και στα δύο 
προαναφερθέντα γραφήματα (Σχήμα 13, Σχήμα 14 και Σχήμα 15) αντιπροσωπεύει τις 
κανονικοποιημένες τιμές του μικτού φορτίου. Μια εναλλακτική οπτική απεικόνιση των 
προβλέψεων απεικονίζεται στο Σχήμα 15, όπου οι πραγματικές τιμές Ε.Ι έναντι των 

αντίστοιχων προβλέψεων παρουσιάζονται χρησιμοποιώντας ένα διάγραμμα διασποράς 

 

3
 Για το μοντέλο MLP, η υψηλότερη απόδοση του δικτύου παρουσιάζεται καθώς και ο μέσος όρος και η τυπική απόκλιση 50 εκτελέσεων 

σε παρένθεση 
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(scatterplot). Η συνεχής διαγώνια γραμμή που φαίνεται στο διάγραμμα, αναπαριστά την 
ευθεία αναφοράς (reference line), κατά μήκος της οποίας σημειώνεται μηδενικό σφάλμα 
μεταξύ πραγματικών τιμών και των προβλέψεων ΑΙ. 

 

Σχήμα 13: Ωριαίες πραγματικές τιμές και τιμές πρόβλεψης μικτού φορτίου σύμφωνα με το μοντέλο 

ιεραρχικής αραιότητας. 

 

Σχήμα 14: Τιμές υπολοίπων (ή σφάλματος) ανάμεσα στις ωριαίες πραγματικές τιμές και τιμές 

πρόβλεψης μικτού φορτίου  σύμφωνα με το μοντέλο ιεραρχικής αραιότητας.  

 

Σχήμα 15: Διάγραμμα διασποράς των ωριαίων πραγματικών τιμών μικτού φορτίου έναντι των 

αντίστοιχων προβλέψεων που προκύπτουν από το μοντέλο ιεραρχικής αραιότητας. 
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4.2 Μοντέλο ανσάμπλ  

Στην παράγραφο αυτή παρουσιάζονται τα αποτελέσματα των εκτεταμένων 

προσομοιώσεων που έλαβαν χώρα με σκοπό την αξιολόγηση της προβλεπτικής ικανότητας 
της προτεινόμενης μεθόδου ανσάμπλ. Στα σχήματα: Σχήμα 16.α-Σχήμα 16.στ, 
απεικονίζονται μια σειρά από διαγράμματα διασποράς. Κάθε ένα από αυτά αναπαριστά τις 
πραγματικές τιμές μικτού φορτίου σε αντιπαράθεση με τις αντίστοιχες τιμές πρόβλεψης 

για χρονικό ορίζοντας πρόβλεψης 15 λεπτών, 1, 2, 3, 6 και 24 ωρών, αντίστοιχα. Οι 
διαγώνιες γραμμές υποδηλώνουν ταύτιση των προβλέψεων με τις πραγματικές τιμές, ενώ 
οι άξονες των γραφημάτων περιέχουν κανονικοποιημένες τιμές Ε.Ι. 

Στον πίνακα Πίνακας 10 παρέχονται τα αριθμητικά αποτελέσματα των επιδόσεων της 
πρόβλεψης της προτεινόμενης μεθόδου σε αντιπαραβολή με τις επιμέρους μεθόδους 
μηχανικής εκμάθησης που περιλαμβάνουν το σύνολο των υπο-μοντέλων. Προκειμένου τα 

αποτελέσματα των προβλέψεων για τους διαφορετικούς χρονικούς ορίζοντες να είναι 
ευδιάκριτα, ο πίνακας χωρίζεται σε αντίστοιχες ενότητες (I-VI). Η ακρίβεια των 
προβλέψεων του μοντέλου αξιολογείται μέσω του συντελεστή συσχέτισης (R2), του δείκτη 
RMSE και του δείκτη MAE, καθώς τα μέτρα αυτά είναι τόσο αντιπροσωπευτικά όσο και 

αποτελεσματικά [363]. Για λόγους σύγκρισης, ο πίνακας περιέχει επίσης τις τιμές των 
δεικτών για όλα τα υπο-μοντέλα, καθώς και το ποσοστό κατάταξής τους στην πρώτη θέση 
αυτή. Η ποσότητα αυτή,  επισημαίνεται ως «Κατάταξη #1» στον πίνακα Πίνακας 10, και 
δηλώνει πόσες φορές κάθε υπο-μοντέλο σημείωσε την 1η  θέση μεταξύ όλων των υπο-

μοντέλων, δηλαδή πέτυχε το χαμηλότερο MAE. 

Πίνακας 10: Απόδοση της προτεινόμενης μεθοδολογίας ανσάμπλ, του μοντέλου ανσάμπλ MLP της 

αναφοράς [357] και των μεμονωμένων μεθόδων Μ.Μ. για κάθε ορίζοντα πρόβλεψης. Στον πίνακα 
περιλαμβάνονται οι τιμές των δεικτών MAE, RMSE και R2 που επιτυγχάνει κάθε μοντέλο καθώς και 

το ποσοστό σύμφωνα με το οποίο κάθε υπο-μοντέλο σημειώνει την χαμηλότερη τιμή του MAE. 

Μέθοδος R2 ΜΑΕ RMSE Κατάταξη #1 

Ενότητα Ι - 15 λεπτά 

Προτεινόμενη 0.99 0.26 0.47 - 

MLP ανσάμπλ 0.99 0.28 0.49 - 

MLP 0.99 0.27 0.48 19.25% 

RBF 0.99 0.27 0.48 19.94% 

LR 0.99 0.27 0.48 10.49% 

SVR 0.99 0.27 0.48 14.23% 

RF 0.98 0.30 0.51 24.27% 

SR 0.99 0.27 0.48 11.82% 

Ενότητα ΙΙ - 1 ώρα 

Προτεινόμενη 0.94 0.60 1.00 - 

MLP ανσάμπλ 0.93 0.63 1.02 - 

MLP 0.92 0.67 1.15 21.56% 

RBF 0.93 0.64 1.04 20.77% 

LR 0.93 0.64 1.04 8.91% 

SVR 0.93 0.65 1.06 10.70% 

RF 0.93 0.67 1.06 20.79% 
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SR 0.93 0.64 1.05 17.27% 

Ενότητα ΙΙΙ - 2 ώρες 

Προτεινόμενη 0.88 0.88 1.38 - 

MLP ανσάμπλ 0.88 0.90 1.37 - 

MLP 0.85 1.00 1.59 20.32% 

RBF 0.87 0.96 1.45 18.32% 

LR 0.87 0.93 1.44 11.20% 

SVR 0.87 0.94 1.46 11.38% 

RF 0.87 0.97 1.47 22.94% 

SR 0.87 0.93 1.45 15.92% 

Ενότητα IV - 3 ώρες 

Προτεινόμενη 0.84 1.06 1.59 - 

MLP ανσάμπλ 0.84 1.09 1.62 - 

MLP 0.79 1.25 1.854 18.08% 

RBF 0.83 1.14 1.67 20.14% 

LR 0.82 1.13 1.68 8.74% 

SVR 0.82 1.15 1.67 11.82% 

RF 0.82 1.14 1.70 23.67% 

SR 0.82 1.12 1.70 17.54% 

Ενότητα V - 6 ώρες 

Προτεινόμενη 0.83 1.11 1.65 - 

MLP ανσάμπλ 0.83 1.20 1.70 - 

MLP 0.83 1.18 1.67 20.77% 

RBF 0.80 1.29 1.80 21.31% 

LR 0.78 1.33 1.91 10.34% 

SVR 0.75 1.43 2.02 16.42% 

RF 0.81 1.21 1.76 21.08% 

SR 0.77 1.34 1.93 10.08% 

Ενότητα VI - 24 ώρες 

Προτεινόμενη 0.79 1.18 1.82 - 

MLP ανσάμπλ 0.78 1.24 1.85 - 

MLP 0.78 1.23 1.86 21.93% 

RBF 0.74 1.41 2.04 21.83% 

LR 0.76 1.32 1.95 11.16% 
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SVR 0.74 1.30 2.03 16.82% 

RF 0.77 1.27 1.92 16.71% 

SR 0.75 1.34 1.99 11.56% 

 

Η προαναφερθείσα μορφή κατάταξης των υπό-μοντέλων απεικονίζεται στο Σχήμα 17. 

Κάθε ένα από τα σχήματα Σχήμα 17.α-Σχήμα 17.στ, αναφέρεται σε ορίζοντες πρόβλεψης 
15 λεπτών, 1, 2, 3, 6 και 24 ωρών, αντίστοιχα. Κάθε ένα από τα επιμέρους σχήματα περιέχει 
6 γραφήματα πίτας, τα οποία δείχνουν τα ποσοστά που αντιστοιχούν στο πλήθος των 
εμφανίσεων κατά τις οποίες κάθε υπό-μοντέλο κατατάχθηκε στην οποιαδήποτε θέση, από 

την 1η έως την 6η, με βάση το σταθμισμένο MAE του. Για παράδειγμα η 2η πίτα του 
σχήματος Σχήμα 17.α υποδηλώνει ότι για 15-λεπτες προβλέψεις, το υπο-μοντέλο MLP 
κατατάχθηκε στην 2η θέση ανάμεσα στο σύνολο των υπό-μοντέλων σημειώνοντας 
ποσοστό 17%, το υπο-μοντέλο SR σημειώνοντας ποσοστό 21% και ούτω καθεξής. Τέλος, 

παρέχονται αναλυτικά γραφήματα για κάθε χρονικό ορίζοντα πρόβλεψης σύμφωνα με τα 
σχήματα: Σχήμα 18.α.Ι-Σχήμα 18.στ.Ι. Σε κάθε ένα από αυτά απεικονίζονται τόσο οι 
πραγματικές τιμές όσο και οι αντίστοιχες προβλέψεις μικτού φορτίου για ένα τυχαία 
επιλεγμένο  χρονικό παράθυρο διάρκειας 12 ωρών (από τις 09:00 έως τις 21:00), μιας 

αυθαίρετα επιλεγμένη ημέρας του υποσυνόλου δεδομένων ελέγχου. Αυτά τα γραφήματα 
συνοδεύονται από τα σχήματα: Σχήμα 18.α.II-Σχήμα 18.στ.II, τα οποία υποδεικνύουν ποιο 
υπο-μοντέλο έχει το βάρος με την υψηλότερη τιμή για κάθε χρονικό βήμα πρόβλεψης, 
χρησιμοποιώντας μια γραφική παράσταση ράβδων.  

 

Σχήμα 16: Διαγράμματα διασποράς των πραγματικών τιμών έναντι των τιμών πρόβλεψης μικτού 

φορτίου για διάφορους ορίζοντες: (α) 15 λεπτών, (β) 1 ώρας, (γ) 2 ωρών, (δ) 3 ωρών, (ε) 6 ωρών, και 

(στ) 24 ωρών. Οι τιμές πρόβλεψης που βρίσκονται πάνω στην διαγώνια γραμμή ταυτίζονται με τις 

πραγματικές τιμές του φορτίου. Κάθε σημειακό σύμβολο (+) αναφέρεται σε ένα δεδομένο και δηλώνει 

την απόκλιση της πρόβλεψης από την πραγματική του τιμή. 
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Σχήμα 17: Διαγράμματα πίτας που αναπαριστούν την κατάταξη των υπό-μοντέλων που 

ενσωματώνονται στο προτεινόμενο μοντέλο ανσάμπλ για διάφορους ορίζοντες πρόβλεψης: (α) 15-

λεπτών, (β) 1 ώρας, (γ) 2 ωρών, (δ) 3 ωρών, (ε) 6 ωρών, και (στ) 24 ωρών. Κάθε διάγραμμα πίτας 

αναφέρεται σε μία θέση κατάταξης και δείχνει το ποσοστό σύμφωνα με το οποίο κάθε υπο-μοντέλο 

κατατάχθηκε στη θέση αυτή. Κάθε υπο-μοντέλο παρουσιάζεται με διαφορετικό χρώμα και μοτίβο. 
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Σχήμα 18: Αποτελέσματα προβλέψεων για ένα τυχαία επιλεγμένο διάστημα διάρκειας 12 ωρών με 
ορίζοντες: (α) 15-λεπτών, (β) 1 ώρας, (γ) 2 ωρών, (δ) 3 ωρών, (ε) 6 ωρών, και (στ) 24 ωρών. Τα 

επιμέρους γραφήματα με την επισήμανση «Ι» απεικονίζουν τις πραγματικές τιμές και τις προβλέψεις, 
ενώ εκείνα με την επισήμανση «ΙΙ» απεικονίζουν τα αποτελέσματα της απόδοσης του βέλτιστου υπο-

μοντέλου. 
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4.3 Μοντέλο νευρωνικών δικτύων γράφων ορατότητας 

Τα αποτελέσματα που προέκυψαν κατά την διεξαγωγή των προσομοιώσεων του μοντέλου 
νευρωνικών δικτύων γράφων παρατίθενται στην παράγραφο αυτή. Αρχικά, εξετάζεται η 
ακρίβεια των προβλέψεων του μοντέλου η οποία ποσοτικοποιείται με τη βοήθεια των 

δεικτών απόδοσης R2 και MAE. Οι  τιμές των δεικτών αυτών τόσο για το προτεινόμενο 
μοντέλο όσο και για διάφορες γραμμικές και μη γραμμικές διαδεδομένες μεθόδους 
πρόβλεψης, δηλαδή της ΓΠ, των νευρωνικών δικτύων MLP και της SVR, φαίνονται στον 
πίνακα Πίνακας 11. Ο χρόνος που απαιτεί κάθε μεθοδολογία για την εκτέλεση κάθε 

σεναρίου προσομοίωσης περιλαμβάνεται στον πίνακα έτσι ώστε να παρέχεται ένα 
ολοκληρωμένο πλαίσιο σύγκρισης ανάμεσά τους.
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Πίνακας 11: Απόδοση του μοντέλου VGNN και των μοντέλων αναφοράς για την πρόβλεψη του μικτού φορτίου με ορίζοντα 24 ωρών  ανά σενάριο προσομοίωσης, όπως 

αυτά περιγράφονται στον πίνακα Πίνακας 6.  

Μέθοδος / 

Σενάριο 

LR MLP SVR VGNN 

MAE R2 Χρόνος 

εκτέλεσης (s) 
MAE R2 

Χρόνος 

εκτέλεσης (s) 
MAE R2 

Χρόνος 

εκτέλεσης (s) 
MAE R2 

Χρόνος 

εκτέλεσης (s) 

Σ1 3.61 0.45 1.40 3.70 0.39 186.27 4.13 0.34 415.08 3.57 0.50 194.37 

Σ2 3.85 0.64 1.71 3.67 0.65 164.68 4.45 0.53 425.28 3.61 0.68 208.62 

Σ3 2.80 0.84 1.764 2.79 0.81 252.20 3.25 0.77 421.63 2.72 0.85 207.97 

Σ4 3.00 0.68 1.61 3.05 0.65 164.96 3.46 0.62 422.02 2.97 0.69 185.26 

Σ5 3.25 0.69 1.34 3.12 0.69 170.90 3.67 0.63 412.85 3.15 0.71 310.30 

Σ6 4.44 0.52 1.44 4.41 0.50 165.03 5.01 0.43 417.08 4.31 0.55 260.52 

Σ7 4.42 0.52 1.27 4.33 0.53 167.21 4.84 0.47 411.18 4.25 0.57 219.44 
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Η προβλεπτική απόδοση του προτεινόμενου μοντέλου VGNN παρουσιάζεται γραφικά στα 
σχήματα: Σχήμα 19-Σχήμα 22. Μια συλλογή από στιγμιότυπα των πραγματικών τιμών και 
των προβλέψεων που αφορούν σε δεδομένα (α) μίας εργάσιμης ημέρας (σενάριο Σ5), (β) 
των ωρών μιας οποιασδήποτε μέρας του έτους μέρας με φως του ήλιου (σενάριο Σ6) και 

(γ) των ωρών μιας εργάσιμης μέρας με φως του ήλιου (σενάριο Σ7), συνοδευόμενα από 
αντίστοιχα γραφήματα με τις τιμές των υπολοίπων (ή σφάλματος), απεικονίζονται στο 
Σχήμα 19. Ανάλογα διαγράμματα για δεδομένα που αντιστοιχούν σε (α) μία μέρα του 
καλοκαιριού (σενάριο Σ3), (β) μία μέρα του φθινοπώρου (σενάριο Σ4), (γ) μία μέρα του 

χειμώνα (σενάριο Σ1) και (δ) μία μέρα της άνοιξης (σενάριο Σ2), παρέχονται στο Σχήμα 
20. Θα πρέπει να αναφερθεί ότι αυτές οι γραφικές παραστάσεις αναφέρονται σε 
διαφορετικές τυχαία επιλεγμένες ημέρες και ότι οι προβλέψεις παρέχονται κάθε 15 λεπτά. 
Τέλος, οι πραγματικές τιμές Ε.Ι έναντι των προβλέψεων για όλα τα σενάρια προσομοίωσης 

παρουσιάζονται με τη μορφή διαγραμμάτων διασποράς (Σχήμα 21-Σχήμα 22). Λόγω των 
συμφωνιών μη γνωστοποίησης, όλα τα δεδομένα μικτού φορτίου πρέπει να παρουσιαστούν 
με κανονικοποιημένα εύρη [-1, 1]. 

 

Σχήμα 19: Πραγματικές τιμές και τιμές προβλέψεων που προκύπτουν από τις πειραματικές δοκιμές 

του μοντέλου VGNN για τα σενάρια (α) Σ5, (β) Σ6, και (γ) Σ7, όπως αυτά περιγράφονται στον πίνακα 

Πίνακας 6. 
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Σχήμα 20: Πραγματικές τιμές και τιμές προβλέψεων που προκύπτουν από τις πειραματικές δοκιμές 

του μοντέλου VGNN για τα σενάρια (α) Σ3, (β) Σ4, (γ) Σ1, και (δ) Σ2 , όπως αυτά περιγράφονται στον 

πίνακα Πίνακας 6. 

 

Σχήμα 21: Διαγράμματα διασποράς των πραγματικών τιμών και των τιμών προβλέψεων που 

προκύπτουν από τις πειραματικές δοκιμές του μοντέλου VGNN για τα σενάρια (α) Σ5, (β) Σ6, και (γ) 

Σ7, όπως αυτά περιγράφονται στον πίνακα Πίνακας 6. 
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Σχήμα 22: Διαγράμματα διασποράς των πραγματικών τιμών και των τιμών προβλέψεων που 

προκύπτουν από τις πειραματικές δοκιμές του μοντέλου VGNN για τα σενάρια (α) Σ3, (β) Σ4, (γ) Σ1, 

και (δ) Σ2, όπως αυτά περιγράφονται στον πίνακα Πίνακας 6. 

4.4 Αρχιτεκτονική OpenEdgePMU 

Το κεφάλαιο ολοκληρώνεται με την παρουσίαση των αποτελεσμάτων μια σειράς από 

προσομοιώσεις πρόβλεψης του ηλεκτρικού φορτίου οι οποίες πραγματοποιούνται στο 
επίπεδο της χαμηλές τάσης του ηλεκτρικού δικτύου και όχι σε κάποιο απομακρυσμένο 
υπολογιστικό σύστημα διακομιστή (server). Οι εν λόγω πειραματικές δοκιμές έλαβαν χώρα 
στα πλαίσια της δημοσίευσης [256] που παράχθηκε κατά τη διάρκεια κατά τη διάρκεια 

εκπόνησης της Δ.Δ. Στο άρθρο αυτό, παρουσιάζεται η ανάπτυξη μια πλατφόρμας PMU 
που ενσωματώνει λογισμικό ανοιχτού κώδικα, έχει  χαμηλό κόστος, υψηλή επίδοση σε 
εργασίες επεξεργασίας σήματος, παρέχει δυνατότητα άμεσης επέκτασης των εφαρμογών 
της, ενώ αποτελεί ένα κατάλληλο εργαλείο για δραστηριότητες  έρευνας και ανάπτυξης. 

Βασικός στόχος της πλατφόρμας OpenEdgePMU, όπως ονομάζεται, είναι η ενίσχυση της 
ανθεκτικότητας των έξυπνων δικτύων.  Προς αυτή την κατεύθυνση, η προτεινόμενη 
αρχιτεκτονική PMU είναι εφοδιασμένη με ένα ολοκληρωμένο αλγοριθμικό πλαίσιο 
παροχής προβλέψεων ηλεκτρικού φορτίου με πολλαπλούς χρονικούς ορίζοντες, που 

επιτρέπει την εύκολη και άμεση οποιουδήποτε νέου μοντέλου πρόβλεψης.  Παράλληλα, 
παρέχει τη δυνατότητα δημιουργίας διαφορετικών σεναρίων εκτέλεσης, όπου 
χρησιμοποιούνται σύνολα δεδομένων εκπαίδευσης και ελέγχου τα οποία αντιστοιχούν σε 
χρονικές περιόδους  επιλεγμένες από το χρήστη. Λόγω του υψηλού υπολογιστικού κόστους 

που απαιτείται συχνά για την εκπαίδευση των μοντέλων πρόβλεψης που βασίζονται σε 
μεθόδους ΜΜ, αυτή η διαδικασία λαμβάνει χώρα σε ένα κέντρο επιχειρήσεων (εφαρμογή 
σε νέφος - cloud), ενώ η παραγωγή προβλέψεων από τα ήδη εκπαιδευμένα μοντέλα 
εκτελείται απρόσκοπτα από το σύστημα OpenEdgePMU, και συγκεκριμένα 

χρησιμοποιώντας τη μονάδα edge processing. 

Για σκοπούς επίδειξης και αξιολόγησης της λειτουργίας  της προτεινόμενης πλατφόρμας 

διεξάγεται ένα αριθμός πειράματα με χρήση πραγματικών δεδομένων ηλεκτρικού φορτίου. 
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Η αξιοποίηση των δεδομένων υπόκειται σε κανόνες εμπιστευτικότητας και απορρήτου και 
έτσι  η προέλευση και το χρονικό εύρος που καλύπτουν δεν γνωστοποιείται. Ωστόσο, είναι 

διαθέσιμη η πληροφορία ότι τα σύνολα δεδομένων εκπαίδευσης και ελέγχου εκτείνονται 
στο χρονικό εύρος ενός έτους το καθένα και τα έτη αυτά είναι διαδοχικά. Οι επιδόσεις 
ορισμένων τυπικών μεθόδων Μ.Μ. για προβλέψεις με διαφορετικούς ορίζοντες και 
διαφορετικά σενάρια εκτέλεσης, αξιολογούνται με βάση οι τιμές των δεικτών MSE και R2 

όπως φαίνονται στον πίνακα Πίνακας 12. Τέλος, αξίζει να αναφερθεί ότι οι χρόνοι 
εκτέλεσης για τα μοντέλα πρόβλεψης φορτίου στο σύστημα OpenEdgePMU δεν 
υπερβαίνουν στη διάρκεια τα λίγα δευτερόλεπτα. 

Πίνακας 12: Προβλεπτική απόδοση τυπικών μεθόδων Μ.Μ. που ενσωματώνει το σύστημα 

OpenEdgePMU για διαφορετικούς συνδυασμούς χρονικών οριζόντων και σεναρίων εκτέλεσης. 

Μέθοδος 
Μέτρα 

απόδοσης 

Ορίζοντας: 

15 λεπτά 

Σενάριο: 

Σ7 

Ορίζοντας: 

1 ώρα 

Σενάριο: 

Σ6 

Ορίζοντας: 

6 ώρες 

Σενάριο: 

Σ2 

Ορίζοντας: 

12 ώρες 

Σενάριο: 

Σ5 

Ορίζοντας: 

24 ώρες 

Σενάριο: 

Σ3 

LR 
ΜΑΕ 0.92 2.25 3.48 2.95 2.63 

R2 0.97 0.88 0.73 0.76 0.86 

CART 
ΜΑΕ 0.93 2.10 2.92 2.66 2.83 

R2 0.97 0.90 0.77 0.78 0.83 

RF 
ΜΑΕ 0.93 2.05 2.91 2.66 2.52 

R2 0.97 0.90 0.77 0.78 0.87 

MLP 
ΜΑΕ 0.90 2.08 3.15 2.82 2.60 

R2 0.97 0.89 0.75 0.75 0.86 

LSTM 
ΜΑΕ 0.96 2.20 3.19 2.85 2.64 

R2 0.97 0.88 0.76 0.78 0.86 

SVR 
ΜΑΕ 0.96 2.22 3.40 2.99 2.55 

R2 0.97 0.88 0.72 0.74 0.85 
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5. ΣΥΜΠΕΡΑΣΜΑΤΑ - ΘΕΜΑΤΑ ΓΙΑ ΠΕΡΑΙΤΕΡΩ ΕΡΕΥΝΑ 

Στο τελευταίο κεφάλαιο παρατίθενται οι παρατηρήσεις και τα συμπεράσματα που 
εξάγονται από τα πειραματικά αποτελέσματα κάθε μιας από τις μελέτες περίπτωσης που 

παρουσιάστηκαν στο προηγούμενο κεφάλαιο (παράγραφος 5.1). Στην συνέχεια, γίνεται 
αναφορά στα γενικά συμπεράσματα που απορρέουν από την ερευνητική μελέτη που έλαβε 
χώρα στο σύνολό της. Κατ' ακολουθίαν, στην παράγραφο 5.2, δηλαδή στην τελευταία 
ενότητα του παρόντος κειμένου, αναφέρονται θέματα που χρήζουν περαιτέρω έρευνας και 

που έχουν αναδειχθεί μέσα από την εκπόνηση της παρούσης διδακτορικής διατριβής. 

5.1 Συμπεράσματα 

5.1.1 Μοντέλο αραιής αναπαράστασης και εκμάθησης λεξικού 

Τα πρωταρχικά συμπεράσματα που προκύπτουν από τα αποτελέσματα των πειραματικών 

δοκιμών των μεθόδων αραιότητας που αναπτύχθηκαν στα πλαίσια της Δ.Δ., αφορούν στην 
αξιοπιστία των παραγόμενων προβλέψεων η οποία εξετάζεται με τη βοήθεια των δεικτών 
R2 και MAE. Όπως διαπιστώνεται από τον πίνακα Πίνακας 7 το μοντέλο που βασίζεται 
στην ιεραρχική αραιότητα, υπερτερεί έναντι των υπόλοιπων προσεγγίσεων αραιής 

αναπαράστασης. Προσπαθώντας να αντιπαραβάλει κανείς τις αραιές μεθοδολογίες μεταξύ 
τους, παρατηρεί ότι η αρχετυπική ανάλυση δεν είναι μια ανταγωνιστική προσέγγιση σε 
σύγκριση με την προτεινόμενη. Αυτό πιθανότατα οφείλεται στους περιορισμούς της 
κυρτότητας στους οποίους υπόκειται το πρόβλημα εξαγωγής του λεξικού και των 

αντιστοίχων αραιών συντελεστών. Έτσι, το μοντέλο αυτό φαίνεται να μην επιτυγχάνει την 
επαρκή αναπαράσταση του σήματος, κάτι το οποίο απεικονίζεται στην αδυναμία του να 
παρέχει ακριβείς και αξιόπιστες προβλέψεις. Πέραν τούτου, η συγκεκριμένη νόρμα 
ενδέχεται να μην ευνοεί τη δημιουργία ενός αποτελεσματικού μοντέλου πρόβλεψης.  

Ωστόσο, σημαντική βελτίωση στην απόδοση σημειώνεται με τη χρήση των αλγορίθμων K -
SVD/OMP,  Online-OMP/LARS-LASSO και Online/LARS-LASSO, οι οποίοι 

ενσωματώνουν τις νόρμες ℓ0 ,ℓ1 ή  ℓ1 +ℓ2 για την επιβολή του βαθμού αραιότητας. Σε 
αυτήν την περίπτωση, η εύρεση των ατόμων του λεξικού δεν υπόκειται σε περιορισμούς 
κυρτότητας ή μη αρνητικότητας, κάτι που πιθανώς καθιστά αυτά τα μοντέλα ανώτερα από 
την ανάλυση αρχετύπων. Επιπλέον, η μικρή διαφορά του 6% υπέρ της προσέγγισης 

ONLINE/LARS-LASSO, μας οδηγεί στο συμπέρασμα ότι η νόρμα ℓ1 φαίνεται να είναι πιο 
κατάλληλη για το πρόβλημα που αντιμετωπίστηκε κατά την διάρκεια της παρούσας Δ.Δ . 

Ένα σημείο άξιο σχολιασμού, αφορά τη μέθοδο με την οποία δημιουργείται μαθαίνεται το 
λεξικό, δηλαδή τα άτομα του. Παρά την αρκετά μεγάλη διαφορά στην απόδοσή τους, τα 

μοντέλα αραιής αναπαράστασης που συνδυάζονται με τις νόρμες ℓ1 και ℓ0
𝑡𝑟𝑒𝑒 μοιράζονται 

τον ίδιο αλγόριθμο εκμάθησης λεξικού, αυτόν της online παραγοντοποίησης πινάκων 
(online matrix factorization). Αυτή η παρατήρηση μας οδηγεί στο συμπέρασμα ότι η 

υπεροχή του ιεραρχικού μοντέλου πηγάζει από την αρχή λειτουργίας του, η οποία 
επιβάλλει την επιλογή μη μηδενικών συντελεστών που ανήκουν απαραίτητα σε ένα 
υποσύνολο του αρχικού δέντρου. Η υποδεέστερη προγνωστική συμπεριφορά των 
μοντέλων που ενσωματώνουν είτε την τεχνική K-SVD/OMP είτε τα αρχέτυπα μπορεί να 

ερμηνευτεί παρόμοια. Ένα επιπλέον πλεονέκτημα της προτεινόμενης μεθοδολογίας 
έγκειται στην ευελιξία που παρέχει στην επιλογή των ατόμων, κατά τη διαδικασία 
εκμάθησης του λεξικού, μέσω διαφορετικών διαμορφώσεων διακλάδωσης.  
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Τα μέχρι τώρα συμπεράσματα μπορούν να επιβεβαιωθούν και γραφικά μέσω του σχήματος 
Σχήμα 13, όπου γίνεται εμφανής ισχυρή προβλεπτική ικανότητα του ιεραρχικού μοντέλου, 
ειδικά κατά τις βραδινές ώρες, σύμφωνα με τον πίνακα Πίνακας 9. Αυτά τα αποτελέσματα 

είναι απολύτως λογικά αν λάβουμε υπόψη την υψηλή διείσδυση των  ΦΒ που χαρακτηρίζει 
τα δεδομένα του υποσταθμού. Προφανώς, η λειτουργία των ΦΒ κατά τις ώρες που 
χαρακτηρίζονται από ηλιοφάνεια, καθιστά την πραγματοποίηση έγκυρων προβλέψεων ως 
ένα σαφώς πιο δύσκολο αντικείμενο. Προκειμένου να εξεταστεί περαιτέρω η αξιοπιστία 

του ιεραρχικού μοντέλου, κατασκευάστηκε το διάγραμμα διασποράς του σχήματος Σχήμα 
15. Με βάση αυτό το γράφημα συμπεραίνουμε ότι η προτεινόμενη μεθοδολογία 
καταφέρνει να παρέχει αρκετά ακριβείς προβλέψεις για το σύνολο των δεδομένων ελέγχου. 
Ωστόσο, όπως υποδεικνύεται από την ευθεία αναφοράς, οι προβλέψεις είναι λιγότερο 

ακριβείς όταν οι πραγματικές τιμές του μικτού φορτίου είναι μικρές. 

Επιπλέον, η προτεινόμενη μέθοδος υπερισχύει όχι μόνο έναντι των ανταγωνιστικών 

μοντέλων αραιής αναπαράστασης, αλλά και έναντι ορισμένων καθιερωμένων 
μεθοδολογιών πρόβλεψης. Σύμφωνα με τον πίνακα  

 

Πίνακας 8, είναι προφανές ότι η αραιή αναπαράσταση με χρήση μιας δενδροειδούς δομής 

έχει θετική επίδραση στις προβλέψεις του μικτού φορτίου, καθώς η τιμή του MAE που 
επιτυγχάνεται είναι 17% χαμηλότερη, ενώ του συντελεστή R2 2.3% υψηλότερη σε σχέση 
με τις αντίστοιχες τιμές για το μοντέλο LR. Το μοντέλο SVR εμφανίζει παρομοίως 
κατώτερη απόδοση σε σύγκριση με το προτεινόμενο μοντέλο, με μια μικρή βελτίωση σε 

σχέση με το LR. Αυτή η παρατήρηση δικαιολογείται, καθώς λαμβάνοντας υπόψη τη γενική 
μη γραμμική συμπεριφορά του ηλεκτρικού φορτίου, αναμένουμε υψηλότερες επιδόσεις  
στην ακρίβεια της πρόβλεψης από μη γραμμικές μεθοδολογίες. Ωστόσο, κάτι ανάλογο δεν 
συμβαίνει με τα νευρωνικά δίκτυα. Η υποβαθμισμένη απόδοση του μοντέλου MLP, σε 

σύγκριση με τα LR και SVR, που αποδεικνύεται από τις τιμές των μέτρων αξιολόγησης 
οφείλεται πιθανώς στο φαινόμενο της υπερ-προσαρμογής, παρόλο που εφαρμόστηκε η 
τεχνική της διασταυρούμενης αξιολόγησης κατά την εκπαίδευση του μοντέλου. 
Συμπερασματικά, το ιεραρχικό μοντέλο αραιής αναπαράστασης επιτυγχάνει μια 

αξιοσημείωτη υπεροχή έναντι τόσο των γραμμικών όσο και των μη γραμμικών μεθόδων. 
Με τον τρόπο αυτό επικυρώνεται πειραματικά  η πεποίθηση ότι η εκμάθηση ενός λεξικού 
που βασίζεται σε δενδροειδείς διαμορφώσεις της αραιής αναπαράστασης, αποτελεί ένα 
ισχυρό και εύρωστο εργαλείο εκπαίδευσης, που οδηγεί σε ένα μοντέλο υψηλής 

προβλεπτικής ακρίβειας, αποφεύγοντας το μειονέκτημα της ευαισθησίας στο θόρυβο των 
δεδομένων που χαρακτηρίζει τις μη γραμμικές μεθόδους. 

5.1.2 Μοντέλο ανσάμπλ 

Η επόμενη μελέτη περίπτωσης που πραγματοποιήθηκε κατά την εκπόνηση της Δ.Δ. 
αφορούσε την προτεινόμενη μέθοδο ανσάμπλ. Τα αποτελέσματα που προέκυψαν 
εξηγούνται και συζητούνται στο σημείο αυτό. Από τα σχήματα: Σχήμα 16.α-Σχήμα 16.στ 
μπορεί κανείς να εξάγει συμπεράσματα για την ποιότητα των προβλέψεων. Όταν ο 

χρονικός ορίζοντας πρόβλεψης είναι πολύ μικρός (Σχήμα 16.α), τα σφάλματα πρόβλεψης 
κατανέμονται κοντά στη διαγώνια γραμμή, πράγμα που συνεπάγεται αρκετά ακριβείς 
προβλέψεις. Αυξάνοντας όμως τον ορίζοντα πρόβλεψης, οι προβλέψεις γίνονται λιγότερο 
ακριβείς (Σχήμα 16.β, 16.γ, 16.δ, 16.ε, 16.στ), καθώς όπως φαίνεται και οπτικά, τα ζεύγη 

πραγματικών τιμών και προβλέψεων είναι διάσπαρτα πιο μακριά από την ευθεία αναφοράς. 

Η εξέταση του πίνακα Πίνακας 10, δείχνει ότι το προτεινόμενο μοντέλο ανσάμπλ υπερτερεί 

όλων των μεμονωμένων υπο-μοντέλων και του ανταγωνιστικού μοντέλου ανσάμπλ MLP 
σύμφωνα με τους δείκτες MAE, R2 και RMSE. Επιπλέον, αυτό το συμπέρασμα ισχύει για 
όλους τους χρονικούς ορίζοντες πρόβλεψης. Καθώς ο ορίζοντας πρόβλεψης μεγαλώνει, το 



Ανάπτυξη επιβλεπόμενων και μη επιβλεπόμενων μεθόδων μηχανικής μάθησης για την μοντελοποίηση χρονικά 

εξελισσόμενων συστημάτων με εφαρμογές σε έξυπνα ηλεκτρικά δίκτυα  

 

Ν. Γιαμαρέλος 

 
106 

σφάλμα πρόβλεψης αυξάνεται, κάτι που είναι απολύτως εύλογο. Οι μόνες εξαιρέσεις είναι 
οι τιμές R2 και RMSE που λαμβάνονται από το μοντέλο ανσάμπλ MLP για ορίζοντα 

πρόβλεψης 2 ωρών, οι οποίες υπερβαίνουν ελάχιστα αυτές του προτεινόμενου μοντέλου. 
Ωστόσο, οι διαφορές αυτές δεν μπορούν να θεωρηθούν σημαντικές καθώς είναι οριακές, 
ενώ από την άλλη η αντίστοιχη τιμή του δείκτη ΜΑΕ ευνοεί σαφώς την προτεινόμενη 
μέθοδο. Ένα αποτέλεσμα που αξίζει να σχολιαστεί είναι ότι η αύξηση στην διαφορά της 

απόδοσης μεταξύ του προτεινόμενου μοντέλου ανσάμπλ και του τρέχοντος καλύτερου 
υπο-μοντέλου, καθώς ο ορίζοντας μεγαλώνει. Πιο συγκεκριμένα, η μείωση του MAE που 
επιτυγχάνει η προτεινόμενη προσέγγιση ανσάμπλ σε σχέση με το καλύτερο από τα 
επιμέρους μοντέλα, κυμαίνεται από 0.0341 έως 0.316. Μια τέτοια βελτίωση της απόδοσης 

θα μπορούσε εν μέρει να εξηγηθεί από την εμφάνιση αβεβαιότητας στις χρονοσειρές του 
μικτού φορτίου. Καθώς ο ορίζοντας πρόβλεψης μεγαλώνει, το επίπεδο αβεβαιότητας 
επίσης αυξάνεται, ένα φαινόμενο το οποίο αντιμετωπίζεται πιο αποτελεσματικά από το 
μοντέλο ανσάμπλ. 

Όσον αφορά την αποτελεσματικότητα των επιμέρους μοντέλων του ανσάμπλ των υπο-
μοντέλων, οι τιμές των MAE, RMSE και R2 δείχνουν ότι δεν υπάρχει μόνο ένα μοντέλο 

που να υπερισχύει των άλλων σε όλες τις περιπτώσεις. Για τους μικρότερους ορίζοντες 
πρόβλεψης και πιο συγκεκριμένα μέχρι 3 ώρες, τα μοντέλα LR και SR φαίνεται να 
επιτυγχάνουν οριακά μικρότερα σφάλματα πρόβλεψης από τα μη γραμμικά μοντέλα. Αν 
και οι μη γραμμικότητες είναι ένα εγγενές χαρακτηριστικό του μικτού φορτίου [364], αυτή 

η ιδιότητα γίνεται πιο εμφανής καθώς ο ορίζοντας πρόβλεψης μεγαλώνει. Ως εκ τούτου, τα 
μοντέλα που βασίζονται στην μέθοδο LR, είναι σε θέση να παρέχουν εύρωστα 
αποτελέσματα για πολύ βραχυπρόθεσμες προβλέψεις. 

Από την άλλη πλευρά, ένα σημαντικό πλεονέκτημα των νευρωνικών δικτύων είναι η 
ικανότητά τους να μοντελοποιούν μη γραμμικά συστήματα. Μια σημαντική παρατήρηση 
είναι ότι τα νευρωνικά δίκτυα φαίνεται να αποδίδουν καλύτερα για μεγαλύτερους ορίζοντες 

πρόβλεψης κάτι που μπορεί να αποδοθεί στο γεγονός ότι, καθώς ο ορίζοντας πρόβλεψης 
μεγαλώνει, οι μη γραμμικές ιδιότητες του φορτίου γίνονται πιο ισχυρές. Σαν αποτέλεσμα, 
τα νευρωνικά δίκτυα MLP αποκτούν προβάδισμα στην προβλεπτική συμπεριφορά, όταν 
απαιτούνται προβλέψεις για μεγαλύτερους ορίζοντες. Ωστόσο, το ίδιο δεν ισχύει για τα 

δίκτυα RBF. Όπως αναφέρθηκε παραπάνω, για να έχουν καλή απόδοση τα δίκτυα RBF, 
απαιτούνται πυκνά και καλής ποιότητας δεδομένα. Κατά συνέπεια, η απόδοσή τους 
μειώνεται για ορίζοντες προβλέψεων 24 ωρών, όπου οι πληροφορίες  των δεδομένων 
εισόδου είναι λιγότερο επαρκείς λόγω της διαδικασίας επαναδειγματοληψίας. Αν και τα 

υπόλοιπα υπο-μοντέλα, SVR και RF παρουσιάζουν μέτρια ικανότητα πρόβλεψης, 
συμβάλλουν θετικά στη συνολική απόδοση του προτεινόμενου μοντέλου. Αυτό το 
συμπέρασμα επιβεβαιώνει τον ισχυρισμό μας για την ανάγκη χρήσης πολλαπλών μοντέλων 
προκειμένου να ενισχυθεί η αξιοπιστία των προβλέψεων του φορτίου. 

Παρατηρώντας τα συγκριτικά αποτελέσματα των πραγματικών τιμών και των τιμών 
προβλέψεων στο Σχήμα 18, επιβεβαιώνεται ότι, όσο αυξάνεται ο χρονικός ορίζοντας, η 
ακριβής πρόβλεψη του μικτού φορτίου γίνεται όλο και πιο δύσκολη. Συνεχίζοντας με τα 

επιμέρους γραφήματα του σχήματος Σχήμα 18, (επισήμανση «ΙΙ») που απεικονίζουν την 
εναλλαγή μεταξύ των υπο-μοντέλων με στόχο την βελτίωση της ακρίβειας των τελικών 
προβλέψεων, εικάζουμε ότι ο μηχανισμός στάθμισης του προτεινόμενου μοντέλου 
φαίνεται να αποδίδει επαρκώς ανεξάρτητα από το χρονικό ορίζοντα. Μάλιστα, είναι 

εμφανές ότι λαμβάνονται αρκετά αξιόπιστες προβλέψεις κατά τη διάρκεια της σταθερ ά 
ανοδικής ή καθοδικής μετάβασης των πραγματικών τιμών Ε.Ι.. Αντίθετα, οι προβλέψεις 
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γίνονται λιγότερο ακριβείς όταν η καμπύλη Ε.Ι. παρουσιάζει έντονες ταλαντώσεις 
(fluctuations). 

Αρκετά ενδιαφέροντα συμπεράσματα μπορούν επίσης να εξαχθούν από τα διαγράμματα 
πίτας του σχήματος Σχήμα 17. Κάθε ποσοστό στις πίτες αντιπροσωπεύει τον βαθμό στον 
οποίο το αντίστοιχο μοντέλο απέδωσε το βάρος με την υψηλότερη τιμή, ή ισοδύναμα το 

MAE με τη χαμηλότερη τιμή. Τα υψηλότερα ποσοστά κατάταξης στην πρώτη θέση (πάνω 
από 18%) ανήκουν στα μοντέλα MLP, RBF και RF και αυτό ισχύει για όλους τους 
ορίζοντες εκτός από αυτόν των 24 ωρών, όπου το  μοντέλο SVR παίρνει τη θέση του RF. 
Ειδικότερα, η μέθοδος RF επιτυγχάνει χαμηλότερο MAE σε μεγαλύτερο ποσοστό από τις 

υπόλοιπες όταν ο ορίζοντας πρόβλεψης δεν υπερβαίνει τις 3 ώρες. Για μεγαλύτερους 
ορίζοντες, τα νευρωνικά δίκτυα RBF ξεπερνούν τα υπόλοιπα υπο-μοντέλα. Μια 
ενδιαφέρουσα παρατήρηση είναι ότι τα προαναφερθέντα μοντέλα έχουν εξίσου υψηλά 
ποσοστά στην έκτη θέση. Έτσι, αυτές οι μέθοδοι φαίνεται να επιτυγχάνουν είτε πολύ 

υψηλή είτε χαμηλή απόδοση. Αυτή η επισήμανση είναι αρκετά σημαντική και ενισχύει 
έντονα τη χρησιμότητα και την αποτελεσματικότητα της προτεινόμενης μεθόδου. Τα 
ποσοστά των υπολοίπων υπο-μοντέλων στις περισσότερες περιπτώσεις κατανέμονται στις 
ενδιάμεσες βαθμολογίες, με εξαίρεση το υψηλό ποσοστό  του SVR στην κατάταξη στην 

έκτη θέση για τον ορίζοντα των 6 ωρών. 

5.1.3 Μοντέλο νευρωνικών δικτύων γράφων 

Τα αποτελέσματα που προέκυψαν από τις προσομοιώσεις εντός της μελέτης περίπτωσης 

που πραγματοποιήθηκε εξετάζονται και επεξηγούνται σε αυτή την ενότητα ώστε να 
εξαχθούν συμπεράσματα σχετικά με την απόδοση αυτής της προτεινόμενης μεθοδολογίας. 
Όπως αποδεικνύεται από τις τιμές των δεικτών R2 και MAE του πίνακα Πίνακας 11, τα 
νευρωνικά δίκτυα γράφων ορατότητας ξεπερνούν όλα τα υπόλοιπα μοντέλα που 

δοκιμάζονται, επιτυγχάνοντας 2 έως 10 % χαμηλότερη τιμή MAE και 1 έως 5 % υψηλότερη 
τιμή R2 σε σύγκριση με την πιο αποτελεσματική ανταγωνιστική μεθοδολογία και ανάλογα 
με το σενάριο προσομοίωσης. Ένα άμεσο συμπέρασμα επίσης προκύπτει αξιολογώντας τα 
αποτελέσματα για τα σενάρια που αναφέρονται στις εποχές του έτους. Κρίνοντας από τις 

αντίστοιχα αναφερόμενες τιμές του MAE, παρατηρείται ότι η ακρίβεια πρόβλεψης της 
πλειονότητας των εξεταζόμενων μοντέλων χειροτερεύει, καθώς οι εποχές κατατάσσονται 
από το καλοκαίρι προς την άνοιξη. Αυτό μπορεί να αποδοθεί στις κλιματολογικές συνθήκες 
της συγκεκριμένης περιοχής στην οποία βρίσκεται και εξυπηρετεί ο υποσταθμός, 

καθιστώντας την άνοιξη μια εποχή με έντονες διακυμάνσεις στις καιρικές μεταβλητές 
καθώς και στην παραγωγή και ζήτηση ηλεκτρικής ενέργειας. Ένας επιπλέον παράγοντας 
ίσως να είναι η παγκόσμια κλιματική αλλαγή, η οποία οδήγησε σε μια μετατόπιση των 
εποχικών συνθηκών. Κατά την εξέταση της απόδοσης των μοντέλων για τα υπόλοιπα 

σενάρια προσομοίωσης, φαίνεται ότι, πιο ακριβείς προβλέψεις λαμβάνονται στην 
περίπτωση του σεναρίου Σ5, ακολουθούμενες από τα σενάρια Σ7 και Σ6.  Το αποτέλεσμα 
αυτό μπορεί να θεωρηθεί αναμενόμενο, καθώς οι εργάσιμες ώρες συνοδεύονται τόσο από 
αυξημένη ζήτηση όσο και παραγωγή, από συμβατικές και από ανανεώσιμες πηγές 

ενέργειας και προφανώς από φωτοβολταϊκά. Συνεπώς, εισάγεται ένα σημαντικό ποσοστό 
αβεβαιότητας και εγγενούς μη γραμμικότητας. Αξίζει να σημειωθεί ότι η εναλλασσόμενη 
προγνωστική συμπεριφορά σε σχέση με τα διαφορετικά σενάρια δεν είναι τυχαία, καθώς 
διέπει όλα τα εξεταζόμενα μοντέλα με τον ίδιο τρόπο, γεγονός που επικυρώνει την αξία της 

διερεύνησης του ηλεκτρικού φορτίου σε ασυνήθιστες συνθήκες κατανάλωσης, όπως αυτών 
που περιγράφονται από τα σενάρια Σ5, Σ6, Σ7 . 

Αξιολογώντας τα αποτελέσματα του πίνακα Πίνακας 11 ως προς τις ανταγωνιστικές 
μεθοδολογίες, παρατηρείται ότι για όλα τα σενάρια προσομοίωσης επικρατούν τα  
νευρωνικά δίκτυα MLP, εκτός από τα σενάρια του φθινοπώρου και του χειμώνα όπου 
υπερέχει η γραμμική παλινδρόμηση. Όπως αναμενόταν, τα σύνολα δεδομένων που 
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αντιστοιχούν σε ιδιότυπες συνθήκες κατανάλωσης, παρουσιάζουν ισχυρές μη 
γραμμικότητες και επομένως είναι επόμενο το μοντέλο MLP να ανταποκρίνεται πιο 

αποτελεσματικά από τη γραμμική παλινδρόμηση, η οποία, αν και παρέχει ευρωστία, δεν 
είναι σε θέση να χειριστεί μη γραμμικούς συσχετισμούς. Παραδόξως, η μέθοδος SVR, αν 
και είναι ικανή να χειρίζεται δεδομένα που διέπονται από γραμμική συμπεριφορά, ωστόσο 
παρουσιάζει την πιο αδύναμη απόδοση από όλες τις προσεγγίσεις. Η αύξηση του αριθμού 

των επαναλήψεων κατά τη βελτιστοποίηση των υπερπαραμέτρων του μοντέλου 
πιθανότατα θα βελτίωνε την απόδοσή της, με το αντάλλαγμα όμως του αυξημένου χρόνου 
εκτέλεσης, κάτι που θα αμφισβητούσε τη δίκαιη σύγκριση μεταξύ των εξεταζόμενων 
μεθόδων. 

Το θέμα της υπολογιστικής πολυπλοκότητας διαδραματίζει ιδιαίτερο ρόλο στην  παρούσα 
έρευνα, καθώς αποτελεί μια από τις επιζήμιες ιδιότητες της βαθιάς μάθησης. Ωστόσο, όπως  

δείχνουν οι αντίστοιχες τιμές του πίνακα Πίνακας 11, το προτεινόμενο μοντέλο VGNN 
επιτυγχάνει ανώτερη απόδοση, διατηρώντας τον υπολογιστικό φόρτο σε συγκρίσιμα 
επίπεδα με τις άλλες μεθόδους, εκτός φυσικά από τη γραμμική παλινδρόμηση, η οποία 
απαιτεί ελάχιστους υπολογισμούς. Είναι χρήσιμο να αναφερθεί ότι το μοντέλο GNN 

απουσιάζει από τα αποτελέσματα των πειραμάτων καθώς ήταν υπολογιστικά αδύνατο να 
εκτελεστεί από το διαθέσιμο υπολογιστικό σύστημα. Αν και δεν μπορούμε να 
αποφανθούμε με σιγουριά για την υπεροχή του VGNN έναντι του GNN όσον αφορά την 
ακρίβεια πρόβλεψης, το απαγορευτικό υπολογιστικό κόστος που απαιτεί το GNN, 

αναμφίβολα θέτει το προτεινόμενο μοντέλο σε πλεονεκτική θέση. 

Προκειμένου να παρέχουμε μια ολοκληρωμένη επισκόπηση της απόδοσης της 

προτεινόμενης μεθόδου πρόβλεψης, γίνεται μια προσπάθεια αξιολόγησης της ποιότητας 
των προβλέψεων σύμφωνα με τα σχήματα: Σχήμα 19-Σχήμα 22. Η υψηλή προβλεπτική 
ικανότητα του μοντέλου VGNN επιβεβαιώνεται από τα σχήματα: Σχήμα 19-Σχήμα 20, τα 
οποία καταδεικνύουν ότι οι προβλέψεις προσαρμόζονται με αρκετά ικανοποιητική 

ακρίβεια στη χρονοσειρά του πραγματικού μικτού φορτίου. Επιπλέον, παρατηρώντας κάθε 
επιμέρους γραφική παράσταση των Σχημάτων 19-20, επιβεβαιώνεται και γραφικά η 
εγκυρότητα των παραπάνω συμπερασμάτων σχετικά με τις προβλέψεις μικτών φορτίων σε 
διαφορετικά σενάρια. Για παράδειγμα, είναι προφανές ότι η ακρίβεια των προβλέψεων 

επιδεινώνεται από εποχή σε εποχή καθώς το  μέγιστο απόλυτο σφάλμα αυξάνεται από 0 .156 
για το σενάριο της εποχής του καλοκαιριου (Σχήμα 20(α.II)) σε 0.6273 για το σενάριο της 
εποχής της άνοιξης (Σχήμα 20( (δ .II)). Ομοίως, σύμφωνα με το Σχήμα 19(β), τα δεδομένα 
που αντιστοιχούν στο σενάριο των περιόδων με φως του ήλιου είναι πράγματι τα πιο 

δύσκολα να μοντελοποιηθούν και αντίστοιχα να προβλεφθούν. Μια γενική παρατήρηση, 
είναι ότι αρκετά αξιόπιστες προβλέψεις λαμβάνονται κατά τη διάρκεια της σταθερής 
ανόδου ή πτώσης των τιμών Ε.Ι. Αντίθετα, οι προβλέψεις γίνονται λιγότερο ακριβείς όταν 
η χρονοσειρά των πραγματικών τιμών Ε.Ι. παρουσιάζει έντονες ταλαντώσεις. 

Για την εξαγωγή χρήσιμων συμπερασμάτων σχετικά την αξιοπιστία της προτεινόμενης 
μεθόδου κατά την πρόβλεψη του μικτού φορτίου με χρονικό ορίζοντα 24 ωρών, 
χρησιμοποιούμε τα διαγράμματα διασποράς που απεικονίζονται στα σχήματα: Σχήμα 21-

Σχήμα 22. Οι προβλέψεις που αντιστοιχούν στο σενάριο  που αναφέρεται σε δεδομένα 
εκπαίδευσης και ελέγχου που καλύπτουν την εποχή του καλοκαιριού (Σχήμα 22.γ) 
παρουσιάζουν την υψηλότερη ακρίβεια ενώ η μετάβαση μεταξύ σεναρίων που 
αναφέρονται  σε δεδομένα εκπαίδευσης και ελέγχου που καλύπτουν τις επόμενες εποχές 

του έτους, δείχνει ότι η διασπορά των σφαλμάτων πρόβλεψης γύρω από την ευθεία 
αναφοράς αυξάνεται, όπως αναμενόταν. Συγκεκριμένα, για τα σενάρια που αναφέρονται 



Ανάπτυξη επιβλεπόμενων και μη επιβλεπόμενων μεθόδων μηχανικής μάθησης για την μοντελοποίηση χρονικά 

εξελισσόμενων συστημάτων με εφαρμογές σε έξυπνα ηλεκτρικά δίκτυα  

        Ν. Γιαμαρέλος 
109 

σε δεδομένα εκπαίδευσης και ελέγχου που καλύπτουν την εποχή του χειμώνα (Σχήμα 22.α) 
και άνοιξης (Σχήμα 22.β), επισημαίνεται ότι η μείωση της αποτελεσματικότητας του 
μοντέλου αποδίδεται στην ύπαρξη μεγάλου αριθμού ακραίων τιμών, πιθανότατα λόγω 

θορύβου στα σύνολα δεδομένων εκπαίδευσης και ελέγχου. Η πιο φτωχή απόδοση του 
VGNN σημειώνεται για το σενάριο που αναφέρεται σε δεδομένα χρονικών περιόδων με 
φως του ήλιου και αντικατοπτρίζεται στο αντίστοιχο διάγραμμα διασποράς (Σχήμα 21.β), 
όπου παρατηρείται αυξημένο σφάλμα πρόβλεψης τόσο για τις περιοχές μικρών όσο και 

μεγάλων τιμών Ε.Ι. 

5.1.4 Γενικά συμπεράσματα 

Στην παράγραφο αυτή θα πραγματοποιηθεί μια αποτίμηση της συνεισφοράς του έργου που 

παράχθηκε στα πλαίσια της Δ.Δ., στο τομέα της έρευνας του προβλήματος της πρόβλεψης 
του ηλεκτρικού φορτίου.  Όπως αποδεικνύουν τα αποτελέσματα που προέκυψαν από τις 
μελέτες περίπτωσης που έλαβαν χώρα στα πλαίσια της Δ.Δ., αλλά και η ανάλυση και ο 
σχολιασμός αυτών, στις πραραγργράφους του παρόντος κεφαλαίου που προηγήθηκαν, οι 

μέθοδοι που προτείνονται για την πρόβλεψη του μικτού ηλεκτρικού φορτίου είναι πράγματι 
αποτελεσματικές και καινοτόμες. Πιο συγκεκριμένα, μέσα από τις προσομοιώσεις που 
διεξάγονται, αντιμετωπίζονται με επιτυχία ορισμένες δύσκολες προκλήσεις, όπως η 
πρόβλεψη του φορτίου με χρήση δεδομένων που αναφέρονται σε ιδιότυπες συνθήκες 

κατανάλωσης (βλ. πίνακα Πίνακας 6), και η παροχή αξιόπιστων προβλέψεων για 
πολλαπλούς χρονικούς ορίζοντες μέσω μιας ενιαίας  προσέγγισης.  Στο σημείο αυτό είναι 
χρήσιμο να διευκρινιστεί ότι οι πειραματικές προσομοιώσεις που αφορούν σε κάθε μία από 
τις προτεινόμενες μεθόδους, χρησιμοποιούν διαφορετικά σύνολα δεδομένων εκπαίδευσης 

και ελέγχου. Κάτι τέτοιο προκύπτει από τη διαθεσιμότητα των δεδομένων κατά την 
διεξαγωγή των προσομοιώσεων και το σκοπό αξιοποίησης του εκάστοτε μοντέλου. Για 
παράδειγμα, μια από τις βασικές συνεισφορές του μοντέλου VGNN, είναι η παροχή 
αξιόπιστων προβλέψεων για σενάρια που αναφέρονται σε δεδομένα που ενέχουν υψηλά 

επίπεδα μη γραμμικότητας και αβεβαιότητας. Κατά συνέπεια, εφαρμόστηκαν σύνολα 
δεδομένων εκπαίδευσης και ελέγχου τα οποία χαρακτηρίζονται από αυτές τις ιδιότητες. Η 
υψηλή προβλεπτική απόδοση των προτεινόμενων μεθόδων, οι οποίες παρουσιάζονται και 
εφαρμόζονται για πρώτη φορά για την πρόβλεψη του μικτού φορτίου, επιβεβαιώνεται από 

την υπεροχή τους έναντι καθιερωμένων γραμμικών και μη γραμμικών μεθόδων Μ.Μ. 
Αξιολογώντας συνολικά τα αποτελέσματα των πειραματικών προσομοιώσεων, 
καταλήγουμε στο συμπέρασμα ότι οι προτεινόμενες μέθοδοι είναι σε θέση να παρέχουν 
ακριβείς προβλέψεις μικτού φορτίου ακόμα και σε περιπτώσεις αξιολόγησης σε δεδομένα 

με υψηλό ποσοστό αβεβαιότητας και μη γραμμικών συσχετίσεων.  Παρόλο που οι τιμές του 
δείκτη ΜΑΕ καταδεικνύουν την υψηλή επίδοση των προτεινόμενων μοντέλων, εντούτοις 
δεν είναι δυνατόν να παρέχουν ένα μέτρο της ακρίβειας των προβλέψεων σε κλίμακα 
πραγματικού μεγέθους, λόγω της κανονικοποίησης των τιμών Ε.Ι.  Ωστόσο, η αξιοπιστία 

των προτεινόμενων μοντέλων δύναται να επιβεβαιωθεί με βάση τις τιμές του συντελεστή 
R2, ο οποίος εκφράζεται ως καθαρός αριθμός και επομένως δεν επηρρεάζεται από την 
κανονικοποίηση των δεδομένων. Συγκεκριμένα, το μοντέλο ιεραρχικής αραιότητας με 
ορίζοντα πρόβλεψης 1 ώρας, επιτυγχάνει τιμή του δείκτη R2 ίση με 0.94 για δεδομένα 

ελέγχου που καλύπτουν ένα ολόκληρο έτος. Οι αντίστοιχες τιμές για το μοντέλο ανσάμπλ 
κυμαίνονται από 0.79 έως 0.99 αναφερόμενες σε διαφορετικούς χρονικούς ορίζοντες 
πρόβλεψης, στο εύρος μεταξύ 15 λεπτών και 24 ωρών. Θα πρέπει να σημειωθεί ότι στην 
περίπτωση των προσομοιώσεων του μοντέλου ανσάμπλ, το χρονικό διάστημα το οποίο 

καλύπτει το σύνολο δεδομένων ελέγχου είναι ένα έτος, δεν ταυτίζεται όμως με το 
αντίστοιχο διάστημα για την περίπτωση του μοντέλου ιεραρχικής αραιότητας. Τέλος, η 
ακρίβεια του μοντέλου VGNN κατά την πρόβλεψη του φορτίου για σενάρια που 
αναφέρονται σε χρονικές περιόδους με ιδιότυπες συνθήκες κατανάλωσης, ως προς τον 

δείκτη R2, είναι σε κάθε περίπτωση μεγαλύτερη από 0.50 . Η αξία της επίτευξης 
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προβλέψεων υψηλής ακρίβειας σε εύρος πολαπλών οριζόντων, κρίνεται ως καθοριστικής 
σημασίας τόσο για τον διαχειριστή όσο και τους ΦοΣΕ του δικτύου. Συνεπώς, μπορούμε 

να συμπαιράνουμε ότι οι ερευνητικοί στόχοι της Δ.Δ. επιτυγχάνονται σε ικανοποιητικό 
βαθμό. 

5.2 Θέματα για περαιτέρω έρευνα 

Η ενότητα αυτή πραγματεύεται την ανάδειξη μελλοντικών ερευνητικών προτάσεων και 
προοπτικών που προκύπτουν ως προς τα άρθρα που δημοσιεύτηκαν στα πλαίσια της Δ.Δ. 
αλλά και σε σχέση με το αντικείμενο της διδακτορικής έρευνας. 

Με αφετηρία την υπεροχή του ιεραρχικού μοντέλου αραιότητας για την πρόβλεψη του 
μικτού ηλεκτρικού φορτίου, μια προτεινόμενη μελλοντική ερευνητική κατεύθυνση θα ήταν 
η περαιτέρω αξιοποίηση του τρόπου λειτουργίας της μεθόδου, όπως η ανάθεση της 

πρόβλεψης διαφορετικών μοτίβων φορτίου σε διαφορετικούς κλάδους της δενδροειδούς 
δομής. Δεδομένου των ενθαρρυντικών αποτελεσμάτων που δημοσιεύθηκαν από την 
ερευνητική μας ομάδα [161], για την βραχυπρόθεσμη πρόβλεψη ηλεκτρικού φορτίου σε 
επίπεδο υποσταθμού, η χρήση της αραιής κωδικοποίησης συνιστάται σαφώς για την 

ανάπτυξη παρόμοιων μοντέλων πρόβλεψης. Μια επερχόμενη πρόκληση των σημερινών 
δικτύων ηλεκτρικής ενέργειας είναι η ενσωμάτωση συστημάτων αποθήκευσης ενέργειας, 
προκειμένου να καλυφθούν οι διαρκώς αυξανόμενες ενεργειακές ανάγκες. Για το λόγο 
αυτό, είναι βέβαιο ότι αξιόπιστα μοντέλα πρόβλεψης σαν το προτεινόμενο  μπορούν να 

αξιοποιηθούν για τη διαχείριση της συμφόρησης φορτίου και τον εντοπισμό των 
σφαλμάτων (fault detection) του δικτύου, ενισχύοντας σημαντικά την ευστάθεια και την 
ασφάλεια των μελλοντικών δικτύων διανομής. Λαμβάνοντας υπόψη επίσης, το 
περιορισμένο πεδίο εφαρμογής των μεθόδων αραιής κωδικοποίησης στον τομέα της 

ηλεκτρικής ενέργειας, η επέκταση της χρήσης τους σε πρόσθετους τομείς, όπως η 
πρόβλεψη παραγωγής ενέργειας από ΑΠΕ, καθώς και η μακροπρόθεσμη πρόβλεψη του 
μικτού φορτίου και της άεργου ισχύος, θεωρείται ως μια υποσχόμενη ερευνητική πρόταση. 
Μια καρποφόρα αναβάθμιση από μεθοδολογικής σκοπιάς, θα ήταν η πιθανή επέκταση των 

αρχών αραιής κωδικοποίησης σε μεθόδους βαθιάς μάθησης. Για την υλοποίηση αυτής της 
πρότασης, απαιτείται η ενσωμάτωση δύο σχετικών παραμετρικών και γενικευμένων 
μοντέλων για τη διαχείριση σημάτων: α) την Συνελικτική Αραιή Κωδικοποίηση 
(Convolutional Sparse Coding - CSC) και β) την Πολυεπίπεδη Συνελικτική Αραιή 

Κωδικοποίηση (multi-layered Convolutional Sparse Coding - ML-CSC) [240], η οποία 
συνδυάζεται αποτελεσματικά με μια σειρά από κοινές αρχιτεκτονικές βαθιάς μάθησης. 

Η διερεύνηση της βραχυπρόθεσμης πρόβλεψης του μικτού φορτίου στα πλαίσια της Δ.Δ. 
επεκτείνεται με την ανάπτυξη της προτεινόμενης μεθοδολογίας ανσάμπλ. Παρόλο που η 
εξέταση χρονικών οριζόντων πρόβλεψης μεγαλύτερων των 24 ωρών ξεπερνούσε τους 
σκοπούς της αντίστοιχης εργασίας ως μέρος ενός ερευνητικού προγράμματος που 

προσανατολιζόταν στην αξιοποίηση των προβλέψεων για τον ημερήσιο 
χρονοπρογραμματισμό των πηγών παραγωγής του δικτύου, πιστεύουμε ότι το 
προτεινόμενο μοντέλο θα μπορούσε να χρησιμεύσει ως βάση για το σχεδιασμό ενός τέτοιου 
εργαλείου πρόβλεψης. Από την άλλη πλευρά, είναι πολύ πιθανό ότι σε αυτή την περίπτωση 

θα χρειαζόταν ένα διαφορετικό σύνολο μεταβλητών εισόδου, που παρουσιάζουν 
υψηλότερη συσχέτιση με τη μακροπρόθεσμη εξέλιξη του μικτού φορτίου.  Με γνώμονα την 
αξιοσημείωτη απόδοση της προτεινόμενης μεθοδολογίας στην πρόβλεψη μικτού φορτίου, 
η εφαρμογή της θα μπορούσε να επεκταθεί και σε άλλους κρίσιμους τομείς του έξυπνου 

δικτύου, όπως η πρόβλεψη της τιμής της ηλεκτρικής ενέργειας και της παραγωγή από ΑΠΕ, 
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προκειμένου να προγραμματιστεί πιο αποτελεσματικά η παραγωγή ενέργειας από τις 
συμβατικές πηγές. 

Αναγνωρίζοντας τα αξιοσημείωτα αποτελέσματα του προτεινόμενου μοντέλου VGNN και 
λαμβάνοντας υπόψη την περιορισμένη βιβλιογραφική έκταση των νευρωνικών δικτύων 
γράφων στον τομέα της πρόβλεψης φορτίου, μια άμεση ερευνητική πρόταση θα ήταν η 

εντατικοποίηση της εφαρμογής τους στον συγκεκριμένο τομέα αλλά και για τη διερεύνηση 
εργασιών βελτιστοποίησης του έξυπνου δικτύου. Επίσης, αξιοποιώντας το πλεονέκτημα 
της σημαντικά μειωμένης υπολογιστικής πολυπλοκότητας που παρέχει η προτεινόμενη 
μεθοδολογία, η χρήση της σε εφαρμογές όπου εμπλέκονται ζητήματα καθυστέρησης 

επικοινωνίας, θα μπορούσε σίγουρα να αποτελέσει μια μελλοντική κατεύθυνση για έρευνα. 
Εφαρμογές όπως η παροχή προβλέψεων για την κατανάλωση ηλεκτρικής ενέργειας [365] 
ή η ταξινόμηση ανωμαλιών ποιότητας ισχύος [366], στο πεδίο καθώς και εκείνες που 
σχετίζονται με edge computing [256], [367], [368], αναμένεται να μονοπωλήσουν το 

ενδιαφέρον για τη διαχείριση κατανεμημένων έξυπνων δικτύων κατά τα επόμενα έτη. Η 
απόδοση της προτεινόμενης μεθόδου αποδεικνύει επίσης ότι οι γράφοι ορατότητας 
αποτελούν μια αποτελεσματική και υποσχόμενη τεχνική η οποία, σε συνδυασμό με 
μεθόδους μηχανικής μάθησης, είναι ικανή να οδηγήσει σε αναβαθμισμένα μοντέλα. 

Πρόβλεψης της κατανάλωσης της ηλεκτρικής ενέργειας.  Επίσης, λαμβάνοντας υπόψη τον 
περιορισμένο αριθμό παρόμοιων προσεγγίσεων μέχρι στιγμής, συνιστάται ιδιαίτερα η 
στόχευση στην ανάπτυξη τέτοιου είδους υβριδικών μοντέλων. 

Παρότι το έργο που παρουσιάζεται στην παρούσα έρευνα προσφέρει μια αρκετά σημαντική 
πηγή μιας σειράς αξιόπιστων και αποδοτικών μεθόδων Μ.Μ. για την πρόβλεψη του 
ηλεκτρικού φορτίου, το εν λόγω πεδίο θεωρείται και παραμένει ανοικτό προς διερεύνηση. 

Συνεπώς, τα αποτελέσματα και τα συμπεράσματα της Δ.Δ. θα μπορούσαν να αποτελέσουν 
το έναυσμα για περαιτέρω ερευνητική δραστηριότητα. Ένα πρώτο βήμα θα μπορούσε να 
είναι ο συνδυασμός των προτεινόμενων μεθόδων. Συγκεκριμένα, το μοντέλο ανσάμπλ θα 
μπορούσε να αναβαθμιστεί σημαντικά με την ενσωμάτωση των νευρωνικών δικτύων 

γράφων ορατότητας στο σύνολο των υπο-μοντέλων. Λόγω της ικανότητας των GNN να 
αναπαριστούν επιτυχώς τόσο τα χωρικά όσο και τα χρονικά χαρακτηριστικά των 
δεδομένων εισόδου, η αξία ενός τέτοιου μοντέλου θα επεκτεινόταν στην πρόβλεψη της 
οικιακής ζήτησης ή του συγκεντρωμένου φορτίου που αντιστοιχεί σε αρκετούς 

υποσταθμούς. Αν και οι στόχοι της Δ.Δ. περιορίζονται στην διερεύνηση μεθόδων 
επιβλεπόμενης και μη επιβλεπόμενης μάθησης, μια σειρά από πλεονεκτήματα που 
χαρακτηρίζουν τους αλγόριθμους εκμάθησης με ενίσχυση όπως η αποδοτική λειτουργία 
τους ακόμη και με λίγα δεδομένα και  η προσαρμοστικότητά τους σε σχέση με εκείνους 

που βασίζονται στη μάθηση με επίβλεψη, εγείρουν το έντονο ενδιαφέρον για την ανάπτυξη 
τέτοιων μοντέλων με σκοπό την πρόβλεψη του ηλεκτρικού φορτίου. Στην προσπάθεια 
ανάπτυξης καινοτόμων προσεγγίσεων για την αντιμετώπιση προβλημάτων 
παλινδρόμησης, όπως η πρόβλεψη του ηλεκτρικού φορτίου, θα μπορούσε κανείς  να 

στραφεί σε εναλλακτικές τεχνικές όπως η εκμάθηση σε μη διανυσματικούς χώρους 
πολυπτύχων (manifold learning). Πολλές από τις κλασσικές μεθοδολογίες πρόβλεψης 
χρονοσειρών όπως ARMA [369], GARCH [370], T.Ν.Δ [371], SVR [372] βασίζονται στην 
παραμετρική μοντελοποίηση, η οποία υποθέτει η σχέση μεταξύ μεταβήτών εισόδου και 

εξόδου αναπαρίσταται από μια παραμετρική συνάρτηση με γνωστή μορφή. Τα κύρια 
μειονεκτήματα και περιορισμοί αυτής της μοντελοποίησης είναι ότι απαιτεί πολύ αυστηρές 
παραμετρικές υποθέσεις και χρονική ομοιογένεια κατά την εξέλιξη της της χρονοσειράς. 
Οι σύγχρονες τεχνικές πρόβλεψης χρονοσειρών χρησιμοποιούν πιο ευέλικτα μη 

παραμετρικά ή ημι-παραμετρικά μοντέλα, όπως: οι Μπεϋζιανές μέθοδοι [373], η πρόβλεψη 
με βάση τον πυρήνα (kernel-based) [374], η βαθιά μάθηση (deep learning) [375] και η 
ενισχυτική μάθηση (reinforcement learning) [376]. Ωστόσο, για πολυμεταβλητές 
χρονοσειρές, όλες οι αναφερόμενες προσεγγίσεις υποφέρουν από την κακόφημη «κατάρα 
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της διαστατικότητας» (curse of dimensionality). Για το σκοπό αυτό, μπορούν να 
χρησιμοποιηθούν διάφορες μέθοδοι εκμάθησης πολυπτύχων (manifold learning) και 

τεχνικές μείωσης των διαστάσεων όπως η ανάλυση κύριων συσνιστωσών (principal 
components analysis – PCA) [377] και η multidimensional scaling (MDS) [378]. 
Δυστυχώς, οι προαναφερθείσες μέθοδοι μείωσης των διαστάσεων υποθέτουν ότι οι 
παρατηρήσεις βρίσκονται ακριβώς πάνω σε μια γραμμική πολλαπλότητα, όπως μια ευθεία, 

ένα επίπεδο ή ένα υπερεπίπεδο ανάλογα με τη διάσταση του χώρου των δεδομένων 
εισόδου, και συχνά παρουσιάζουν χαμηλή απόδοση όταν υπάρχει θόρυβος στα δεδομένα 
εισόδου. Επιπλέον, τα δεδομένα των πραγματικών εφαρμογών σπανίως βρίσκονται πάνω 
σε οποιοδήποτε είδους πολλαπλότητα. Η μη γραμμική εκμάθηση πολυπτύχων 

περιλαμβάνει τεχνικές όπως οι Χάρτες διάχυσης (Diffusion Maps) [379], η ISOMAP [380] 
κ.α. που χαλαρώνουν την παραπάνω απαίτηση, επιδιώκοντας την εκμάθηση της 
απεικόνισης μιας μη γραμμικής πολλαπλότητας από έναν πολυδιάστατο χώρο σε ένα χώρο 
λίγων διαστάσεων, και μπορούν να εξάγουν από τα δεδομένα ποιοτικές πληροφορίες [381], 

[382] που αναμένεται να οδηγήσουν σε πιο αξιόπιστες προβλέψεις.
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ΠΑΡΑΡΤΗΜΑ Ι: Ορισμοί και Αλγόριθμοι 

• Διαδικασία 𝑖. 𝑖 . 𝑑(0, 𝜎2): οι τυχαίες μεταβλητές της διαδικασίας είναι ανεξάρτητα και ταυτόσημα κατανεμημένες και έχουν κοινή κατανομή 

πιθανότητας με μηδενικό μέσο όρο και διακύμανση σ2. 
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Αλγόριθμος 1: Αλγόριθμος εκπαίδευσης.  

Είσοδος: Το σύνολο δεδομένων εκπαίδευσης 𝑭𝑇, το σύνολο δεδομένων αξιολόγησης 𝑭𝑉 , τους πίνακες  

γειτνίασης 𝑨𝑇 , 𝑨𝑉  

Έξοδος: Τα βάρη 𝑾 των νευρωνικών δικτύων AGGREGATE και UPDATE 

ΕΚΚΙΝΗΣΗ 

1:  ΘΕΣΕ: Αυθαίρετες τιμές στα προς εκμάθηση βάρη 𝑾.  

2:  ΥΠΟΛΟΓΙΣΕ: 𝒙 = 𝑇𝑅𝐴𝑁𝑆𝐼𝑇𝐼𝑂𝑁(𝑾,𝑭𝑇 , 𝑨𝑇 )  

3:  ΘΕΣΕ: 𝐾 = 1 

4:  ΟΣΟ: 𝐾 ≤ 𝛭έ𝛾𝜄𝜎𝜏𝜊  𝛼𝜌𝜄𝜃𝜇ό 휀𝜋𝜊𝜒ώ𝜈  휀𝜅𝜇ά𝜃𝜂𝜎𝜂𝜍  

5: ΥΠΟΛΟΓΙΣΕ: 
∂𝐞

∂𝐖
(𝐾) = 𝐺𝑅𝐴𝐷𝐼𝐸𝑁𝑇(𝒙, 𝑾(𝑲)) 

6:          ΑΝ: 𝐾 > 1 

7:           ΥΠΟΛΟΓΙΣΕ:𝑾(𝐾) = 𝑅𝑃𝑅𝑂𝑃 (
∂𝐞

∂𝐖
(𝐾),

∂𝐞

∂𝐖
(𝐾 − 1),𝑾(𝐾 − 1)) 

8:   ΤΕΛΟΣ_ΑΝ 

9: ΑΝ: 𝛣ή𝜇𝛼𝜏𝛼 𝛼𝜉𝜄𝜊𝜆ό𝛾𝜂𝜎𝜂𝜍  𝑀𝑂𝐷 𝐾 = 0 

10:  ΥΠΟΛΟΓΙΣΕ: 𝛵𝜌έ𝜒𝜔𝜈  𝛽ή𝜇𝛼 =  𝛣ή𝜇𝛼𝜏𝛼 𝛼𝜉𝜄𝜊𝜆ό𝛾𝜂𝜎𝜂𝜍  𝑀𝑂𝐷 𝐾  

11:  ΘΕΣΕ: 𝑀 =  1 

12:  ΟΣΟ: 𝑀 ≤ 𝛭έ𝛾𝜄𝜎𝜏𝜊𝜍  𝛼𝜌𝜄𝜃𝜇ό𝜍  𝛽𝜂𝜇ά𝜏𝜔𝜈  𝛼𝜉𝜄𝜊𝜆ό𝛾𝜂𝜎𝜂𝜍 

13:    ΥΠΟΛΟΓΙΣΕ: 𝒙𝑉 =  𝑇𝑅𝐴𝑁𝑆𝐼𝑇𝐼𝑂𝑁(𝑾,𝑭𝑉 , 𝑨𝑉) 

14:  ΤΕΛΟΣ_ΟΣΟ 

15:   ΥΠΟΛΟΓΙΣΕ: 𝒐𝑉 =  𝑈𝑃𝐷𝐴𝑇𝐸 (𝒙𝑉 , 𝒍𝑁)  

16:  ΥΠΟΛΟΓΙΣΕ: 𝒆𝑉(𝛵𝜌έ𝜒𝜊𝜈 𝛽ή𝜇𝛼) =  𝒕𝑉 − 𝒐𝑉  

17:   ΑΝ: 𝒆𝑉(𝛵𝜌έ𝜒𝜊𝜈 𝛽ή𝜇𝛼) < 𝒆𝑉(𝛵𝜌έ𝜒𝜊𝜈  𝛽ή𝜇𝛼 −1) 

18:     ΕΠΕΣΤΡΕΨΕ: 𝐖(𝐾) 

19:   ΤΕΛΟΣ_ΑΝ 

20: ΤΕΛΟΣ_ΑΝ 

21:  ΤΕΛΟΣ_ΟΣΟ 

ΤΕΡΜΑΤΙΣΜΟΣ 
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Αλγόριθμος 2: Αλγόριθμος TRANSITION.  

Είσοδος: Τα βάρη 𝑾 που έχουν προκύψει από τον αλγόριθμο Αλγόριθμος 4, το σύνολο δεδομένων 

αναφοράς 𝑭, τον πίνακα γειτνίασης 𝑨. 

Έξοδος: Τις καταστάσεις 𝒙𝑛  των κόμβων ενός γράφου 𝒢. 

ΕΚΚΙΝΗΣΗ 

1:  ΘΕΣΕ:  Βήμα επανάληψης 𝑡 = 0. 

2:  ΘΕΣΕ:  Αυθαίρετες τιμές στο διάνυσμα καταστασης 𝒙(0). 

3:  ΥΠΟΛΟΓΙΣΕ: 𝒍𝑐𝑜[𝑛] = [𝐹𝑛,3 ; … ; 𝐹𝑛,𝐷] ∗ [𝐴𝑛,1 ;𝐴𝑛,2 ; … ; 𝐴𝑛,𝑁] 

4:  ΥΠΟΛΟΓΙΣΕ: 𝒍𝑛𝑒[𝑛] = [𝐹1,2,; … ; 𝐹𝑁,2] ∗ [𝐴𝑛,1 ; 𝐴𝑛,2 ;… ; 𝐴𝑛,𝑁] 

5:  ΥΠΟΛΟΓΙΣΕ: 𝒙𝑛𝑒[𝑛] = [𝒙1,;… ; 𝒙𝑁] ∗ [𝐴𝑛,1 ;𝐴𝑛,2 ; … ; 𝐴𝑛,𝑁] 

6:  ΟΣΟ: ‖𝒙(𝑡) − 𝒙(𝑡 − 1)‖ > 휀𝑓  

7:  ΥΠΟΛΟΓΙΣΕ: ℎ𝑛(𝑡) =  𝐴𝐺𝐺𝑅𝐸𝐺𝐴𝑇𝐸 (𝑙𝑛, 𝒍𝑐𝑜[𝑛] ,𝒍𝑛𝑒 [𝑛] , 𝒙𝑛𝑒[𝑛]) 

8:  ΥΠΟΛΟΓΙΣΕ: 𝒙𝑛(𝑡 + 1) = ∑ ({ℎ𝑢(𝑡),∀𝑢 ∈ 𝑛𝑒[𝑛]})𝑢 . 

9:  ΘΕΣΕ:  𝑡 = 𝑡 + 1.   

10:  ΤΕΛΟΣ_ΟΣΟ 

11:  ΕΠΕΣΤΡΕΨΕ:  Το διάνυσμα κατάστασης 𝒙𝑛 . 

ΤΕΡΜΑΤΙΣΜΟΣ 
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Αλγόριθμος 3: Αλγόριθμος GRADIENT .  

Είσοδος: Τα βάρη 𝑾 που έχουν προκύψει από τον αλγόριθμο Αλγόριθμος 4. 

Έξοδος: Την κλίση του σφάλματος εκπαίδευσης 
𝜕𝒆

𝜕𝑾
. 

ΕΚΚΙΝΗΣΗ 

1:   ΥΠΟΛΟΓΙΣΕ:  𝒐(𝒙, 𝒍𝑁) = 𝑈𝑃𝐷𝐴𝑇𝐸(𝒙, 𝒍𝑁). 

2:   ΥΠΟΛΟΓΙΣΕ:  𝒆(𝒙, 𝒍𝑁) = ∑ (𝑡𝑖 − 𝑜𝑖)
𝑁
𝑖=1  

3:   ΥΠΟΛΟΓΙΣΕ:  ℎ𝑛(𝒙, 𝒍) = 𝐴𝐺𝐺𝑅𝐸𝐺𝐴𝑇𝐸 (𝑙𝑛, 𝒍𝑐𝑜[𝑛] ,𝒍𝑛𝑒 [𝑛] ,𝒙𝑛𝑒 [𝑛]) 

4:   ΥΠΟΛΟΓΙΣΕ:  𝐻(𝒙, 𝒍) = ∑ ({ℎ𝑢, ∀𝑢 ∈ 𝑛𝑒[𝑛]})𝑢 . 

5:   ΥΠΟΛΟΓΙΣΕ:  𝐶 =
𝜕𝐻

𝜕𝒙
(𝒙, 𝒍). 

6:   ΥΠΟΛΟΓΙΣΕ:  𝐵 =
𝜕𝒆

𝜕𝒐
∙
𝜕𝒐

𝜕𝒙
(𝒙, 𝒍𝑁). 

7:   ΘΕΣΕ:  Βήμα επανάληψης 𝑡 = 0. 

8:   ΘΕΣΕ:  Αυθαίρετες τιμές στο δίανυσμα σύγκλισης 𝒛(0). 

9:   ΘΕΣΕ:  𝐼 = 1. 

10: ΟΣΟ: 𝐼 < 𝛭έ𝛾𝜄𝜎𝜏𝜊𝜍 𝛼𝜌𝜄𝜃𝜇ό𝜍  𝛽𝜂𝜇ά𝜏𝜔𝜈 𝜊𝜋𝜄𝜎𝜃𝜊𝛿𝜄ά𝛿𝜊𝜎𝜂𝜍 

11:  ΥΠΟΛΟΓΙΣΕ:  𝒛(𝑡) = 𝒛(𝑡 + 1) ∙ 𝐶 + 𝐵 . 

12:  ΘΕΣΕ:  𝑡 = 𝑡 − 1. 

13: ΘΕΣΕ:  𝐼 = 𝐼 + 1 

14:  ΤΕΛΟΣ_ΟΣΟ 

15:  ΥΠΟΛΟΓΙΣΕ:  𝑃 =  
𝜕𝒆

𝜕𝒐
∙
𝜕𝒐

𝜕𝑾
(𝒙, 𝒍𝑁). 

16:  ΥΠΟΛΟΓΙΣΕ:  𝑄 = 𝒛(𝑡) ∙
𝜕𝐻

𝜕𝑾
(𝒙, 𝒍). 

17:  ΥΠΟΛΟΓΙΣΕ:  
𝜕𝒆

𝜕𝒘
= 𝑃 + 𝑄. 

18:  ΕΠΕΣΤΡΕΨΕ:  Την κλίση 
𝜕𝒆

𝜕𝑾
. 

ΤΕΡΜΑΤΙΣΜΟΣ 
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Αλγόριθμος 4: Αλγόριθμος RPROP.  

Είσοδος: Τα βάρη που έχουν προκύψει από το προηγούμενο χρονικό βήμα 𝑾(𝐾 − 1), την κλίση του σφάλματος 

εκπαίδευσης του προηγούμενου και του τρέχοντος χρονικού βήματος, 
∂𝐞

∂𝐖
(𝐾) και ,

∂𝐞

∂𝐖
(𝐾 − 1), 

αντίστοιχα που έχουν προκύψει από τον αλγόριθμο Αλγόριθμος 3, και το τρέχον βήμα επανάληψης 𝐾. 

Έξοδος: Τα ανανεωμένα βάρη των νευρωνικών δικτύων AGGREGATE και UPDATE. 

ΕΚΚΙΝΗΣΗ 

1:  ΑΝ: 𝐾 = 2 

2:   ΘΕΣΕ: Κάποια αρχική τιμή 𝜟(1) για τους συντελεστές ανανέωσης. 

3:  ΤΕΛΟΣ_ΑΝ 

4:  ΥΠΟΛΟΓΙΣΕ:  

                      𝜟(𝛫) =

{
 

 𝜂
+ ∗ 𝜟(𝛫 − 1), 𝑖𝑓 

∂𝐞

∂𝐖
(𝐾 − 1) ∗

∂𝐞

∂𝐖
(𝐾) > 0

𝜂− ∗ 𝜟(𝛫 − 1), 𝑖𝑓 
∂𝐞

∂𝐖
(𝐾 − 1) ∗

∂𝐞

∂𝐖
(𝐾) < 0

0, 𝛼𝜆𝜆𝜄ώ𝜍

 

5:  ΥΠΟΛΟΓΙΣΕ: 𝜟𝑾(𝛫) =

{
 

 −𝜟(𝛫), 𝑖𝑓 
∂𝐞

∂𝐖
(𝐾) > 0

𝜟(𝛫), 𝑖𝑓 
∂𝐞

∂𝐖
(𝐾) < 0

0, 𝛼𝜆𝜆𝜄ώ𝜍

 

 

6:  ΥΠΟΛΟΓΙΣΕ: 𝑾(𝛫) = 𝑾(𝐾−1) +𝜟𝑾(𝛫) 

7:  ΕΠΕΣΤΡΕΨΕ: Τα ανανεωμένα βάρη 𝑾(𝛫) 

ΤΕΡΜΑΤΙΣΜΟΣ 
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Αλγόριθμος 5: Αλγόριθμος ελέγχου.  

Είσοδος: Τα βάρη 𝑾 που έχουν προκύψει από τον αλγόριθμο Αλγόριθμος 1, το σύνολο δεδομένων ελέγχου 𝑭𝐸 , 

τον πίνακα γειτνίασης 𝑨𝐸  

Έξοδος: Τις τιμές των προβλέψεων του ηλεκτρικού φορτίου, δοθέντος ενός συνόλου δεδομένων ελέγχου, 

άγνωστων για το νευρωνικό δίκτυο Γράφων ορατότητας. 

ΕΚΚΙΝΗΣΗ 

1:  ΥΠΟΛΟΓΙΣΕ: 𝒙 = 𝑇𝑅𝐴𝑁𝑆𝐼𝑇𝐼𝑂𝑁(𝑾,𝑭𝐸 , 𝑨𝐸) 

2:  ΥΠΟΛΟΓΙΣΕ: 𝒐(𝒙, 𝒍𝑁) =  𝑈𝑃𝐷𝐴𝑇𝐸 (𝒙, 𝒍𝑁) 

3:  ΕΠΕΣΤΡΕΨΕ: Τις τιμές των προβλέψεων του ηλεκτρικού φορτίου 𝐨(𝒙, 𝒍𝑁) 

ΤΕΡΜΑΤΙΣΜΟΣ 
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