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Σύντομη	Περιγραφή	
 

 Η σύνθεση εικόνας απο κείµενο αποτελεί ένα αρκετά σύνθετο πρόβληµα,  κυρίως 
του κλάδου της Όρασης Υπολογιστών, µε αρκετές πρακτικές εφαρµογές. Βασικός 
στόχος του αντικειµένου αυτού είναι η δηµιουργία εικόνων από ένα µοντέλο, κατόπιν 
παροχής σε αυτό ορισµένων λεκτικών περιγραφών. Οι παραγόµενες εικόνες πρέπει να  
είναι υψηλής ποιότητας και συναφείς µε τις λεκτικές περιγραφές. 

Αρκετές προσεγγίσεις σύνθεσης εικόνας απο κείµενο, έχουν καταφέρει να 
κατασκευάσουν εικόνες που αντικατοπρίζουν εώς ένα σηµείο την σηµασία των 
δοθέντων λεκτικών περιγραφών, αλλά παρουσιάζουν αδυναµίες αναφορικά µε την 
απεικόνιση λεπτοµερειών των αντικειµένων που περιγράφονται. 

Με την ανάπτυξη των Γεννητικών Ανταγωνιστικών Δικτύων(Generative 
Adversarial Networks-GAN's), έχει παρατηρηθεί σηµαντική βελτίωση αναφορικά µε 
την επίλυση αυτού του προβλήµατος, καθώς έχουν αναπτυχθεί τεχνικές που είναι 
ικανές να παράξουν εικόνες τόσο αληθοφανείς και ταυτόχρονα σχετικές µε τις 
περιγραφές τους που µπορούν να ξεγελάσουν µέχρι και τον άνθρωπο. Αυτές οι τεχνικές 
περιλαµβάνουν βαθιά συνελικτικούς και επαναλαµβανόµενους κωδικοποιητές 
κειµένου, που βοηθούν στη µάθηση ορισµένων  συναρτήσεων που συσχετίζουν τις 
εικόνες µε λεκτικές περιγραφές και όχι µε ετικέτες κλάσεων, όπως είναι σύνηθες. Με 
αυτό τον τρόπο επιτυγχάνεται µία προσέγγιση θεώρησης της εικόνας και την 
αντίστοιχης περιγραφής αυτής ως µία οντότητα. 

Στη παρούσα διπλωµατική εργασία, γίνεται αξιοποίηση υλοποιηµένου απο τρίτους 
κώδικα και αξιολόγηση των αποτελεσµάτων αυτού,  µέσω κάποιων µετρικών, 
προκειµένου να γίνει µια σχετική σύγκριση µεταξύ ορισµένων µοντέλων σύνθεσης 
εικόνας απο κείµενο που υπάρχουν. Η υλοποίηση αυτή περιλαµβάνει την χρήση του 
αλγορίθµου CLS-GAN  σε συνδυασµό µε το StackGAN. 
 

Λεξεις κλειδιά 

Σύνθεση εικόνας απο κείµενο, Όραση Yπολογιστών, Γεννητικά Ανταγωνιστικά 
Δικτυα, CLS-GAN, StackGAN.  
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Abstract 
 

Text-to-image synthesis is a challenging problem, mostly in the field of Computer 
Vision, with many practical applications. The basic goal of this research area is the 
creation of images from a model, after providing it with some text descriptions. The 
produced images must be of high-quality as well as relevant to the text descriptions. 

Many text-to-image  approaches have managed to produce images that reflect the 
meaning of the given text descriptions up to a point, but they still manifest weaknesses 
regarding the depiction of the described objects details  

With the growth of Generative Adversarial Networks, a great improvement has 
been observed regarding the solution of this problem, since different techniques have 
been developed, which have proven capable of producing images so  plausible and at 
the same time relevant to the text descriptions, that can fool even humans. These 
techniques use deep convolutional and recurrent text encoders to learn a 
correspondence function with images by conditioning the model conditions on text 
descriptions instead of class labels. In this way, a view that considers the image and the 
text description as one entity, is achieved.  

The main goal of the present thesis, is to use a code developed by a third party, and 
afterwards evaluate the results of the model, through the use of some metrics, in order 
to compare them with other existing text-to-image models. This implementation 
includes the use of the CLS-GAN algorithm along with StackGAN. 

 
 

Key Words 

Text-to-image synthesis, Computer Vision, Generative Adversarial Networks, CLS-
GAN, StackGAN. 
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Κεφάλαιο 1 

1. Εισαγωγή 
 

Η µελέτη του ανθρώπινου εγκεφάλου αποτελεί αντικείµενο που προβληµατίζει το 
είδος µας απο τα αρχαία χρόνια. Γι'αυτό το λόγο, αρκετοί ερευνητές, από διάφορους 
επιστηµονικούς κλάδους, τις δεκαετίες 1940 και 1950 άρχισαν σταδιακά να συζητούν 
την πιθανότητα δηµιουργίας ενός "τεχνητού εγκεφάλου". Προσωπικότητες όπως οι  
McCulloch και Pitts, µε την περιγραφή της  έννοιας του τεχνητού νευρώνα [MCP1943] 
, καθώς και ο  Alan Turing  µε την αναπτυξη της υπολογιστικής θεωρίας και την 
δηµιουργία του περιβόητου "Turing Test" [AT2009], έµµελε να θέσουν τα θεµέλια για 
την άνθιση της τεχνητής νοηµοσύνης όπως την γνωρίζουµε σήµερα. 

Η ανάπτυξη της τεχνητής νοηµοσύνης έχει πλέον οδηγήσει σε δηµιουργία 
αλγορίθµων και συστηµάτων που είναι ικανά να εκτελέσουν διαδικασίες που εκτελούν 
οι άνθρωποι, παρέχοντας µάλιστα και καλύτερα αποτελέσµατα από αυτούς. Αυτό 
φυσικά δεν παύει να ισχύει και για συστήµατα του κλάδου της όρασης των 
υπολογιστών,  τα οποία πλέον είναι σε θέση να πραγµατοποιούν διαδικασίες όπως για 
παράδειγµα η αναγνώριση αντικειµένων, εντοπισµός ασθενειών από ακτινογραφίες 
ασθενών, βελτιστοποίηση οδηγικής εµπειρίας µέσω συστηµάτων ανίχνευσης λωρίδων 
κ.ο.κ 

 

1.1   Κίνητρο Ενασχόλησης 
 
Η αναγνώριση αντικειµένων που απεικονίζονται σε εικόνες είναι κάτι που 

συστήµατα όρασης υπολογιστών έχουν πραγµατοποιήσει µε µεγάλη επιτυχία. Παρόλα 
αυτά όµως, αυτό δεν οφείλεται στο γεγονός ότι τα συστήµατα αυτά είναι σε θέση να 
κατανοησουν τον οπτικό κόσµο και τα χαρακτηριστικά αυτού. Αν µπορούσαν να 
κάνουν κάτι τέτοιο τότε τα συστήµατα αυτά θα µπορούσαν να λύσουν το πρόβληµα 
της δηµιουργίας συνθετικών εικόνων. 

Αυτή ακριβώς την δυνατότητα, εως ένα βαθµό, δηλαδή την κατανόηση του 
οπτικού κόσµου και την δηµιουργία συνθετικών εικόνων, έχουν τα γεννητικά µοντέλα.  
Πιο συγκεκριµένα, τα Γεννητικά Ανταγωνιστικά Δικτυα [GOO2014] είναι µοντέλα 
που έχουν την ικανότητα κατανόησης του οπτικού κόσµου και έχουν συµβάλει 
καθοριστικά στο κοµµάτι της σύνθεσης εικόνας, παράγοντας µάλιστα σε ορισµένες 
περιπτώσεις εικόνες πανοµοιότυπες µε πραγµατικές. Χαρακτηριστικό παράδειγµα 
αυτού αποτελούν οι εικόνες του Σχήµατος 1.1.  

 
Σχήµα 1.1:Συνθετικές εικόνες µοντέλου StackGAN-v2(Πηγή: https://github.com/hanzhanggit/StackGAN-v2) 
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Εφόσον λοιπόν τα  Γεννητικά Ανταγωνιστικά Δικτύα µπορούν να δηµιουργήσουν 
εικόνες τόσο υψηλού επιπέδου, διευρύνουµε το πρόβληµα της απλής σύνθεσης εικόνας 
σε σύνθεση εικόνας από κείµενο. Δίνοντας δηλαδή σε ένα µοντέλο µια λεκτική 
περιγραφή, προχωράει στη σύνθεση µιας όσο το δυνατόν πιο ρεαλιστικής εικόνας. Μια 
τέτοια επέκταση του προβλήµατος έχει σαφέστατα πληθώρα πιθανών εφαρµογών, 
όπως είναι για παράδειγµα  η σχεδίαση προσώπου δράστη απο περιγραφή µάρτυρα, η 
δηµιουργία χαρακτήρων για ταινίες ή βιντεοπαιχνίδια, η σχεδίαση προϊόντων κατόπιν 
περιγραφής αυτών απο ενδιαφερόµενους πελάτες/καταναλωτές κ.α 

Τα εξαιρετικά αποτελέσµατα που παρέχουν τα συγκεκριµένα µοντέλα σε 
συνδυασµό µε τη πληθώρα εφαρµογών που διαθέτουν, αποτελούν το βασικό κίνητρο 
για την εκπόνηση της παρούσας διπλωµατικής εργασίας και ενδεχοµένως τη 
µελλοντική ενασχόληση µε το αντικείµενο. 
 

1.2   Δοµή Διπλωµατικής 
 

Η παρούσα εργασία αποτελείται συνολικά από 7 κεφάλαια συµπεριλαµβανοµένης 
και της εισαγωγής(1ο Κεφάλαιο). Έτσι έχουµε τα εξής:  

• Στο 2ο Κεφάλαιο παρέχεται όλη η απαραίτητη πληροφορία αναφορικά µε τα 
Γεννητικά Ανταγωνιστικά Δικτυα. 

• Στο 3ο Κεφάλαιο γίνεται µια παρουσίαση του προβλήµατος σύνθεσης εικόνας 
απο κείµενο µαζί µε ορισµένα state-of-the-art µοντέλα που επιλύουν το 
πρόβληµα. 

• Στο 4ο Κεφάλαιο γίνεται αναλυτική περιγραφή του µοντέλου που 
χρησιµοποιήθηκε στη παρούσα διπλωµατική. 

• Στο 5ο Κεφάλαιο γίνεται µια παρουσιάση των µετρικών αξιολόγησης που 
χρησιµοποιήθηκαν για την αξιολόγηση των συνθετικών εικόνων καθώς και το 
σύνολο δεδοµένων που αξιοποιήθηκε. 

• Στο 6ο Κεφάλαιο γίνεται παρουσίαση των αποτελεσµάτων του µοντέλου και 
σύγκριση αυτών µε τα αποτελέσµατα άλλων µοντέλων µε βάση τις µετρικές.  

•  Τέλος στο 7ο Κεφάλαιο γίνεται αναφορά σε ορισµένα συµπεράσµατα. 

 

 

 

 

 

 

 

Κεφάλαιο 2 
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2. Γεννητικά Ανταγωνιστικά Δίκτυα 
 

Τα  Γεννητικά Ανταγωνιστικά Δίκτυα(GAN) έκαναν την εµφάνιση τους το 2014 
µε τη δηµοσίευση του έργου [GOO2014] από τον Ian Goodfellow και τους συνεργάτες 
του. Η βασική ιδέα του µοντέλου στηρίζεται σε ένα παιχνίδι µεταξύ δύο οντοτήτων, 
του γεννήτορα (generator) και του διευκρινιστή (discriminator). Ο γεννήτορας απο τη 
µεριά του, παράγει ένα σύνολο εικόνων και επιδιώκει να ξεγελάσει τον διευκρινιστή 
κάνοντας τον να νοµίζει πως οι εικόνες είναι πραγµατικές και όχι συνθετικές. Απο την 
άλλη ο διευκρινιστής, δοθείσας µίας εικόνας, επιδιώκει να την αναγνωρίσει ως προς 
την αυθεντικότητα της. Διαισθητικά, το παιχνίδι αυτό µεταξύ των δύο οντοτήτων 
παίζεται επαναλαµβανόµενα, έχοντας σαν αποτέλεσµα την σύνθεση όλο και πιο 
ρεαλιστικών εικόνων απο τον γεννήτορα.(Σχήµα 2.1) 
 

 

 

Σχήµα 2.1: Μακροσκοπική αναπαράσταση λειτουργίας των GANs(Πηγή:[CB2018]) 

 

2.1   Μαθηµατική προσέγγιση αρχιτεκτονικής 
 

Έχοντας ως στόχο την εύρεση της κατανοµής  pg  του γεννήτορα πάνω σε ένα 
σύνολο δεδοµένων x, γίνεται ο καθορισµός µιας κατανοµής θορύβου pz(z). Έπειτα η 
συσχέτιση στο χώρο των δεδοµένων εκφράζεται ως G(z;	θg), όπου  το G είναι µια 
συνάρτηση διαφοροποίησης που αντιπροσωπεύεται απο ένα πολυστρωµατικό 
perceptron (MLP) µε παραµέτρους θg. Επιπρόσθετα, καθορίζεται και ένα δεύτερο 
πολυστρωµατικό perceptron D(x;	 θd) που στην έξοδο του δίνει ένα διάνυσµα µίας 
διάστασης. Το D(x) αντιπροσωπεύει την πιθανότητα το x	 να προέρχεται απο 
πραγµατικά δεδοµένα και όχι απο την κατανοµή pg του γεννήτορα, δηλαδή ψεύτικα 
δεδοµένα. 

Ο διευκρινιστής, εκπαιδεύται προκειµένου να µεγιστοποιηθεί η πιθανότητα 
ανάθεσης της σωστής ετικέτας τόσο στα δεδοµένα εκπαίδευσης όσο και στα δείγµατα 
του γεννήτορα. Η εκπαίδευση του γεννήτορα γίνεται ταυτόχρονα, µε στόχο την 
ελαχιστοποίηση  του log(1	-	D(G(z))).  Εν ολίγοις,  ο γεννήτορας  και ο διευκρινιστής 
παίζουν ένα παιχνίδι µεγιστοποιήσης-ελαχιστοποίησης της  συνάρτησης τιµής V	(G,D) 
που περιγράφεται από τον τύπο (2.1)(όπως δίνεται στο [GOO2014]) : 
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							min	max		V	(D,G)	=𝐄𝒙~𝒑𝒅𝒂𝒕𝒂(x)	[logD(x)]	+	𝐄𝐳~𝐩𝐳(z)	[log(1	-	D(G(z)))]					(2.1)	
								G						D	
 

 

Σε µία ιδανική περίπτωση το παιχνίδι που περιγράφει η σχέση (2.1), θα έφτανε σε 
µία ισορροπία, ή σύµφωνα µε τη θεωρία παιγνίων σε ένα Nash Equilibrium, σε εκείνο 
το σηµείο του χώρου όπου το V είναι ελάχιστο σε σχέση µε την τιµή του G και µέγιστο 
σε σχέση µε την τιµή του D. Σε εκείνο το σηµείο ο γεννήτορας αλλά και ο διευκρινιστής 
δεν θα πραγµατοποιούσαν καµµία αλλαγή στις παραµέτρους τους. 

 

 

 

Σχήµα 2.2: Σηµείο ισοοροπίας Nash της συνάρτησης V. Το θ αντιστοιχεί στον γεννήτορα και 
το w στον διευκρινιστή(Πηγή:[CB2018]) 

 

2.2   Υπό συνθήκη Γεννητικό Ανταγωνιστικό Δίκτυο 
 

Εάν ο γεννήτορας αλλά και ο διευκρινιστής ενός GAN τροφοδοτηθούν επιπρόσθετα 
µε κάποιου είδους πληροφορίας y, τότε επιτυγχάνεται η επέκταση του µοντέλου που 
αναλύθηκε στην ενότητα 2.1 του παρόντος κεφαλαίο. Αυτή η επέκταση αποτελεί ένα 
υπό συνθήκη GAN (Σχήµα 2.3). Η επιπρόσθετη αυτή πληροφορία y ονοµάζεται 
µεταβλητή συνθήκης και µπορεί να έχει την µορφή ετικετών, εικόνων  ή οποιαδήποτε 
άλλη µορφή. Η ένταξη της µεταβλητής συνθήκης στο GAN, µπορεί να γίνει εύκολα µε 
την δηµιουργία ενός επιπλέον στρώµατος στο δίκτυο τόσο στον γεννήτορα όσο και 
στον διευκρινιστή. 
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Σχήµα 2.3: Αρχιτεκτονική του GAN υπό συνθήκη. Η µεταβλητή συνθήκης απεικονίζεται µε 
το c	(Πηγή: [GS2018] ) 

 

Ο γεννήτορας πλεόν, σαν είσοδο δέχεται ενωποιηµένη την  κατανοµή θορύβου 
pz(z) µαζί µε τη µεταβλητή συνθήκης y.	Την ίδια ακριβώς είσοδο λαµβάνει και ο 
διευκρινιστής, µε την µόνη διαφορά να έγκειται στο γεγονός οτι η συνένωση της 
µεταβλητής συνθήκης γίνεται µε το δείγµα εισόδου του διευκρινιστή. 

Έτσι, συµφωνα µε τα παραπάνω, και  όπως αναφέρεται και στο [ΜΜ2014], η 
σχέση (2.1) αλλάζει και παίρνει τη µορφή που δίνεται στη σχέση (2.2) : 
 

							min	max		V	(D,G)	=	𝐄𝒙~𝒑𝒅𝒂𝒕𝒂(x)[logD(x	|	y)]	+	𝐄𝐳~𝐩𝐳(z)[log(1	-	D(G(z	|	y)))]				(2.2)	
								G									D	

 

2.3   Διανυσµατική αναπαράσταση κειµένου 
 

Οι λεκτικές περιγραφές για να µπορέσουν να ενσωµατωθούν σε κάποιο µοντέλο 
πρέπει αρχικά να αναπαρασταθούν υπο µορφή διανύσµατος. Η διαδικασία κατα την 
οποία γίνεται µετατροπή των περιγραφών αυτών σε διανύσµατα ονοµάζεται 
ενσωµάτωση κειµένου (text embedding). 

Ο υπολογισµός των διανυσµατικών αναπαραστάσεων πραγµατοποιείται από ένα 
κωδικοποιητή char-CNN-RNN ο οποίος έχει προταθεί στο [SR2016]. Ουσιαστικά, ο 
κωδικοποιητής ταιριάζει τις λεζάντες µε τις αντίστοιχες εικόνες σε ένα κοινό χώρο 
αναπαράστασης όπου τα διανύσµατα των εικόνων και των λεζάντων που ταιριάζουν 
έχουν µεγαλύτερο εσωτερικό γινόµενο.(Σχήµα 2.4) 
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Σχήµα 2.4:Ενσωµατώσεις κειµένου. Αν η εικόνα ταιρίαζει µε την λεκτική περιγραφή τότε τα 
διανύσµατα τους είναι πιο κοντά(Πηγή: [GS2018] ) 

 

Στη διαδικασία του ταιριάσµατος, το Συνελικτικό Νευρωνικό Δίκτυο(CNN) 
επεξεργάζεται τις εικόνες  και ένα υβριδικό Συνελικτικό-Αναδροµικό Νευρωνικό 
Δίκτυο (CNN-RNN)  µετασχηµατίζει τις λεκτικές περιγραφές. 

 

2.4   Ορισµένα Συχνά προβλήµατα 
 

Τα GANs έχουν εµφανίσει ορισµένα προβλήµατα, εκ των οποίων κάποια ακόµα 
ταλαιπωρούν ερευνητές µε την επίλυση τους. Παρόλα αυτά όµως, έχουν γίνει διάφορες 
προτάσεις λύσεων οι οποίες έχουν βοηθήσει σε κάποιες περιπτώσεις. 

 

2.4.1   Εκλειπόµενες κλίσεις 
 

Σε ορισµένες περιπτώσεις Γεννητικά Ανταγωνιστικών Δικτύων, ο διευκρινιστής 
γίνεται πολύ 'ισχυρός' αρκετά γρήγορα. Αυτό οδηγεί σε µία σαφέστατη επικράτηση του 
διευκρινιστή έναντι του γεννήτορα, προκαλώντας το πρόβληµα των εκλειπόµενων 
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κλίσεων (vanishing gradients). Επί της ουσίας, το πρόβληµα αυτό σηµαίνει ότι ο 
διευκρινιστής δεν παρέχει αρκετές πληροφορίες (feedback) στον γεννήτορα µε 
αποτέλεσµα ο δεύτερος να µη µαθαίνει και να βελτιώνει την απόδοση του. Μία λύση 
σε αυτό το πρόβληµα προτάθηκε στο [GOO2014] , όπου αναφέρεται πως είναι πιο 
αποτελεσµατική η χρήση της συνάρτησης  σφάλµατος  max(𝑙𝑜𝑔(D))  έναντι της της 
min(log(1-D)) στον γεννήτορα. 

 

2.4.2   Κατάρρευση Συστήµατος 
 

Συνήθως,  είναι επιθυµητό το εκάστοτε GAN να είναι ικανό να παράξει µε ευρεία 
ποικιλία εξόδων. Για παράδειγµα, σε ένα GAN που παράγει εικόνες προσώπων, θα 
ήταν επιθυµητό να λαµβάνεται στην έξοδο διαφορετικό πρόσωπο για κάθε τυχαία 
είσοδο που δίνεται. 

Ωστόσο,  εάν ο γεννήτορας παράξει στην έξοδο του κάτι αρκετά αληθοφανές, τότε 
ενδέχεται να µάθει να παράγει µόνο τέτοιου τύπου εξόδους. Αυτό οφείλεται στο 
γεγονός οτι ο γεννήτορας πάντα επιδιώκει την δηµιουργία εξόδων που θα φαίνονται 
αληθοφανείς στο διευκρινιστή. 

Εποµένως,  έαν ο γεννήτορας παράγει συνεχώς την ίδια έξοδο, ο διευκρινιστής θα 
υιοθετήσει µια στρατηγική απόρριψης αυτής της εξόδου. Σε περίπτωση όµως που στην 
επόµενη επανάληψη του δικτύου ο διευκρινιστής 'κολλήσει' σε κάποιο τοπικό ελάχιστο 
και δεν µπορεί να βρεί την καλύτερη δυνατή στρατηγική, τότε είναι πολύ εύκολο κάθε 
επόµενη επανάληψη να υπερπροσαρµοστεί στη τρέχουσα κατάσταση του διευκρινιστή, 
χωρίς να υπάρχει κάποια τροµερή διαφορά στα δείγµατα. Αυτό το πρόβληµα 
'παγίδευσης' του διευκρινιστή σε ίδια δείγµατα ονοµαζεται κατάρρευση συστήµατος. 

Ένας τρόπος που έχει επιλυθεί αυτό το πρόβληµα,  είναι η χρήση µίας συνάρτησης 
απώλειας  στον γεννήτορα που ενσωµατώνει τις τρέχουσες ταξινοµήσεις του 
διευκρινιστή µε µελλοντικές ταξινοµήσεις του προκειµένου να µην οδηγείται ο 
γεννήτορας σε υπερ-βελτίωση του δείγµατος που έχει ξεγελάσει µία έκδοση του 
διευκρινιστή. 

 

 

 

 

 

 

 

 

Κεφάλαιο 3 
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3. Σύνθεση εικόνας από κείµενο µε χρήση GANs 
 

Ένα απο τα πιο απαιτητικά προβλήµατα της Επεξεργασίας Φυσικής Γλώσσας και 
της Όρασης Υπολογιστών, αποτελεί η απόδοση λεζάντας/λεκτικής περιγραφής σε 
κάποια εικόνα (image captioning), δηλαδή δοθείσας µίας εικόνας, επιδιώκεται η 
παραγωγή µιάς σχετικής λεκτικής περιγραφής. Την αντίστροφη ακριβώς διαδικασία, 
πραγµατοποιεί όπως αναφέρθηκε και στο 1ο Κεφάλαιο, η σύνθεση εικόνας από 
κείµενο(text to image synthesis), δηλαδή δοθείσας µιας λεζάντας/λεκτικής περιγραφής, 
επιδιώκεται η παραγωγή µιας σχετικής εικόνας.  

Τα δύο αυτά προβλήµατα, παρουσιάζουν µια αρκετά όµοια συµπεριφορά 
αναφορικά µε  την ποικιλία των πιθανών αποτελεσµατων τους. Αυτό µπορεί να γίνει 
πολυ εύκολα κατανοητό µε ένα παράδειγµα. Αν δοθεί  σε ένα υπολογιστικό µοντέλο 
µία εικόνα και του ζητηθεί να την περιγράψει λεκτικά, τότε µπορεί να δώσει πολλές 
διαφορετικές λύσεις. Αντίστοιχα και στο πρόβληµα σύνθεσης εικόνας απο λεκτική 
περιγραφή, ένα αντίστοιχο υπολογιστικό µοντέλο θα καταλήξει σε πολλά διαφορετικά 
αποτελέσµατα. Ωστόσο, µια πολύ σηµαντική λεπτοµέρεια ανάµεσα σε αυτά τα δύο 
προβλήµατα αλλάζει ραγδαία το βαθµό δυσκολίας επίλυσης τους. Αυτή η λεπτοµέρεια, 
είναι η δυνατότητα αντιµετώπισης του προβλήµατος απόδοσης λεζάντας σε εικόνα µε 
ένα πιο ακουλουθιακό τρόπο, έχοντας σε κάθε στάδιο σαν 'στήριγµα' τις προηγούµενες 
λέξεις που έχουν καθοριστεί στη λεκτική περιγραφή. Το γεγονός έλλειψης αυτής της 
δυνατότητας στο πρόβληµα σύνθεσης εικόνας από κείµενο,  το καθιστά αρκετά 
δυσκολότερο σε σχέση µε την απόδοση λεζάντας σε εικόνα. 

Η σύνθεση εικόνας από τη φυσική γλώσσα έχει σαφέστατα πολλές πιθανές 
εφαρµογές σε µελλοντικές γενιές, όταν φυσικά η τεχνολογία θα είναι σε θέση να τις 
υποστηρίξει. 
 

3.1   State-of-the-art µοντέλα 
 

Από την εµφάνιση των Γεννητικών Ανταγωνιστικών Δικτύων και έπειτα, πολλοί 
ερευνητές πρότειναν διάφορα µοντέλα επίλυσης του προβλήµατος σύνθεσης εικόνας 
από κείµενο, µε ορισµένα από αυτά τα µοντέλα να παρέχουν εξαιρετικά αποτελέσµατα. 
Στη παρούσα διπλωµατική θα γίνει µία σύντοµη παρουσίαση ορισµένων µοντέλων που 
θεωρούνται state-of-the-art, χωρίς όµως να παρέχονται περισσότερες λεπτοµέρειες 
αναφορικά µε την λειτουργία τους. 

 
3.1.1 GAN-CLS [CLS2016] 

 
Το µοντέλο GAN-CLS  αποτέλεσε την πρώτη προσπάθεια επίλυσης του 

προβλήµατος σύνθεσης εικόνας από κείµενο. Ο πιό άµεσος και απλός τρόπος 
εκπαίδευσης ενός υπο-συνθήκη GAN, είναι η προσέγγιση ζευγών εικόνας-κειµένου 
σαν ενιαίες παρατηρήσεις και η εκπαίδευση του διευκρινιστή να κρίνει τα ζεύγη ως 
αληθινά ή συνθετικά. Αυτό ακριβώς κάνει και το µοντέλο GAN-CLS. Αρχικά, ο 
διευκρινιστής δεν έχει σαφή αίσθηση εάν οι πραγµατικές εικόνες εκπαίδευσης 
ταιριάζουν µε το περιεχόµενο των διανυσµατικών αναπαραστάσεων κειµένου. 
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Λαµβάνοντας αυτό κατά νού, στο GAN-CLS, επιπρόσθετα των αληθινών και ψεύτικων 
εισόδων στον διευκρινιστή κατά την διαδικασία της εκπαίδευσης, γίνεται είσοδος και 
ενός τρίτου τύπου εισόδου που αποτελείται από πραγµατικές εικόνες µε λεκτικές 
περιγραφές που δεν είναι συναφείς µε τις εικόνες αυτές, και τις οποιές ο διευκρινιστής 
πρέπει να µάθει να αναγνωρίζει ως ψεύτικες. Έτσι, µε την βελτιστοποίηση του 
ταιριάσµατος εικόνας-κειµένου σε συνδυασµό µε την αληθοφάνεια της εικόνας, ο 
διευκρινιστής µπορεί να δώσει στον γεννήτορα επιπλέον πληροφορίες. 
 

3.1.2 StackGAN [HZ2016] 
 
Ακολουθώντας µία διαφορετική προσέγγιση η οποία στόχευε στη παραγωγή 

εικόνων υψηλής ανάλυσης µε ρεαλιστικές λεπτοµέρειες, οι συγγραφείς του StackGAN  
πρότειναν µία αρχιτεκτονική, όπου η διαδικασία σύνθεσης εικόνων από κείµενο 
χωρίζεται σε δύο στάδια. Το πρώτο στάδιο,  σχεδιάζει κάποια βασικά σχήµατα και 
χρώµατα ενός αντικειµένου καθώς και του φόντου από ένα τυχαίο δίανυσµα θορύβου, 
δίνοντας έτσι µία πρώτη εικόνα χαµηλής ανάλυσης. Το δεύτερο στάδιο απο τη µεριά 
του, λαµβάνει ως είσοδο την εικόνα που δηµιούργησε το πρώτο στάδιο, και διορθώνει 
τα σφάλµατα που υπάρχουν και σχεδιάζει πιο αποτελεσµατικά τις λεπτοµέρειες του 
εκάστοτε αντικειµένου, διαβάζοντας και πάλι την λεκτική περιγραφή που αντιστοιχεί 
στην εικόνα, δηµιουργώντας έτσι µία πιο αληθοφανή και υψηλότερης ανάλυσης 
εικόνα. 

Στο σηµείο αυτό είναι σηµαντικό να αναφερθεί πως τα δύο προαναφερθέντα 
µοντέλα, παρουσιάζονται αναλυτικά στο 4ο Κεφάλαιο, καθώς ο συνδυασµός τους 
αποτελεί  το εξεταζόµενο µοντέλο της παρούσας διπλωµατικής εργασίας. 
 

3.1.3 StackGAN++ [HZ2018] 
 
Επεκτείνοντας την ιδέα του StackGAN, οι ίδιοι συγγραφείς δηµιούργησαν ένα 

προχωρηµένο πολυεπίπεδο Γεννητικό Ανταγωνιστικό Δίκτυο που αποτελείται από 
πολλαπλούς γεννήτορες και διευκρινιστές σε µία δενδρική δοµή. Η αρχιτεκτονική, 
συνθέτει εικόνες σε διάφορες κλίµακες για την ίδια σκηνή. Οι δοκιµές έχουν δείξει πως 
αυτή η νέα αρχιτεκτονική που έχει προταθεί υπερέχει κατά πολύ των άλλων state-of-
the-art µονέλων στην σύνθεση ρεαλιστικών εικόνων. 
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Σχήµα 3.1:Μακροσκοπική αναπαράσταση αρχιτεκτονικής StackGAN++ (Πηγή: [HZ2018]) 

 
3.1.4 AttnGAN [TX2017] 

 
To AttnGAN αποτελείται από µία αρχιτεκτονική παρόµοια µε αυτή του 

StackGAN++, µε τη µόνη διαφορά να παρατηρείται στην προσθήκη ενός µοντέλου 
εστίασης(attention model) πάνω στην υπάρχουσα αρχιτεκτονική. Το µοντέλο εστίασης 
αναπαράγει τον µηχανισµό εστίασης του ανθρώπου και επιτρέπει στο δίκτυο να 
επικεντρωθεί σε µία λέξη από µια πρόταση ή ένα τµήµα κειµένου, που αφορά µία 
εικόνα, τη φορά. Με αυτό το τρόπο εξασφαλίζεται ένα πιο ακριβές ταίριασµα σε 
επίπεδο εικόνας-λέξης και όχι επίπεδο πρότασης-εικόνας όπως συνηθίζεται σε άλλα 
µοντέλα. 

 

 
Σχήµα 3.2:Μακροσκοπική αναπαράσταση αρχιτεκτονικής AttnGAN (Πηγή: [TX2017]) 

 
3.1.5 Obj-GAN [WL2019] 

 
Το µοντέλο αυτό επιτρέπει την σύνθεση εικόνας που αφορά περίπλοκες σκηνές. Η 

λειτουργία του επικεντρώνεται κυρίως  στο εκάστοτε αντικείµενο που περιγράφεται 
(object-centered text-to-image synthesis) ακολουθώντας µια εξελικτική πορεία 
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σύνθεσης εικόνας. Στην αρχή, γίνεται σχεδιασµός κάποιον κιβωτίων (bounding boxes) 
που θα φιλοξενήσουν στη συνέχεια τα αντικείµενα που πρόκειται να σχεδιαστούν. Πριν 
το σχεδιασµό των αντικειµένων, δηµιουργούνται οι φιγούρες αυτών  χωρίς 
λεπτοµέρειες. Τελος, αφού ολοκληρωθεί και ο σχεδιασµός των αντικειµένων, το 
µοντέλο προχωράει σε προσθήκη κάποιων στοιχείων του φόντου  και ορισµένων 
επιπρόσθετων αισθητικών λεπτοµερειών.  

 

 
Σχήµα 3.3:Μακροσκοπική αναπαράσταση αρχιτεκτονικής Obj-GAN (Πηγή: [WL2019]) 

 
3.1.6 MirrorGAN [TQ2019] 
 

Το συγκεκριµένο µοντέλο αποτελείται απο τρία τµήµατα. Το πρώτο τµήµα, 
λαµβάνει τις λεκτικές περιγραφές και παράγει διανυσµατικές αναπαραστάσεις αυτών. 
Το δεύτερο τµήµα, που πραγµατοποεί ουσιαστικά τη σύνθεση της εκάστοτε εικόνας, 
διαθέτει ένα σύνολο απο στοιβαγµένα Γεννητικά  Ανταγωνιστικά Δικτυα και ένα 
µοντέλο εστίασης. Τέλος, το τρίτο τµήµα παίρνει τις παραγόµενες εικόνες και 
δηµιουργεί µία νέα λεκτική περιγραφή(image captioning.). Ετσι, το µοντέλο αυτό 
συνδυάζει το πρόβληµα σύνθεσης εικόνας απο κείµενο µε το πρόβληµα της απόδοσης 
λεζάντας σε εικόνα. Με αυτό το τρόπο το µοντέλο αυτό προσθέτει έναν επιπλέον 
παράγοντα στη συνάρτηση σφάλµατος του, που αφορά την οµοιότητα της πραγµατικής 
λεκτικής περιγραφής µε την συνθετική. 

 

 

Σχήµα 3.4:Μακροσκοπική αναπαράσταση αρχιτεκτονικής MirrorGAN (Πηγή: [TQ2019]) 
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3.1.7 StoryGAN [YL2018] 
 
Το StoryGAN όπως δηλώνει και το όνοµα του, αφορά την οπτικοποίηση µίας 

ιστορίας. Είναι δηλαδή ένα µοντέλο το οποίο συνθέτει εικόνες απο µία σύντοµη 
ιστορία. Κάθε πρόταση της εκάστοτε ιστορίας οπτικοποιείται σε µία εικόνα. Στο τέλος 
οι εικόνες δεν φτάνει να είναι απλά υψηλής ποιότητας και σχετικές µε τις προτάσεις 
που τις περιγράφουν, πρέπει επιπρόσθετα οι εικόνες µεταξύ τους να έχουν µία 
συλλογική συνοχή αναφορικά µε τις σκηνές αλλά και µε τους απεικονιζόµενους 
χαρακτήρες προκειµένου να  γίνεται κατανοητή η ιστορία. 

 
Σχήµα 3.5:Μακροσκοπική αναπαράσταση αρχιτεκτονικής StoryGAN (Πηγή: [YL2018]) 

 
3.1.8 DM-GAN [MZ2019] 

 
Συχνά τα µοντέλα σύνθεσης εικόνας απο κείµενο, βασίζουν την ποιότητα των 

τελικών παραγόµενων εικόνων τους στις εικόνες που παράγονται στα πρώτα στάδια. 
Αυτό σηµαίνει φυσικά, πως αν οι εικόνες των πρώτων σταδίων δεν είναι καλής 
ποιότητας, τότε και η τελική εικόνα θα παρουσιάζει προβλήµατα. Το DM-
GAN(Dynamic Memory) χρησιµοποιώντας ένα σύνολο θυρών µνήµης(memory gates), 
που λαµβάνουν ως είσοδο τη συνθετική εικόνα του κάθε σταδίου µαζί µε τη λεκτική 
περιγραφή της,  µπορεί να εντοπίσει και στη συνέχεια να   διορθώσει όλα τα τµήµατα 
των εικόνων που δεν έχουν αποτυπωθεί σωστά.  

 

 
 

Σχήµα 3.6:Μακροσκοπική αναπαράσταση αρχιτεκτονικής CSL-GAN (Πηγή:[MZ2019]) 



 23 

Κεφάλαιο 4 

4. Συνδυασµός GAN-CLS & StackGAN 
 

Στο κεφάλαιο αυτό θα γίνει µία πιο ενδελεχής παρουσίαση των µοντέλων GAN-
CLS και StackGAN που παρουσιάστηκαν στο 3ο Κεφάλαιο. Ο συνδυασµός αυτών των 
δύο µοντέλων αποτελεί και το πειραµατικό µέρος της παρούσας διπλωµατικής 
εργασίας, καθώς έγινε χρήση έτοιµου κώδικα υλοποιηµένου από τρίτους. Επιπρόσθετα 
έχουν προστεθεί κάποια python scripts για την επεξεργασία των συνθετικών εικόνων 
του µοντέλου καθώς και scripts  για τον υπολογισµό µετρικών που θα παρουσιαστούν 
σε επόµενο κεφάλαιο. Ολοι οι κώδικες αναφορικά µε τα προαναφερθέντα, µπορούν να 
βρεθούν στο παρακάτω σύνδεσµο: 
https://github.com/EliasDimitriou14/Text2Image_Thesis.  
 

4.1   GAN-CLS(Conditional Latent Space) 
 

Η πρώτη προσπάθεια επίλυσης του προβλήµατος σύνθεσης εικόνας από κείµενο 
έγινε απο τον Scott Reed  και του συνεργάτες του στο έργο [CLS2016]. Στο 
συγκεκριµένο έργο οι συγγραφέις χωρίζουν το πρόβληµα σε δύο υποπροβλήµατα: την 
εύρεση µίας διευκρινιστικής οπτικής αναπαράστασης των λεκτικών περιγραφών και 
την χρήση αυτής της αναπαράστασης για την παραγωγή ρεαλιστικών εικόνων. Πρέπει 
να σηµειωθεί, οτι τα αποτελέσµατα αυτής της προσέγγισης ήταν αρκετά ενθαρρυντικά. 

 

 

 

Σχήµα 4.1:Μακροσκοπική αναπαράσταση αρχιτεκτονικής CSL-GAN 
(Πηγή:https://github.com/hellochick/text-to-image ) 

 

 

 

4.1.1 Αρχιτεκτονική GAN-CLS 
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Η αρχιτεκτονική του GAN- CLS και στη µεριά του γεννήτορα αλλά και στου 
διευκρινιστή είναι παρόµοια µε αυτή των  βαθιά συνελικτικών-Γεννητικά 
Ανταγωνιστικών Δικτύων(DC-GAN) όπως αυτά παρουσιάζονται στο έργο [AR2015]. 
Μια µακροσκοπική οπτική της αρχιτεκτονικής φαίνεται στο Σχήµα 4.1. 

Στον γεννήτορα, αρχικά γίνεται δειγµατοληψία ενός διανύσµατος θορύβου 𝓏 ∈
ℝ ∼ 𝒩(0,1) 128 διαστάσεων. Η λεκτική περιγραφή  t	  περνάει µέσα απο τον 
κωδικοποιητή φ και η έξοδος φ (t	) συµπιέζεται σε 128 διαστάσεις  µε την χρήση ενός 
πλήρως συνδεδεµένου στρώµατος, µε συνάρτηση ενεργοποιήσης µια διαρρέουσα 
διορθωµένη γραµµική µονάδα (leaky ReLU). Στη συνέχεια, γίνεται συνένωση της 
διανυσµατικής αναπαράστασης µε το διάνυσµα του θορύβου 𝓏. Το νέο αυτό διάνυσµα 
µε τη σειρά του µετασχηµατίζεται γραµµικά και περνάει απο µία σειρά αποσυνελίξεων 
µε ενεργοποιήσεις της leaky ReLU µέχρι να ληφθεί ένας τανυστής διαστάσεων 64 *64* 
3. Τέλος,  προκειµένου τα εικονοστοιχεία να παίρνουν τιµές στο εύρος [-1, 1], οι τιµές 
του τανυστή περνούν απο µία συνάρτηση ενεργοποίησης υπερβολικής 
εφαπτοµένης(tanh). 

Στον διευκρινιστή, η εικόνα εισόδου περνάει απο ένα σύνολο συνελικτικών 
στρωµάτων µε στόχο η χωρική ανάλυση να φτάσει σε µέγεθος 4*4. Τότε, οι 
διανυσµατικές αναπαραστάσεις κειµένου συµπιέζονται σε ένα διάνυσµα µεγέθους 128 
διαστάσεων µε τη χρήση ενός πλήρως συνδεδεµένου στρώµατος ενεργοποιήσεων της 
leaky ReLU, όπως ακριβώς και στη περίπτωση του γεννήτορα. Εν συνεχεία, οι 
διανυσµατικές αναπαραστάσεις κειµένου επαναλαµβάνονται και συνενώνονται στα 
συνελικτικά χαρακτηριστικά του δικτύου. Ο συνενωµένος τανυστής στη συνέχεια, 
περνάει απο κάποια επιπρόσθετα στάδια συνελίξεων µεχρι να ληφθεί ένα µονόµετρο 
µέγεθος. Τέλος, σε αυτό το µονόµετρο µέγεθος γίνεται εφαρµογή µιάς σιγµοειδούς 
συνάρτησης ενεργοποίησης, ώστε το µέγεθος αυτό να λάβει τιµές στο εύρος [0,1] ώστε 
να αντιπρωσωπεύει µία έγκυρη πιθανότητα. 

Σε αυτό το σηµείο σηµειώνεται οτι οι διανυσµατικές αναπαραστάσεις κειµένου 
που αναφέρονται παραπάνω ακολουθούν την λογική που αναλύθηκε στην ενότητα 2.3. 

 

4.1.2 Συνάρτηση Σφάλµατος GAN-CLS 
 

Ο διευκρινιστής του GAN-CLS παρουσιάζει µια διαφοροποίηση στη συνάρτηση 
σφάλµατος του σε σχέση µε αυτή που παρουσιάστηκε στην σχέση (2.2). Η 
διαφοροποίηση αυτή έχει ως στόχο την ενίσχυση της δυνατότητας του διευκρινιστή να 
µπορεί να ταιριάζει εικόνα µε αντίστοιχο κείµενο. Η τροποποιηµένη σχέση (4.1) 
σύµφωνα µε το [CLS2016]  φαίνεται παρακάτω: 
 

𝐿*	=	log(D(x,	h))	+		
,
-
	log(	1	-	D(x,	ĥ))	+		,

-
	log(	1	-	D(G(z,	h),	h))					(4.1)	

 

Στη παραπάνω σχέση το 𝑥	~	𝑝	./0/ προέρχεται απο την κατανοµή των 
πραγµατικών δεδοµένων, το 	ℎ	~	𝑝	1/023_5165..789	 από την κατανοµή των 
κωδικοποιηµένων λεκτικών περιγραφών υπό µορφή διανύσµατων που ταιριάζουν µε 
την εικόνα, το 	ĥ	~	𝑝	17:;1/023_5165..789	 από την κατανοµή των κωδικοποιηµένων 
λεκτικών περιγραφών υπό µορφή διανύσµατων που δεν ταιριάζουν µε την εικόνα και 
το 𝑧	~	𝑝	<	προέρχεται από την κατανοµή του θορύβου.	
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Με αυτό το τρόπο ο διευκρινιστής πλέον δύναται να αναγνωρίσει δύο ειδών λάθη. 
Το πρώτο αφορά ρεαλιστικές εικόνες οι οποίες δεν ταιριάζουν µε τις λεκτικές 
περιγραφές και το δεύτερο αφορά µή ρεαλιστικές εικόνες. 

 
 

4.1.3 GAN µε πολλαπλή παρεµβολή(GAN-INT) 
 

Τα βαθιά δίκτυα, όπως έχει αποδειχθεί, έχουν παρουσιάσει την τάση να µαθαίνουν 
αναπαραστάσεις για ζευγάρια εισόδου  των οποίων οι διανυσµατικές αναπαραστάσεις 
βρίσκονται κοντά σχετικά µε την πολλαπλότητα των δεδοµένων. Αυτό το γεγονός, 
οδήγησε τους συγγραφείς του [CLS2016] στη δηµιουργία ενός συνόλου επιπρόσθετων 
διανυσµατικών αναπαραστάσεων κειµένου από την παρεµβολή µεταξύ  
αναπαραστάσεων του συνόλου εκπαίδευσης. Αυτές οι παρεµβαλόµενες 
αναπαραστάσεις κειµένου, δεν είναι αναγκαίο να αναταποκρίνονται σε κάποιο 
πραγµατικό κείµενο γραµµένο απο άνθρωπο και εποµένως δεν εµφανίζεται κάποιο 
επιπλέον υπολογιστικό κόστος για την διαδικασία απόδοσης ετικετών. Αυτό µπορεί να 
επιτευχθεί µε την προσθήκη ενός παραπάνω όρου προς ελαχιστοποιήση στον 
γεννήτορα: 

E=,,=-∼@AB=B	[log(1	−	D(G(z,	βt,	+	(1	−	β)	t-)))]	 (4.2)	

	
όπου z προέρχεται απο την κατανοµή του θορύβου και το β παρεµβάλεται ανάµεσα 
στις ενσωµατώσεις 𝒕𝟏	και 𝒕𝟐. Επίσης , κατόπιν δοκιµών, οι συγγραφείς παρατήρησαν 
οτι το β=0.5 λόγω καλών αποτελεσµάτων. Επιπρόσθετα, είναι σηµαντικό να 
αναφερθεί οτι τα στοιχεία  𝒕𝟏	και 𝒕𝟐	µπορεί να προέρχονται απο διαφορετικές εικόνες 
και κατηγορίες. 

Εξαιτίας του γεγονότος οτι οι παρεµβαλόµενες αναπαραστάσεις είναι συνθετικές, 
ο διευκρινιστής δεν διαθέτει πραγµατικά ζεύγη εικόνας-κειµένου για να εκπαιδευτεί. 
Παρόλλα αυτά όµως, ο διευκρινιστής µαθαίνει να κάνει προβλέψεις αναφορικά µε την 
συνάφεια εικόνας-κειµένου. Αν λοιπόν ο διευκρινιστής επιτύχει σε αυτή του την 
ενέργεια, τότε ικανοποιώντας τον διευκρινιστή στις παρεµβαλόµενες αναπαραστάσεις 
κειµένου ο γεννήτορας µπορεί να µάθει να συµπληρώνει τα κενά που υπάρχουν στη 
πολλαπλότητα των δεδοµένων  στα διάφορα σηµεία εκπαίδευσης.  

 

4.2 Στοιβαγµένα GAN (Stacked GANs) 
 

Παρά το γεγονός ότι το GAN-CLS κατάφερε να δώσει πολύ καλά πρώτα 
αποτελέσµατα στην επίλυση του προβήµατος της σύνθεσης εικόνας από κείµενο, η 
προσέγγιση που ακολουθεί µε την παραγωγή µιάς πλήρως λεπτοµερούς εικόνας 
απευθείας δεν είναι και η καλύτερη. Αυτό ακριβώς έδειξαν  o Han Zhang και οι 
συνεργάτες του στο έργο [HZ2016], µε την πρόταση των στοιβαγµένων Γεννητικών 
Ανταγωνιστικών Δικτύων. 
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Τα StackGAN, όπως γίνεται εύκολα κατανοητό και από το όνοµα τους, διαθέτουν 
µία αρχιτεκτονική που στηρίζεται σε χρήση περισσότερων του ενός GANs. Το πρώτο 
GAN, συχνά αναφερόµενο και ως Stage I, δηµιουργεί εικόνες χαµηλής ανάλυσης, 64 
*64 εικονοστοιχείων,  από λεκτικές περιγραφές µε παρόµοιο τρόπο µε το GAN-CLS. 
Το δεύτερο GAN, συχνά αναφερόµενο και ως Stage II, διαθέτει ένα γεννήτορα που 
στην είσοδο του λαµβάνει την παραγόµενη εικόνα του Stage I γεννήτορα και συνθέτει 
µία εικόνα µεγάλυτερης ανάλυσης, 256*256 εικονοστοιχείων, µε περισσότερες 
λεπτοµέρειες και µεγαλύτερη συνάφεια µε την εκάστοτε λεκτική περιγραφή. 
 

4.2.1 Επαύξηση Ενσωµατώσεων Κειµένου 
 

Στο [HZ2016] οι συγγραφείς προτείνουν επιπρόσθετα µία τεχνική επάυξησης 
συνθήκης (conditioning augmentation-CA), µε στόχο την αύξηση του διανυσµατικού 
χώρου αναπαράστασης του κειµένου. 

 Ουσιαστικά, µε την χρήση της προαναφερθείσας τεχνικής, επιδιώκεται η 
παραγωγή περισσότερων δειγµάτων εκπαίδευσης από ένα µικρό σύνολο ζευγών 
εικόνας-λεκτικής περιγραφής, προκειµένου να µπορεί το µοντέλο να παρουσιάζει 
µεγαλύτερη ανεκτικότητα  στις τυχόν διαταραχές που προκύπτουν απο τον 
διανυσµατικό χώρο των συνθηκών. Επιπλέον, για να ενισχυθεί η ανεκτικότητα αυτή 
ακόµα περισσότερο και να αποφευχθεί η υπερπροσαρµογή του µοντέλου, οι 
συγγραφείς προσέθεσαν την απόκλιση Kullback-Leibler, ανάµεσα στην κανονική 
Γκαουσιανή κατανοµή και την Γκαουσιανή κατανοµή των διανυσµατικών 
αναπαραστάσεων,  ως όρο κανονικοποίησης στον γεννήτορα,  κατά την διαδικασία της 
εκπαίδευσης. Στην σχέση (4.3) φαίνεται πώς υπολογίζεται η απόκλιση  Kullback-
Leibler. 

	𝐃𝐊𝐋	(N(µ(𝛟𝐭),	Σ(𝛟𝐭))	||N(0,	1))									(4.3)	
 

Σύµφωνα µε τη παραπάνω σχέση λοιπόν, για κάθε µία διανυσµατική αναπαράσταση 
κειµένου 𝝓𝒕,  δειγµατοληπτώντας τυχαία την Γκαουσιανή κατανοµή N(µ(𝝓𝒕),	Σ(𝝓𝒕)), 
όπου	µ(𝝓𝒕)	είναι η µέση τιµή και	Σ(𝝓𝒕) ο διαγώνιος πίνακας συνδιακύµανσης, δύναται 
να παραχθούν επαυξηµένες διανυσµατικές αναπαραστάσεις κειµένου. 

 

 

 

4.2.2 Αρχιτεκτονική StackGAN 
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Στο Σχήµα 4.2 παρουσιάζεται µακροσκοπικά η αρχιτεκτονική του StackGAN. 
Πέρα απο την προσθήκη της τεχνικής της επαύξησης συνθήκης, η αρχιτεκτονική του 
Stage I είναι πανοµοιότυπη µε αυτή του  GAN-CLS όπως αυτή παρουσιάστηκε στην 
ενότητα (4.1.1). 

Στο Stage II του µοντέλου,ο γεννήτορας αρχικά  λαµβάνει εικόνες µεγέθους 64*64 
και τις υποδειγµατοληπτεί εώς ότου να φτάσουν σε µια χωρική ανάλυση 4*4 
εικονοστοιχείων. Σην συνέχεια, γίνεται συννένωση της 4*4 εικόνας µε την αντίστοιχη 
επαυξηµένη διανυσµατική αναπαράσταση κειµένου,  προκειµένου να βελτιωθεί ο 
συσχετισµός της εικόνας µε το κείµενο του Stage I . Έπειτα, η συννενωµένη εικόνα µε 
την αντίστοιχη επαυξηµένη διανυσµατική αναπαράσταση κειµένου περνάει απο 3 
επιπρόσθετα στρώµατα και  υπερδειγµατοληπτείται µέχρι να ληφθεί ένας τανυστής 
256*256*3. Τέλος, µε την εφαρµογή της συνάρτησης ενεργοποίησης υπερβολικής 
εφαπτοµένης(tanh) η έξοδος λαµβάνει τιµές στο εύρος [-1, 1]. 

Ο διευκρινιστής του Stage I είναι ίδιος µε αυτόν που περιγράφηκε στο GAN-CLS. 
Ο διευκρινιστής του Stage II είναι και αυτός όµοιος, µε την µόνη διαφορά οτι πλέον 
υπάρχουν περισσότερα συνελικτικά στρώµατα υποδειγµατοληψίας για να µπορέσει να 
γίνει η προσαρµογή των εικόνων µεγαλύτερης ανάλυσης της εισόδου. 

Τέλος και  στον γεννήτορα και στον διευκρινιστή γίνεται κανονικοποίηση 
οµάδας(batch normalization), ενώ αναφορικά µε την  χρήση συναρτήσεων 
ενεργοποιήσης στον γεννήτορα γίνεται χρήση ReLU  και στον διευκρινιστή leaky ReLU 
αντίστοιχα. 
 

 

Σχήµα 4.2:Μακροσκοπική αναπαράσταση αρχιτεκτονικής StackGAN (Πηγή: [HZ2016] ) 

 

 

 

 

 

Κεφάλαιο 5 
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5. Μετρικές αξιολόγησης & σύνολο δεδοµένων 
 

Σε αυτό το κεφάλαιο θα γίνει παρουσίαση των µετρικών αξιολόγησης που 
χρησιµοποιήθηκαν στη παρούσα διπλωµατική, καθώς και του συνόλου δεδοµένων που 
αξιοποιήθηκε για την εκπαίδευση του µοντέλου.  
 

5.1 Σύνολο δεδοµένων 
 

Το σύνολο δεδοµένων που χρησιµοποιήθηκε στη παρούσα διπλωµατική εργασία 
είναι το Oxford-102[MEN2008], το οποίο περιλαµβάνει εικόνες  διαφορετικής 
κλίµακας, πόζας και φωτισµού, από 102 διαφορετικές κατηγορίες λουλουδιών που 
εµφανίζονται στο Ηνωµένο Βασίλειο. Κάθε µία από τις κατηγορίες λουλουδιών 
αποτελέιται από 40 έως 258 εικόνες. Συνολικά το σύνολο δεοµένων αποτελείται από 
8189 εικόνες.  
 

5.2  Inception Score(IS) 
 

Το Inception Score [TS2016]  αποτελεί µιά πολύ δηµοφιλή µετρική αξιολόγησης 
των Γεννητικών Ανταγωνιστικών Δικτύων. Ο υπολογισµός της µετρικής ξεκινάει 
ουσιαστικά από το  µοντέλο ταξινόµισης Inception V3[CS2015], καθώς η εκτίµηση της 
ποιότητας των συνθετικών εικόνων βασίζεται στο πόσο καλά µπορεί ο ταξινοµητής να 
τις τοποθετήσει σε προκαθορισµένες κλάσεις. Με την χρήση της συγκεκριµένης 
µετρικής, εξετάζεται το εκάστοτε σύνολο συνθετικών εικόνων  ως προς την ποιότητα 
τους αλλά και ως προς την ποικιλία τους. Αρχικά, γίνεται η εκτίµιση της ποιότητας των 
εικόνων µε τον προσδιορισµό µίας κατανοµής πιθανότητας(probability distribution), 
όπως φαίνεται στο  (Σχήµα 5.1), του εκάστοτε δείγµατος για κάθε κλάση από το 
Inception V3. Αν ο ταξινοµητής δύναται να καθορίσει εύκολα τη κλάση που ανήκει το 
κάθε δείγµα τότε ιδανικά δηµιουργείται µια κατανοµή που ονοµάζεται στενή(narrow 
distribution). Στη συνέχεια, γίνεται άθροιση των κατανοµών των ετικετών που 
προέκυψαν από την εκτίµιση ποιότητας των εικόνων υπολογίζοντας έτσι την οριακή 
κατανοµή. Αν τώρα η οριακή αυτή κατανοµή, έχει µια οµοιόµορφη µορφή τότε αυτό 
σηµαίνει πως το εκάστοτε σύστηµα µπορεί να παράξει ένα ευρύ φάσµα εικόνων. 
Έχοντας πλέον την κατανοµή ετικετών της κάθε εικόνας αλλά και την οριακή 
κατανοµή, είναι εφικτός ο υπολογισµός του Inception Score του συνόλου δεδοµένων, 
συγκρίνοντας απλώς τις δύο αυτές κατανοµές. Η σύγκριση αυτή γίνεται µε την βοήθεια 
της απόκλισης Kullback-Leibler που παρουσιάστηκε στην ενότητα 4.2.1. Αν η τιµή της 
απόκλισης είναι µεγάλη, τότε θα είναι υψηλό και το Inception Score. Η σχέση 5.1 είναι 
αυτή που υπολογίζει την µετρική. 
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	ΙS	=	exp	(𝐄𝐱	𝐃𝐊𝐋(p(y|x)	||	p(y)))						(5.1) 
 

Στη παραπάνω σχέση το x		εκφράζει τη συνθετική εικόνα,	το	y		είναι η ετικέτα που 
αποδόθηκε από τον ταξινοµητή,	p(y)	αποτελεί την οριακή κατανοµή και		p(y|x)	είναι 
η κατανοµή ετικέτας του δείγµατος. 

 

 

 
Σχήµα 5.1: Υπολογισµός κατανοµής πιθανότητας δείγµατος για κάθε κλάση. Η πρώτη εικόνα 
αποτελεί παράδειγµα στενής κατανοµής. (Πηγή: https://medium.com/octavian-ai/a-simple-
explanation-of-the-inception-score372dff6a8c7a) 

 
 
Τέλος είναι σηµαντικό να αναφερθεί ότι όσο υψηλότερο είναι το IS τόσο το 

καλύτερο, µε υψηλότερη θεωρητική τιµή το άπειρο και χαµηλότερη το 0. 
 

5.3  Fréchet Inception Distance(FID) 
 

Η Fréchet Inception Distance, FID για συντοµία, αποτελεί µία µετρική κατάλληλη 
για την αξιολόγηση της ποιότητας συνθετικών εικόνων καθώς δηµιουργήθηκε µε 
σκοπό την αξιολόγηση της απόδοσης των Γεννητικών Ανταγωνιστικών Δικτίων. Η 
πρώτη παρουσίαση της µετρικής, έγινε στο έργο [MH2018] του Martin Heusel. Η 
µετρική αποσκοπεί στην  αξιολόγηση συνθετικών εικόνων πραγµατοποιώντας 
συγκρίσεις στατιστικών στοιχείων που προέρχονται απο συλλογές συνθετικών και 
πραγµατικών εικόνων. Η FID,  ουσιαστικά υπολογίζει την απόσταση µεταξύ µιας 
κατανοµής χαρακτηριστικών 		𝒑	(.) που προέρχεται απο τις συνθετικές εικόνες  και µίας 
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κατανοµής χαρακτηριστικών		𝒑𝒓(.) που προέρχεται από πραγµατικές εικόνες. Αρχικά, 
γίνεται λήψη γκαουσιανής κατανοµής από τις δύο κατανοµές αυτές µε µέση τιµή και 
συνδιακύµανση (𝒎	,	𝑪	) και (𝒎𝒓	,	𝑪𝒓) αντίστοιχα. Στη συνέχεια µε χρήση της 
απόστασης Fréchet, ή αλλίως Wasserstein-2, δύναται να γίνει υπολογισµός της 
απόστασης των κατανοµών αυτών. Η σχέση 5.2 είναι αυτή που υπολογίζει την µετρική 
FID. 

FID	=	𝐝𝟐((𝐦	,	𝐂	)),	(𝐦𝐫	,	𝐂𝐫))	=	||m	−	𝐦𝐫	||	 	𝟐𝟐+	𝐓𝐫	(C	+	𝐂𝐫	−	2(	C𝐂𝐫	)	𝟏/𝟐)			(5.2)	
  

Στη παραπάνω σχέση το 𝑻𝒓	εκφράζει το άθροισµα των στοιχείων της διαγωνίου 
του πίνακα. 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

Κεφάλαιο 6 
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6. Πειραµατική διαδικασία & αποτελέσµατα 
 

Το παρόν κεφάλαιο αποτελεί την παρουσίαση ορισµένων στοιχείων που αφορούν 
το πειραµατικό µέρος της εργασίας, µε έµφαση στα αριθµητικά αποτελέσµατα των 
µετρικών που παρουσιάστηκαν στο 5ο Κεφάλαιο και στα προβλήµατα που 
αντιµετωπίστηκαν.  

Το µοντέλο που χρησιµοποιήθηκε στα πλαίσια της εργασίας, κατά την διαδικασία 
της εκπαίδευσης του, ακολουθεί την λογική των εποχών δηλαδή µιας σειράς 
επαναλήψεων κατά την οποία το δίκτυο τροφοδοτείται µε τις πραγµατικές εικόνες που 
συνοδεύονται απο λεκτικές περιγραφές. Αυτό γίνεται  προκειµένου να µπορέσει να 
"µάθει" τι πρέπει στη συνέχεια να συνθέσει, εξάγοντας ορισµένα χαρακτηριστικά από 
τις πραγµατικές εικόνες. Οι εποχές εκπαίδευσης συνήθως πρέπει να είναι πολλές π.χ 
600, καθώς µε το πέρας της κάθε εποχής βελτιώνονται οι παράµετροι του µοντέλου και 
σταδιακά δηµιουργεί όλο και καλύτερες εικόνες. Στο τέλος κάθε εποχής, το µοντέλο 
παρέχει και µία εικόνα δείγµατος σαν αυτή του Σχήµατος 6.1. 

 

 

Σχήµα 6.1: Συνθετική εικόνα που παράγει το µοντέλο στο τέλος κάθε εποχής. Η εικόνα έχει τη 
µορφή πλέγµατος 8*8 και σε κάθε σειρά απεικονίζονται εκδόσεις συνθετικών εικόνων του 
ίδιου λουλουδιού.(Πηγή: https://github.com/hellochick/text-to-image) 

 

Η εικόνα του Σχήµατος 6.1 αποτελεί εικόνα δείγµατος µετά από εκτέλεση του 
µοντέλου για 800 εποχές. Στο τέλος της κάθε εποχής, γίνεται δηµιουργία µιας 
αντίστοιχης εικόνας, και όπως είναι προφανές οι µεταγενέστερες εποχές εκπαίδευσης 
παρέχουν σαφέστατα καλύτερες εικόνες λόγω της βελτίωσης των παραµέτρων 
εκπαίδευσης που προσαρµόζονται στο τέλος κάθε εποχής. Οι εικόνες αυτές, 
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δηµιουργούνται µε βάση 8 τυχαίες λεκτικές περιγραφές, αναφερόµενες απο τον 
δηµιουργό και ως  πρόταση δείγµατος. Εποµένως,  αν το µοντέλο τρέξει για 500 εποχές 
τότε θα δώσει 500  εικόνες δείγµατος, µε σταδιακή βελτίωση του απεικονιζόµενου 
αντικειµένου,  για τις ίδιες 8 λεκτικές περιγραφές που έχουν τεθεί πριν από την 
εκτέλεση. Προφανώς, αν γίνει αλλαγή των λεκτικών περιγραφών και επανεκτέλεση 
του µοντέλου, στην έξοδο θα ληφθούν εικόνες για τα καινούρια λουλούδια που 
περιγράφονται. Στη παρούσα διπλωµατική εργασία έγινε χρήση 64 διαφορετικών και  
τυχαία επιλεγµένων λεκτικών περιγραφών λουλουδιών για να επιτευχθεί κατά κάποιο 
τρόπο ποικιλία στις συνθετικές εικόνες. 

 
 

6.1 Προβλήµατα εκτέλεσης 
 

Ένα βασικό πρόβληµα που παρουσιάστηκε κατά την εκτέλεση του µοντέλου 
αφορούσε τον πραγµατικό χρόνο εκτέλεσης. Η ολοκλήρωση µιας και µόνο εποχής 
εκτέλεσης απαιτούσε 45 λεπτά περίπου. Εξαιτίας αυτού, ήταν πρακτικά αδύνατη η 
εκπαίδευση του µοντέλου σε µεγάλο πλήθος εποχών, γεγονός που περιόρισε σε 
τεράστιο βαθµό το σύνολο των εικόνων, ποσοτικά και ποιοτικά,  που δηµιουργήθηκαν 
τελικώς  προκειµένου να γίνει η αξιολόγηση. Συνολικά το µοντέλο εκπαιδεύτηκε σε 
126 εποχές, οι οποίες ήταν σπασπένες σε 6 διαδοχικές εκτελέσεις των 21 εποχών. Είναι 
σηµαντικό να αναφερθεί, πως ενδέχεται σε έναν πιο σύγχρονο υπολογιστή το µοντέλο 
να τρέχει πολύ πιο γρήγορα. Επιπρόσθετα, ο αναγνώστης ενθαρρύνεται να δοκιµάσει 
να εκτελέσει το µοντέλο µε παράλληλο τρόπο, ώστε ενδεχοµένως να επιταχύνει την 
διαδικασία, έαν φυσικά διαθέτει Nvidia GPU και CUDA που είναι απαραίτητα 
εργαλεία σε µία τέτοια περίπτωση. 

Επειδή λοιπόν το πλήθος των εικόνων µετά από ένα τόσο µικρό αριθµό εποχών 
είναι µικρό, αναπτύχθηκε κώδικας ο οποίος "κόβει" την κάθε εικόνα δείγµατος σε 64 
κοµµάτια, δηλαδή σε 64 εικόνες των λουλουδιών που απεικονίζονται στην εκάστοτε 
εικόνα. Με αυτό τον τρόπο στο τέλος της εκπαίδευσης συγκεντρώθηκε ένα πλήθος 
8000+  εικόνων εκ των οποίων χρησιµοποιήθηκαν για την αξιολόγηση 7370 για λόγο 
που θα εξηγηθεί στην ενότητα 6.2 που ακολουθεί.  

 

6.2 Αποτελέσµατα µετρικών & συγκρίσεις µοντέλων 
 

Σε αυτή την ενότητα γίνεται παρουσίαση των αριθµητικών αποτελεσµάτων των 
µετρικών IS και FID για το σύνολο των συνθετικών εικόνων που δηµιούργησε το 
µοντέλο. Στη περίπτωση του IS, αξιολογήθηκαν 7370 συνθετικές εικόνες µεγέθους 
64*64. Το ίδιο ακριβώς σύνολο συνθετικών εικόνων χρησιµοποιήθηκε και στην 
περίπτωση της FID, σε συνδυασµό µε το σύνολο εικόνων εκπαίδευσης καθώς η 
µετρική αυτή προβλέπει την σύγκριση δύο διαφορετικών κατανοµών, µία που 
προέρχεται από τις συνθετικές εικόνες και µία που προέρχεται από τις πραγµατικές. 
Αναφορικά µε το πλήθος των συνθετικών εικόνων,  χρησιµοποιήθηκαν ακριβώς 7370 
µόνο και µόνο διότι ο δηµιουργός του µοντέλου παρείχε σαν εικόνες εκπαίδευσης 7370 
εικόνες σε µορφή numpy arrays όπως τις αναγνωρίζει η python. Εποµένως για να 
µπορέσει να γίνει χρήση της FID, που θέλει τα συγκρινόµενα σύνολα εικόνων να 
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πληρούν τις ίδιες προδιαγραφές, αξιοποίθηκαν 7370 συνθετικές εικόνες. Τα 
αριθµήτικά αποτελέσµατα φαίνονται στον Πίνακα 6.1. 

 

Model Oxford-102 
IS ↑ FID ↓ 

CLS-GAN - StackGAN 3.81 ± 0.17 87.48 
 

Πίνακας 6.1: Inception Score (IS) και Fréchet Inception Distance (FID) για το δίκτυο CLS-
GAN - StackGAN της εργασίας 
 

Ορισµένα από τα µοντέλα που αναφέρθηκαν  στην ενότητα 3.1, έχουν 
χρησιµοποιηθεί για σύνθεση εικόνας από κείµενο για το σύνολο δεδοµένων Oxford-
102, και έχουν επίσης αξιολογηθεί από τις ίδιες µετρικές αξιολόγησεις που 
χρησιµοπουούνται στη παρούσα εργασία. Ακολουθεί ο σχετικός Πίνακας 6.2  
αριθµητικών αποτελεσµάτων για κάποια από αυτά τα µοντέλα. 

 

 

Model Oxford-102 
IS ↑ FID ↓ 

    GAN-INT-CLS 2.66 ± 0.03 79.55 
           StackGAN 3.20 ± 0.01 55.28 
           StackGAN++ 3.26 ± 0.01 48.68 

 

Πίνακας 6.2: Inception Score (IS) και Fréchet Inception Distance (FID) για το ορισµένα state-
of-the-art µοντέλα σύνθεσης εικόνας από κείµενο 

 

 

Όπως αναφέρεται και στο έργο [TS2016], µία καλή τεχνική αξιολόγησης 
προβλεπει ένα µεγάλο σύνολο εικόνων για αξιολόγηση. Έχοντας αυτό κατά νού, οι 
συγγραφείς των αντίστοιχων έργων που κάνουν χρήση των µοντέλων του Πίνακα 6.2 , 
έβγαλαν αποτελέσµατα για τις µετρικές IS και  FID για σύνολα εικόνων που µπορεί να 
ξεπερνούσαν ακόµα και τις 30.000 εικόνες. Εξαιτίας αυτού λοιπόν, είναι πολύ λογικό 
να αναλογιστεί κανείς γιατί τα αποτελέσµατα του Πίνακα 6.1 δεν είναι και πολύ 
αντιπροσωπευτικά των πραγµατικών δυνατοτήτων του µοντέλου CLS-GAN - 
StackGAN καθώς είναι αισθητά δαφορετικά µε αυτά του Πίνακα 6.2. Επιπρόσθετα του 
διαφορετικού πλήθους συνθετικών εικόνων προς αξιολόγηση, είναι σηµαντικό να 
αναφερθεί ότι οι εικόνες του µοντέλου της εργασίας καθώς και του GAN-INT-CLS  
είνα διαστάσεων 64*64, ενώ οι εικόνες των µοντέλων StackGAN και StackGAN++ 
είναι διατάσεων 256*256. 
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6.3 Αποτελέσµατα συνθετικών εικόνων 
 

Παρακάτω ακολουθούν µερικές ενδεικτικές συνθετικές εικόνες που δηµιούργησε 
το εξεταζόµενο µοντέλο της εργασίας για διάφορα σύνολα λεκτικών περιγραφών σε 
δίαφορετικά στάδια εκπαίδευσης του. 
 

 

Σχήµα 6.2: Συνθετική εικόνα που παράγει το µοντέλο για τις αντίστοιχες λεκτικές περιγραφές, 
όπως δόθηκαν στην υλοποιήση του κώδικα. Η παραπάνω εικόνα προέρχεται από τις πρώτες 
εποχές εκπαίδευσης του µοντέλου. 
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Σχήµα 6.3: Συνθετική εικόνα που παράγει το µοντέλο για τις αντίστοιχες λεκτικές περιγραφές, 
όπως δόθηκαν στην υλοποιήση του κώδικα. Η παραπάνω εικόνα προέρχεται από 
µεταγενέστερες εποχές εκπαίδευσης του µοντέλου. 
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Σχήµα 6.4: Συνθετική εικόνα που παράγει το µοντέλο για τις αντίστοιχες λεκτικές περιγραφές, 
όπως δόθηκαν στην υλοποιήση του κώδικα. Η παραπάνω εικόνα προέρχεται από τις τελευταίες 
εποχές εκπαίδευσης του µοντέλου. 

 

Απο τις παραπάνω συνθετικές εικόνες µπορεί κάποιος εύκολα να διακρίνει τη 
σαφέστατη βελτίωση της ποιότητας των εικόνων όσο προχωρούν οι εποχές 
εκπαίδευσης του µοντέλου. Παρόλα αυτά όµως, υπάρχουν και συνθετικές εικόνες που 
είναι αρκετά δύσκολο να διακρίνει κάποιος τι απεικονίζεται, όπως για παράδειγµα στο 
Σχήµα 6.4 στην υποεικόνα που βρίσκεται στη 4η γραµµή και 3η στήλη. Το γεγονός 
όµως οτι παρά τις δυσκολίες στην εκπαίδευση που αφορούσαν το µικρό σύνολο 
εποχών, το µοντέλο παρέχει αρκετά καλά αποτελέσµατα είναι άκρως ενθαρρυντικό για 
την απόδοση του σε περίπτωση πιο αποτελεσµατικής εκπαίδευσης. 
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Κεφάλαιο 7 

7. Συµπεράσµατα  
  
Είναι σαφές πως τα GAN's, παρά το γεγονός οτι αποτελούν µία σχετικά πρόσφατη 

τεχνολογία έχουν συνεισφέρει αρκετά στην επιστήµη των υπολογιστών και όπως 
φαίνεται θα παίξουν πολύ σηµαντικό ρόλο σε µελλοντικές κατευθύνσεις, όταν και θα 
έχουν µελετηθεί ακόµα περισσότερο. 

 Στα πλαίσια της παρούσας διπλωµατικής εργασίας, πραγµατοποιήθηκε µελέτη 
των GAN's και των δυνατοτήτων αυτών στην επίλυση ενός αρκετά σύνθετου 
προβλήµατος, όπως είναι η σύνθεση εικόνας από κείµενο. Μελετήθηκε ο τρόπος 
λειτουργίας των δικτύων αυτών, καθώς και η σύνδεση που έχουν µε τα  πεδία της 
'Ορασης Υπολογιστών και Επεξεργασίας Φυσικής Γλώσσας, και έγινε παρουσίαση των 
δυνατοτήτων τους αναπαράγοντας συνθετικές εικόνες µε χρήση ενός συνδυασµού 
µοντέλων. Σίγουρα η εργασία αυτή  ακουµπάει µονάχα την επιφάνεια των δυνατοτήτων 
των GAN's, και παρουσιάζει ελλείψεις αναφορικά µε το αρχικό πλάνο υλοποίησης, 
όπως για παράδειγµα τη χρήση επιπρόσθετων συνόλων δεδοµένων για σύνθεση 
εικόνας από κείµενο, αλλά αποτελεί µία αρκετά καλή πρώτη επαφή µε το αντικείµενο 
το οποίο ήταν άκρως απαιτητικό και σύνθετο.  
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